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OPTYMALIZACJA DANYCH W KLASYFIKACJI
WIELOSPEKTRALNYCH OBRAZOW SATELITARNYCH
Z UWZGLEDNIENIEM TEKSTURY

1. Wprowadzenie

Komputerowo wspomagana klasyfikacja tresci wielospektralnych obrazow
satelitarnych stata si¢ klasycznym narzedziem przy opracowywaniu drobnoskalowych map
uzytkowania terenu. Wiarygodnos¢ takiej klasyfikacji nie jest jednak zadawalajaca.
Poszukuje si¢ wciaz nowych rozwiazan. Jedna z tendencji jest wykorzystanie obrazow
multisensoralnych, czyli rejestrowanych przez rézne systemy satelitarne np.Landsat TM,
SPOT, seria zobrazowan rosyjskich. Rozwinieciem tej koncepcji jest wprowadzanie
dodatkowych informacji, w tym parametréw opisujacych teksture obrazu, czyli tzw.
obrazéw teksturalnych.

Jednakze znaczne powigkszanie zbioru danych moze doprowadzi¢ do utraty kontroli nad
procesem klasyfikacyjnym lub w sposOb istotny zwigksza¢ jego czasochtonnosé
(dynamiczny wzrost wydajnosci narzedzi komputerowych jest prawie réwnowazony przez
szybki przyrost objetosci danych).

Dlatego powstaje potrzeba takiej selekcji danych lub redukcji cech, ktére przy znacznym
zmniejszeniu objetosci danych zapewniaja prawie identyczna zdolnos¢ do wydzielen
tematycznych. Niniejsze opracowanie prezentuje uzytecznos$¢ tzw. kryterium sladowego,
znanego z analizy dyskryminacyjnej, do oceny separacji klas w pojedynczych obrazach i ich
liniowych kombinacjach.

2. Dane testowe, obrazy teksturalne

Wykorzystano zestaw danych przygotowany w ramach eksperymentu ISPRS
(Schultz, 1990). Obejmuje on obrazy LANDSAT TM, SOJUS KFA, SEASAT,
przedstawiajace okolice Frankfurtu. Aby ograniczy¢ wptyw reliefu terenowego, skupiono sie
na relatywnie ptaskim fragmencie o rozmiarach okoto 13 km x 13 km (512x512 pikseli)

Tekstura obrazu jest pojeciem szeroko stosowanym w fotointerpretacji, trudno
jednak o jendnoznaczna, formalna definicje tego pojecia. W konsekwencji i parametryzacja
tekstury nie moze by¢ opisana prosta formuta. Syntetyczny przeglad metod kwantyfikacji
tekstury obrazu podaja Irons & Petersen (1981). Obok prostych i mato przydatnych
parametréw statystycznych stosuje si¢ bardziej ztozone, ale poprawniej opisujace teksture,



tzw. parametry syntaktyczne. Wymagaja one budowania macierzy sasiedztwa dla
okreslonego otoczenia elementu obrazu (Haralick et.al. 1973). Macierz sasiedztwa zawiera
unormowane czgstosci pji, definiujace wystapienie w okreslonym kierunku, w okreslonej
odlegtosci dwoch pikseli, z ktérych jeden ma warto$¢ i a drugi j. Na podstawie macierzy
sasiedztwa mozna oblicza¢ r6zne parametry, z ktdrych dla celéw niniejszego opracowania
wybrano dwa: odwrotny moment odlegtosci (IDM) i drugi moment (ASM):
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Przy obliczaniu macierzy sasiedztwa zachowano nastepujace warunki: wielkos¢ otoczenia
9x9 pikseli, dwa kierunki poszukiwania par ij - poziomy i pionowy (koncowa macierz jest
srednia z wartosci w obu kierunkach). Parametry ASM i IDM liczono dla wszystkich
kanatow obrazu LANDSAT TM z pominigciem kanatu podczerwonego oraz dla obrazu
SOJUS KFA. Odpowiednie obliczenia zrealizowano na komputerze System 2400 firmy
Impuls (Babnik & Steinnocher, 1991).

3. Kryterium §ladowe

W statystyce kryterium to wystepuje rowniez pod nazwami: metoda $ladu macierzy,
transformacja Hotellinga (Fukunaga, 1972). Za autor6w tej miary dyskryminacji Klas,
uwazani sa Hotelling i Lowley (Ahrens, Lauter, 1974).

Adaptujac kryterium $ladowe dla celéw klasyfikacji tresci obrazéw poczynimy nastgpujace
zatozenia:

d - wymiar przestrzeni cech, réwny liczbie analizowanych obrazéw (kanaty
spektralne, obrazy teksturalne),

Lj - liczba pikseli zawarta w polu treningowym klasy i.

Xj- wektor cech reprezentujacy poszczegélne piksele w polu treningowym i
(wymiar d),

m;- wektor wartosci (cech) srednich klasy i (wymiar d),

k - liczba wydzielonych klas,

g;- prawdopodobienstwo a-priori wystapienia klasy i.
Dla kazdej klasy mozna okresli¢ macierz wariancyjno-kowariancyjna C;:
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Przy takich zalozeniach mozna zdefiniowa¢ tzw. macierz zmiennosci wewngtrznej C
($rednia z macierzy C;) oraz macierz zmiennosci zewnetrznej H (macierz roznic pomigdzy
wartosciami srednimi w klasach):
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Kryterium $ladowe jest okreslane nastepujaco:
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T jest wielowymiarowa miara dyskrymﬂnacyjnq, ktora charakteryzuje zdolno$¢ wzajemnej
separacji klas: im wieksza jest wartos¢ T tym lepiej zréznicowane sa klasy (Ahrens, Lauter,
1974).

Na podstawie macierzy zmiennosci wewngtrznej i zewngtrznej mozna zbudowac liniowa
transformacje cech o nastepujacych wiasciwosciach:

- pierwsza z uzyskanych (nowych) cech zapewnia najlepsze warunki separacji klas sposrod
wszystkich mozliwych kombinacji liniowych cech pierwotnych,

- liczba nowych (transformowanych) cech jest conajmniej o 1 mniejsza od liczby klas,
- nowe cechy sa wzajemnie liniowo niezalezne.

Taka transformacje realizuje ponizsza formuta:
y=WT-x (6)
gdzie:
y - wektor nowych cech,

X - wektor cech pierwotnych,

. . , - -1
W- macierz wektorow wiasnych okreslona dla macierzy H-C

Transformacja Hotellinga wykazuje podobienstwo do tzw. metody skladowych gtownych,
stosowanej powszechnie do redukcji przestrzeni spektralnej. Rdznica tkwi w sposobie
obliczenia parametrow:

- w metodzie sktadowych gtéwnych tworzona jest przestrzen rozpieta na wektorach
wiasnych macierzy wariancyjno-kowariancyjnej okreslonej dla wszystkich pikseli obrazu,

- transformacja wedtug kryterium $ladowego rozpina przestrzen na wektorach wiasnych

macierzy H .C?, z ktorych kazda liczona jest na podstawie pikseli zawartych w
wydzielonych polach treningowych.

4. Wybdr optymalnego zestawu obrazéw




Celem klasyfikacji byto opracowanie typowej mapy uzytkowania terenu. Wyrézniono szes$é
klas:

- las lisciasty, -tereny rolne,
- las iglasty, -zabudowa podmiejska,
- zabudowa przemystowa, -wody.

Dla kazdej z tych klas, na kompozycji RGB zbudowanej z trzech kanatdw LANDSAT TM,
zdefiniowano jedno pole treningowe. Zatem klasyfikacja miata odszuka¢ obszary o bardzo
wysokim stopniu podobienstwa do wskazanych prdobek.

Do oceny separacji klas wybrano ponizsze zestawy obrazéw, przy specyfikacji ktdrych
zastosowano podane skroty:

TM1, TM2... - kolejne kanaty spektralne obrazu LANDSAT TM

RAD - obraz radarowy SEASAT

SOJ - obraz SOJUS KFA

INX - indeks wegetacji zdefiniowany jako (TM3-TM2)/(TM3+TM2)

ITM3- parametr tekstury IDM dla obrazu TM3 (analogicznie ITM4, ITM7, 1ISOJ)

ATM3- parametr tekstury ASM dla obrazu TM3 (analogicznie ATM4, ATM7,
ASOJ)

I: TM1, TM3, TM4, TM5, TM7 (5 obrazéw)

Il: jak I oraz SOJ, RAD, INX (8 obrazow)

II: ITM3, ITM4, ITM7, ISOJ, ATM3, ATM4, ATM7, ASOJ (8 obrazdw teksturalnych)
IV: suma obrazéw z zestawu Il i 11 (16 obrazéw)

V: TM1, TM4, TM5, SOJ, INX, ITM3, ISOJ, ASOJ (8 obrazéw)

VI: trzy pierwsze obrazy uzyskane z transformacji Hotellinga przeprowadzonej w stosunku
do zestawu 1V (3 obrazy)

VIl:dwa pierwsze obrazy z transformacji Hotellinga dla zestawu Il oraz dwa pierwsze
obrazy z takiej transformacji ale przeprowadzonej dla zestawu Il (4 obrazy)

Warto zwrdéci¢ uwage, ze zestaw Il ztozony jest tylko z obrazéw teksturalnych, natomiast
zestaw |V zawiera wszystkie obrazy wystepujace w zestawach | - V.

Z Kkolei zestawy VI i VII sa uzyskane na drodze transformacji optymalizujacej slad macierzy
H-Ci powinny wykazywa¢ dobre wtasnosci dyskryminujace.



rysunek w pliku rys61.tif na cata strong

Rys. 6.1. Wartosci kryterium sladowego dla réznych zestawdw danych



Dla kazdego z zestawow liczono kryterium sladowe T2 zaréwno dla wszystkich
szesciu klas jak i tylko dla klas najgorzej separowalnych: zabudgwa przemystowa i
przedmiescie. Zgodniezz przewidywaniami, najwieksza wartoscia T charakteryzuje sie
zestaw 1V. Wartosci T dla pozostatych zestawdw danych pokazane sa na rys.6.1.

Bardziej detaliczne poréwnanie kryterium $ladowego dla wyrdéznionych zestaw6w danych
przedstawione jest w publikacji Pyka, Steinnocher: "Auswahl eines optimalen..." ZPF,
4/1994.

5. Klasyfikacja i dyskusja wynikow

Dla wyro6znionych w pkt.4 zestawow danych zostata przeprowadzona klasyfikacja
nadzorowana metoda najwiekszego prawdopodobienstwa. Weryfikacja przynaleznosci
pikseli do klas odbywata sie przy poziomie popetnienia btedu a = 0,1, co musiato
powodowa¢ znaczacy udzial pikseli niesklasyfikowanych. Poniewaz zestaw IV posiada
najlepsza zdolnos¢ separacji klas, uznano, ze wyniki klasyfikacji z tych danych beda
stanowity odniesienie dla pozostatych.

Klasyfikacja uzyskana dla zestawu | i Il (bez obrazéw teksturalnych) charakteryzuje sie
stosunkowo matym procentem pikseli niesklasyfikowanych (rys.6.1), duzym rozdrobnieniem
powierzchni klas. Ponadto zauwazone zostaty dyskusyjne lub btedne interpretacje:

- obszar dworca towarowego (torowiska) zostat przydzielony do klasy zabudowa
przemystowa,

- 1aki i sady owocowe w wielu fragmentach staty sie terenami rolnymi,
- specyficzny kompleks pél golfowych zostat sklasyfikowany jako las i tereny rolne.

Klasyfikacja na podstawie samych obrazoéw teksturalnych (lI1) zawiera znacznie bardziej
skomasowane klasy ale bardzo duza liczbe pikseli niesklasyfikowanych. Wyszczeg6lnione
wczesdniej krytyczne interpretacje sa w tym przypadku prawie w catosci skierowane do
grupy pikseli niesklasyfikowanych. Klasyfikacje odniesione do zestawéw V - VII wykazuja
bardzo duze wzajemne podobienstwo takze w aspekcie pikseli niesklasyfikowanych
(rys.6.1). Nalezy podkresli¢ fakt, ze rezultaty klasyfikacji dla zestawu VI (trzy obrazy z
transformacji Hotellinga) sa bardzo zblizone do wynikéw, ktére data klasyfikacja 16
obrazéw (zestaw V).

Reasumujac, najwiegcej zastrzezen budzi klasyfikacja dla danych | i Il, czyli nie
zawierajacych informacji o teksturze. Warto jeszcze zwrdci¢ uwage na stopien redukcji
pikseli niesklasyfikowanych po przeprowadzeniu filtracji typu majority (wskazanie na klase
0 najwigkszej liczbie wystapien w oknie 3x3). Po raz kolejny dane | i Il zachowuja sie
inaczej od pozostatych - rys. 6.1 i 6.2. Wida¢ wyraznie, ze weryfikacja przynaleznosci
pikseli byta zbyt liberalna, wynik zawiera bardzo duzo pojedynczych pikseli lezacych w
otoczeniu innych klas (I, ). Efekt ten zostat w duzym stopniu wyeliminowany po
wprowadzeniu informacji o teksturze obrazu. Na rys. 6.2 przedstawiono wyniki klasyfikacji
dla zestawow II, IlI, 1V, V. Potwierdzaja one zasygnalizowane wczesniej korzysci
uwzglednienia obrazéw teksturalnych.



6. Podsumowanie

Przedstawiono metode optymalnego wyboru danych do klasyfikacji. W obliczu korzysci
jakie daja obrazy teksturalne a takze w zwiazku z mozliwoscia uwzglednienia obrazéw
multisensoralnych, zaréwno selekcja danych jak i redukcja przestrzeni cech stana sie
niezbednym elementem procesu klasyfikacyjnego.

Redukcja przestrzeni cech realizowana np. poprzez transformacje Hotellinga, powinna
utatwi¢ bardziej detaliczna klasyfikacje, gdyz odniesiona ona jest do mniejszej liczby
obrazéw zachowujacych dobre wiasciwosci separacji obiektow.

Nowe, wysokorozdzielcze systemy satelitarne (np. KVR-1000) powinny by¢ witaczane do
klasyfikacji poprzez reprezentacje teksturalna. Uwzglednienie tekstury pozwala na
rozréznienie spektralnie podobnych a jakosciowo réznych obiektow.
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Selecting of an Optimum Data Set for Multispectral Classification
Including Texture Features

Summary

A multivariate criterion is used to estimate the quality of landuse classification. Spectral
bands and textural features are combined in the classification process. A trace value (5)
derived from the covariance matrices of each class (3) and covariance matrix of the class
means (4) is applied as discriminant for the classes. An example demonstrates the method
and its use for data reduction.

Fig.6.1 presents a trace value for many variations of data. Classification results for data
with and without texture are shown in fig.6.2.
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