


Pulsujgce

siecl neuronowe

(Spiking Neural Network)
AGH

LUKASZ ALEKSIEJEW
(pod kierunkiem Joanna Grabska-Chrzgstowska)



O czym
bedziemy
MOwiC

1. ldea dziatania SNN

2. Modele neuronéw impulsowych
3. Kodowanie informacji

4. Topologie sieci

5. Metody uczenia sieci



ldea stojagca za pulsujgcymi
(impulsowymi) sieciami neuronowymi




Najpierw odrobina biologii

potencjat czynnosciowy
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Impuls nerwowy
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Sygnaty wejsciowe |
wyjsciowe w postaci
zbioru impulsow



Dziedzina pracy SNN
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Zadanie pojedynczego neuronu
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Synapsa jako nosnik wiedzy
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Modele matematyczne neuronow




(Leaky) Integrate-and-fire (1907)
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Model Hodgkin - Huxley (1952)
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Model FitzHugh-Nagumo (1961)
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Inhibitory vs Excitatory synapses
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Kodowanie informacji




Kodowanie neuronowe

llosciowe Zalezne od czasu Populacyjne
(rate coding) (temporal coding) (population coding)



Kodowanie w biologicznych sieciach neuronowych

® Siec biologiczna potrafi kodowac zaréwno analogowe i cyfrowe informacje
® Jest to jeden z gtdwnych obszarow badan neurobiologii

® Kodowanie iloSciowe (rezonansow, czestotliwosciowe)
o moze symbolizowac wartosci “analogowe”
o wykorzystanie to np. sita skurczu miesni

o stosunkowo wolne - wymaga dtuzszej obserwacji

® Kodowanie zalezne od czasu

o wykorzystane w przetwarzaniu sygnatow pochodzacych od zmystéw



Kodowanie rezonansowe

Strumien danych wejsciowych zamieniany jest na cigg impulséw generowanych
w odstepach czasu proporcjonalnych do wartosci poszczegdlnych wartosci
wejsciowych

Wartos¢ kodowana jest w sieci BosT. ‘ ‘ ‘ ‘ HH
sestotliwoscia wystepowania impulsow S I S ||| S—
MNeuron 1 ‘
MNeuron 2 ‘



Kodowania zalezne czasowo - time-to-first-spike

Pojedyncze dane wejsciowe reprezentowane sg w postaci odrebnych impulsow
O czasie generacji proporcjonalnym do wartosci danej.

Ograniczeniem jest interpretacja wystgpien kolejnych impulséw w neuronach
Mozna takze kodowac informacje:
kolejnoscig wystepowania impulsow

wystepowaniem wzglednych opdznien (interwatéw) miedzy impulsami kolejnych
neuronow



Kodowania zalezne czasowo - kodowanie przez faze

Wymaga pewnej synchronizacji

Wartosc¢ niesionej informacji zalezy od tego, jaka sekwencja impulsow wystgpita,
kiedy sygnat referencyjny byt w odpowiednim stanie.
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Kodowania populacyjne - kodowanie synchroniczne

Sie¢ wnioskuje na podstawie impulséw od grupy neurondéw w danym,
synchronizowanym oknie (niektére czesci mézgu posiadajg zdolnosc
synchronizaciji)

Neuron 1 \
Kazda wartos¢ moze by¢ kodowana pre— r——— 1
inng grupg neurondw
Neuron 2 ‘ ‘
Neuron 3 I
ETTElTETITETE T |




Kodowania populacyjne - kodowanie pozycyjne

W tym kodowaniu kazdy neuron
wyjsciowy (lub ich grupa)
odpowiada jakiejs oczekiwanej
wartosci na wyjsciu. Za neuron
“aktywny” uznaje sie ten, ktory
pulsuje z najwiekszg
czestotliwoscig (lub grupe)

To kodowanie jest stosowane w
pozycjonowaniu stawow, oka,
rozpoznawaniu koloru i dzwieku




Parse coding (autokodowanie)

Metoda kodowania obrazow (i nie tylko) przez traktowanie ich jako ztozenie
Kilku innych, mniejszych wzorcow
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Topologie sieci




Topologie sieci SNN

Feedforward Rekurencyjne Hybrydowe



Sieci feedforward

Zastosowanie w sieciach biologicznych:
uktady “peryferyjne” organizmu: zmysty, sygnaty do miesni
funkcje synchronizacji impulsow

powigzania wzorcow przestrzenno-czasowych



Sieci rekurencyjne

neurony lu ich grupy komunikuja sie przy pomocy potaczen wzajemnych
wystepowanie sprzezen zwrotnych

sie¢ otrzymuje wtasciwosci dynamiczne

trudne w kontroli i uczeniu

wykorzystywane w modelowaniu pamieci asocjacyjnych



Sieci hybrydowe

Grupa sieci, ktére przejawiajg zarowno cechy rekurencyjne jak i proste
(feedforward)

sposrod wielu przyktadow mozna wyrdznic dwie
tancuch pobudzen

Sieci rezerwuarowe



t ancuch pobudzen (Synfire chain)

odpowiadaja za ludzki proces uczenia (asocjacje odlegtych w czasie wydarzen i
skojarzen)

tancuchy moga sie przecinac tworzgc skomplikowane struktury
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Sieci rezerwuarowe
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LSM - Liquid State Machine

Zbior neurondw (NCM - Neural Microcircuit) losowo potgczonych ze soba z
losowymi wagami tworzacy topologie rekurencyjna

Przy odpowiednigj ilosci neur ~
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Uczenie sieci




Neurons that fire together,
wire together



Przypomnienie: Reguta Hebba (1949)

Jesli neuron A wielokrotnie lub stale brat udziat w wyzwalaniu impulsow neuronu B, w jednym lub drugim
neuronie zachodzg zmiany zwiekszajgce wptyw pobudzania neuronu B przez neuron A.

obserwacja biologiczna méwigca o wzmacnianiu potgczenia miedzy neuronami, ktére aktywujg sie w
nieduzych odstepach czasowych

w pierwotnej wersiji byfa to teoria zaleznosciach symetrycznych (nieistotne byto, ktéry neuron
wygenerowat impuls jako pierwszy)

znalazta posrednie zastosowanie w uczeniu nienadzorowanym sieci Hopfielda.

jest podstawg dla metod STDP



STDP - Spike-timing-dependent plasticity

tj = czasy wystgpien impulsow presynaptycznych

J
W(X) - funkcja STDP (funkcja okna uczgcego)

AWJ- - zmiana wagi j-tej synapsy
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Wykorzystanie nienadzorowanego uczenia STDP

dziatanie na zasadzie samoasocjacji i wzmochnieniu wystepujgcych cech

ekstrakcja cech GO'M/\/\/\/ /\/\\'\/\/\/\/ \/\/\\'\/\M
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SHL - Supervised Hebbian Learning

Rownolegle do sieci uczgcej dziata proces, ktéra dostarcza (odbiera) dodatkowy
prad do neurondw przed oczekiwanymi wystgpieniami impulsow (lub depresji)

Zwiekszana jest dzieki temu szansa wystgpienia (bgdz nie) impulsu w neuronie w
okolicach chwili, w ktorej byt spodziewany.

W efekcie, w wypadku wygenerowania impulsu odpowiednie synapsy ulegajg
wzmochieniu (ostabieniu)

Ograniczenie:

uczenie przebiega jedynie w okolicach wystgpien impulséw spodziewanych w
ostatniej warstwie



SpikeProp (2000)

Proba przeniesienia metody wstecznej propagacji bteddw do sieci impulsowych
ograniczenie: kazdy neuron musi wystrzeli¢ tylko raz w procesie uczenia

metoda majgca wiele pdzniejszych udoskonalen (np dodatkowa modyfikacja
opodznien synaps)

Dla che
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Doktadne informacje na http://homepages.cwi.nl/~sbohte/publication/backprop.pdf



http://homepages.cwi.nl/~sbohte/publication/backprop.pdf
http://homepages.cwi.nl/~sbohte/publication/backprop.pdf

Problem XOR w metodzie SpikeProp

Input patterns Qutput patterns t3 t3
0 0 — 16
0 6 — 10
6 0 — 10
6 6 — 16

(A) (B)
Fig. 4. Interpolated XOR function f(f;,%):[0,6)% — [10,16): (A) target function; (B) network out-
put after training. The network reached the sum squared error-criterion of 50.0 after learning 12996
randomly drawn examples from the 961 data points.



ReSuMe - Remote Supervised Method (2005)

Metoda tgczgca STDP z tradycyjnym uczeniem z nauczycielem

sieC sktada sie z trzech rodzajéw neurondw: wejsciowych, uczacych sie i
nauczycieli

wartos¢ zmiany wagi w pojedynczym eksperymencie uczgcym sktada sie z
czesci pochodzacej od zaleznosci wyjscia i wejscia (STDP), a druga z
zaleznosci miedzy Aw = f(e) = f(y* —y), iagnietym stanem:

Aw = (y! = y)a.

Aw = yd:c — yx. > Aw = ﬁwSTDP{Sm, Sd} + ﬂw“STDP{Sm, 57)




Proponowana topologia sieci dla alg. ReSuMe




ReSuMe - dziatanie
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Whnioski




Wykorzystanie SNN

klasyfikacja danych

mapy ssamoorganizujgce sie

pamieci asocjacyjne

rozpoznawanie szeregow czasowych

nawigacja przestrzenna

rozpoznawanie obrazow, zapachoéw, dzwiekdw
wyznaczanie gtownych sktadowych ciggdow impulséw
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WhnioskKi
metody przysztosciowe, dajgce nieporownywalnie wieksze mozliwosci
obliczeniowe niz standardowe sieci neuronowe

... ale tez wielokrotnie bardziej skomplikowane.

omawianie kwestii biologicznych pokrywa sie w bardzo duzej mierze z kwestiami
technicznymi gdyz sieci SNN sg wiernym odzwierciedleniem znanych nam dzis
modeli biologicznych

duzo wieksza trudnosc¢ w kontrolowaniu procesdw zachodzgcych wewnatrz sieci
i mechanizmach uczenia

mozliwos¢ nauki sieci online i rozwigzywania probleméw w dziedzinie czasu
D
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