Eksploracja danych
Laboratorium 8

Programowe uzycie bibliotek Weka z poziomu
jezyka Java
Klasyfikatory: Naive Bayes, drzewa decyzyjne,
SVM (Weka: SMO) i kNN (Weka: IBk)



Zadania

Konfiguracja IDE

Zataduj plik, zbuduj model, sklasyfikuj jedng instancje
Zataduj plik, zbuduj model, wygeneruj zbior danych z siatka
obserwacji, sklasyfikuj je

Wyprobuj narzedzie wizualizacji Weka: BoundaryVisualizer

Rownolegle:

—  Przeprowadz walidacje krzyzowa dla wybranych parametrow
klasyfikatora

—  Wizualizuj w BoundaryVisualizer

—  Porowna,i...



Zasoby

* Podczas ¢wiczen przetwarzali bedziemy sztucznie
wygenerowane zbiory danych c-xxx.arff

 Weka 3.8 (interfejs uzytkownika i biblioteka weka.jar)
* Biblioteke weka.jar nalezy dotaczy¢ do projektu

* Doktadny opis wykorzystywanych klas biblioteki znajduje sie
pod adresem: http://weka.sourceforge.net/doc.stable/ (ale
czasem szybciej mozna znalez¢ wpisujac ,Weka nazwa klasy’

)

* Warto tez poszukac informacji pod adresem:
https://weka.wikispaces.com/Use+WEKA+in+your+Java+code



http://weka.sourceforge.net/doc.stable/
http://weka.sourceforge.net/doc.stable/
https://weka.wikispaces.com/Use+WEKA+in+your+Java+code
https://weka.wikispaces.com/Use+WEKA+in+your+Java+code

8.1 Zatadowanie zbioru uczacego i klasyfikacja

* Przetwarzamy c-001.arff

 Uruchom Weka i otworz plik w eksploratorze. Kolejne pliki beda
miaty podobng postac.
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Konfiguracja IDE



Zataduj plik, zbuduj model, sklasyfikuj jedna
instancje



W

Kod do zaimplementowania

Zbidr danych jest reprezentowany przez obiekt klasy Instances.
Przechowuje on informacje o:

— atrybutach (kolumnach tabeli), w tym etykiecie klasy

— Instancjach/obserwacjach (wierszach tabeli). Te z kolei sg reprezentowane
przez typ Instance (Denselnstance, Sparselnstance)

e 8.1.1 Zataduj plik.
DataSource source = new DataSource("c-00l1l.arff");
Instances data = source.getDataSet();

e 8.1.2 Ustaw, ktory atrybut ma by¢ uzyty jako etykieta klasy

if (data.classIndex() == -1)
data.setClassIndex(data.numAttributes()-1);

 8.1.3 Utworz i wytrenuj klasyfikator
Classifier cls = new NaiveBayes();
cls.buildClassifier(data);
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W

Wykorzystaj zbudowany model

« 8.1.4 Utworz instancje (obserwacje) do sklasyfikowania
Instance inst = new Denselnstance(3);
inst.setDataset(data);

inst.setValue(@, 1.1); // wartosc dla X1
inst.setValue(1l, 2.2); // wartos¢ dla X2

e 8.1.5 Sklasyfikuj instancje
double y = cls.classifyInstance(inst);

 8.1.6 Mozna takze wyznaczy¢ wartosci prawdopodobienstwa
double[] distrib = cls.distributionForInstance(inst);

System.out.printf(Locale.US, "%d->%f %d->%f\n" ,0,
distrib[@], 1, distrib[1]);

Poeksperymentuj z innymi wartosciami x1i x2 ...
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Zataduj plik, zbuduj model, wygeneruj zbiér
danych z siatkg obserwacji, sklasyfikuj je



5.2 Klasyfikacja wygenerowanego zbioru
instancji

e 8.2.1 Napisz nowg funkcje i powtorz kroki 8.1.1-8.1.3
e 8.2.2 Utwodrz wyjsciowy zbior danych

List<Attribute> atts = Arrays.aslList(

new Attribute("X1"),

new Attribute("X2"),

new Attribute("Y", Arrays.asList("tak","nie")));

Instances result = new Instances("some-relation", new
ArraylList<> (atts),0);

result.setClassIndex(result.numAttributes()-1);
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Klasyfikacja wygenerowanego zbioru instancji

e 8.2.3 Utworz instancje w petli, sklasyfikuj, dodaj do zbioru

for(double x1=-10;x1<=10;x1+=0.1){
for(double x2=-10;x2<=10;x2+=0.1){
Instance inst = new Denselnstance(3);
inst.setValue(0, x1);
inst.setValue(1l, x2);

inst.setDataset(result);

double y = cls.classifyInstance(inst);
inst.setClassValue(y);
result.add(inst);

¥
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Zapis

e 8.2.4 Zapisz do pliku...

ArffSaver saver = new ArffSaver();
saver.setInstances(result);

saver.setFile(new File("c-001-result.arff"));
saver.writeBatch();

8.2.4 Zataduj do eksploratora Weka i wyswietl...

| 4] Weka Explorer: Visualizing some-relation = | B )
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Przyktady granic klas i regionow decyzyjnych — w tekscie wyktadow...
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Wyprébuj narzedzie wizualizacji Weka:
BoundaryVisualizer



5.3 Wyprobuj gotowe rozwigzanie

W oknie gtdwnym Weka wybierz BoundaryVisualizer

€3 Weka GUI Chooser | B )
Program RUEVEIE=ILGE Tools Help
Plot cti+p plications

ROC Crl+R 5
‘ TreeVisualizer Ctrl+T Explore
: GraphVisualizer Cti+G | Experimenter

J
kKnowledgeFlow J

L iz B —
)
Waikato Envircnment for Knowledge Analysis
Version 2.8.0 l Workbench J
{c) 1999 - 2018
The University of Waikato l Simple CLI J

Hamilten, New Zealand

IIWIJH P. Szwed: Metody eksploracji danych - laboratorium

AGH



Boundary Visuzalizer
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Réwnolegle:

* Przeprowadz walidacje krzyzowa
dla wybranych parametrow
klasyfikatora

* Wizualizuj w BoundaryVisualizer

 Poréwnai...



8.4 Ocena jakosci klasyfikatora

e Zastosujemy 10-krotng walidacje krzyzowa i wydrukujemy
wyniKki
 8.4.1 Powtorz sekwencje tadowania pliku

e 8.4.2 Utworz klasyfikator i przeprowadz proces walidacji
modelu
Classifier cls;
cls = new NaiveBayes();

Evaluation eval = new Evaluation(data);
eval.crossValidateModel(cls, data, 10, new Random(1));
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Ocena jakosci klasyfikatora

Wydrukuj wyniki:
eval.toSummaryString()
eval.confusionMatrix()

System.out.printf(Locale.US,

"[prec recall fmeasure]:\tkhf\t%f\t%f\n",
eval.weightedPrecision(),
eval.weightedRecall(),
eval.weightedFMeasure());
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8.5 Ocen jakosc kolejnych klasyfiaktorow

* 851

a. W BoundaryVisualizer wybierz drzewo decyzyjne J48
b. Wopiszw kodzie cls = new J48(); izapisz wyniki
precision/recall/fmeasure

* 8.5.2 Przeprowadz to samo dla Support Vector Machines
(SMO)

 85.3Dlak-NN:cls = new IBk(); lubcls = new
IBk(5);
Parametr k to liczba najblizszych sgsiadow branych pod uwage



8.6 Przetwarzamy c-002.arff

8.6.1 W BoundaryView uruchom NaiveBayes, rOGwnoczesnie
(dla zaoszczedzenia czasu) wybierz ten klasyfikator w kodzie,
uruchom i zbierz wyniki.

8.6.2 To samo dla J48

8.6.3 Wykonaj to samo dla Ibk
Zamies¢ w sprawozdaniu obrazki z regionami decyzyjnymi



8.7 Stosujemy SMO

* Wybierz SMO w BoundaryView i obejrzyj wyniki... (nie
powinny by¢ najlepsze)

* Uruchom kod z wybranych klasyfikatorem SMO.

* Na podstawie wyktadu 6 — ten klasyfikator potrafi jednak
dobrze odtworzyc regiony decyzyjne, ale trzeba wybrac inny
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8.8 Przeniesmy te opcje do kodu

e Utworz klasyfikator i ustaw parametry kernela

SMO cls = new SMO();

double exp = 1; // to nie jest najlepsza wartosc
cls.setKernel(new PolyKernel(data,1000,exp,true));

Uruchom dla kilku wartosci exp (np. cigg Fibbonacciego) i ocen wyniki
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8.9 Kernel RBF

* O kernelu RBF przeczytasz w tekscie wyktadu 6 (okoto strony
20).

W Weka parametrem jest wspotczynnik gamma. Odpowiada
on ﬁ czynnikowi. W przypadku tych zbiorow danych raczej
nalezy uzy¢ wartosci gamma > 1.

* Wyprébuj w Boundary View

 Wprowadz do kodu. Poeksperymentuj z kilkoma wartosciami
gamma, np. 0.01,0.1, 1, 10, 100. Potem mozna przeprowadzic
optymalizacje

double gamma = 0.01; // to nie jest najlepsza wartosc
cls.setKernel(new RBFKernel(data, 0, gamma));
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8.10 Plik c-003.arff

Wypetnij tabelke i pokaz wizualizacje regiondw decyzyjnych dla co najmniej dwdch
wybranych metod

(np. J48+ SMO/NB/Ibk)

Podaj w tabelce najlepsze parametry

Kiasyfikator __| Parametry _| Precision ___| Recall __| Fmeasure __

NaiveBayes

J48

IBk k=5
SMO+PolyKernel Exp=
SMO+RBFKernel Gamma=
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8.11 Plik c-004.arff

Wypetnij tabelke i pokaz wizualizacje wszystkich regionéw decyzyjnych dla
J48, SMO, NB, Ibk
Podaj w tabelce najlepsze parametry

Kiasyfikator ___| Parametry _| Precision ___| Recall __| Fmeasure __

NaiveBayes

J48

IBk k=5
SMO+PolyKernel Exp=
SMO+RBFKernel Gamma=
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8.12 Plik c-005.arff

Podaj w tabelce najlepsze parametry/wyniki
Dla porodwnania obejrzyj regiony decyzyjne.

Kiasyfikator ___| Parametry _| Precision ___| Recall __| Fmeasure __

NaiveBayes

J48

IBk k=5
SMO+PolyKernel Exp=
SMO+RBFKernel Gamma=
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