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Grupowanie

Grupa obiektow (ang. cluster) to zbior obiektow wyodrebniony z
danych

 Obiekty wewnatrz grupy powinny cechowac sie
podobienstwem

* Obiekty roznych grup powinny by¢ niepodobne do siebie

Grupowanie, klasteryzacja, analiza skupien (ang. clustering,
cluster analysis) ma na celu odkrywanie wiedzy: znalezienie
interesujgcych wzorcow wewnatrz danych, np. czesto
wystepujacych kombinacji atrybutow lub grup podobnych
obiektow.

Wynikiem grupowania jest przydziat etykiet (numerdw grup) do
obiektow.



Porownanie

Regresja D = {(x;,y:)}
X; € X

yiER

Klasyfikacia D = {(x;,y;)}

X € X

C ={cy, ..., i} — etykiety
klas

yiEC

D = {x;}
.'X,'l'E X

Grupowanie
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Znalezienie funkcji
f:X—->R

odwzorowujgce;j

catg przestrzen X

Znalezienie funkcji
fX—->C

odwzorowujgce;j

catg przestrzen X

Znalezienie funkc;ji
f:D->L
ktdra przypisuje
etykiety ze zbioru L
instancjom w D

Zbior testowy
Sprawdzian
krzyzowy
(kroswalidacja)

Zbior testowy
Sprawdzian
krzyzowy
(kroswalidacja)

Wartosc¢ zatozonej
funkc;ji celu lub
wskaznika jakosci,
na podstawie
dostepnych etykiet
Y=y,
uzytecznosé w
dalszym
przetwarzaniu



Uczenie nienadzorowane

Jezeli w procesie uczenia i budowy modeli wykorzystuje sie
znane wartosci wyjsciowe y; dla obserwacji (x;, y;),
porownuje sie je z wyjsciami modelu i koryguje jego
parametry — jest to uczenie nadzorowane.

Klasyfikacja i regresja to przyktady zagadnien uczenia
nadzorowanego

Jezeli wartosci wyjsciowe y; nie sg znane/wykorzystywane,
podczas budowy modelu lub jego dziatania jest to uczenie
nienadzorowane.

Podczas grupowania nie sg znane wartosci wyjsciowe
y; (ciggte lub etykiety klas). Jest to wiec przyktad uczenia
nienadzorowanego.

Czy kNN (metode klasyfikacji) nalezy zaliczy¢ do grupy
algorytmow uczenia nadzorowanego?



Zastosowania

 Wykorzystywane jako samodzielne narzedzie analizy danych

np. do znalezienia interesujgcych wzorcow i rozktadow
statystycznych

* Jako wstepny etap przetwarzania danych:

e Grupowanie danych
numerycznych, ustalanie

przedziatdw i zamiana na 0.10 -
nominalne

* ldentyfikacja skupisk w celu 0%
automatycznego nadania 0.06

obserwacjom etykiet klas
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Przyktady i zastosowania:
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analiza danych geo raficznych

Skupiska cholery
podczas epidemii w
1854 roku

[http://tasteforhealth.com/1854-broad-
street-cholera-outbreak/]

hae w"ﬂﬁttﬁs //www1.udel.edu/johnmack/frec682/cholera/cholera2.html]
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Przyktady i zastosowania:
wyszukiwanie dokumentéw tekstowych

@ eTools Web Search | \un_ﬁ X pubMed | mepUT

options
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Cluster President of the United States with 7 documents (search for ‘
o

15,

About | Search feeds | Download | Carrot Search

Contact

Donald Trump - Wikipedia 7 &

Donzld John Trump (born June 14, 1946) is the 45th and
current President of the United States, in office since January 20,
2017. Before entering politics, he was a businessman and
television personality. Trump was born and raised in the New
York ...

https://en.wikipedia.org/wiki/Donald_Trump

: Donald John Trump | Thehill 7. @

President of the United States, 2017 - PresentThe Trump
Oraanization, Founder/Chair/President/Chief Executive Officer,
1875 - PresentThe Apprentice, Exscutive Producer, 2003 - 2015

http://thehill.com/people/donald-trump

| Donald Trump sexism tracker: Every offensive comment in one

place 7. &

Fat. Pig. Dog. Slob. Disgusting animal. These are just some of
the names that Donald Trump has called women. The President
of the United States has been .
https://www.telegraph.co.uk/women/politics/donald-trump-
sexism-tracker-every-offensive-comment-in-one-place/

Trump 7. &

Trump most commonly refers to: Donald Trump (born 1946),
45th President of the United States, businessman, and television
personalitv Trump (card aames)

-

Query: trump -- Source: eTools Web Search (100 results, 0 ms) —- Clusterer: Lingo
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Przyktady i zastosowania:

tworzenie taksonomii

Fungi Gram-positives
Chlamydiae

Animals
Slime molds

Green nonsulfur bacteria
Plants

Actinobacteria

Algae
Planctomycetes
Protozoa Spirochaetes
Fusobacteria
Crenarchaeota
Cyanobacteria
Nanoarchaeota (blue-green algae)
Euryarchaeota Thermophilic

sulfate-reducers

Acidobacteria
Protoeobacteria

[https://en.wikipedia.org/wiki/Taxonomy_(biology)]

mmm P. Szwed: Metody eksploracji danych (2018)
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Przyktady i zastosowania:
segmentacja obrazéw

[http://mpmendespt.github.io/MRI-image-segmentation.html]

Ilmm P. Szwed: Metody eksploracji danych (2018) 9
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Zastosowania

Marketing — poszukiwanie grup podobnych klientow w celu
stworzenia dedykowanych programow marketingowych

Ubezpieczenia — identyfikacja grup klientow o podobnych
profilach ryzyka

Stuzba zdrowia — analiza kosztow dla réznych wariantow
terapii
Planowanie transportu - analiza ruchu pasazerow

Rynek nieruchomosci — grupowanie ofert o podobnych
parametrach



Metody grupowania

Hierarchiczne

Roztgczne

Oparte na modelach statystycznych
Wykorzystujgce informacje o gestosci instancji

Rozmyte



Grupowanie hierarchiczne



i

Grupowanie hierarchiczne (aglomeratywne)

Dane:
e D={xy,..,xn}CcX
* d(A,B),gdzie A,B c X, odlegtos¢ zbiorow A i B

1. Utworz tyle grup, ile jest obserwacji G « {Cy, ..., C,,,}, gdzie C; = {x;}
2. Dopdki |G| > 1:
3. Znajdz takie dwie grupy C,- i C nalezace do G, ze odlegtos¢ miedzy nimi
jest najmniejsza

(C,,C;) = arg (A,zrer)lér(}xc d(4,B)

A%B
4. Potacz grupy: G <« G\{C,, C.} U {C,.}, gdzie C,c = C,- U C,

Informacja o potaczeniach grup jest zapisywana: grupa C,.; jest nadrzedng
wzgledem C, i C,

P. Szwed: Metody eksploracji danych (2018) 13



Przyktad

Hierarchical Clustering
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Rysunek po prawej stronie pokazuje przydziat etykiet do obserwacji na trzecim poziomie
dendrogramu.

mmm P. Szwed: Metody eksploracji danych (2018) 14
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Odlegtosc¢ zbiorow obserwaciji

Moze zostac zdefiniowana na wiele sposobow:
e Single link: odlegtos¢ miedzy najblizej potozonymi puntami
d(A,B) = ggql dist(x;, x;)
ijB
 Complete link: odlegtos¢ miedzy najdalszymi puntami
d(A,B) = gcrilgzl( dist(x;, x;)
ijB
 Srednia odlegto$¢
dist(x;, x;)
d(4,B) = z J
£ 1Al 1B]

ijB




Odlegtosc¢ zbiorow obserwaciji

e QOdlegtos¢ pomiedzy srodkami grup (centroidami)

d(A,B) = dist(xy, Xp)

erAx = — erB X
a 7B |B|

gdzie x, =

Metoda wazona. Zaktadajac, ze grupa A zostata uformowana
przez potgczenie dwoch grup A4 i A,

d(A{,B) + d(A,, B)
2

d(4,B) =



Metoda Warda

 Metoda Warda wybierajgc grupy do ztgczenia postuguje sie
kryterium najmniejszej sumy kwadratow btedow
(alternatywnie wariancji -- jak podzielimy RSS przez n).

RSS(A) = ) (x =57 - (x = &)
XEA
* Poszukujac grup do potaczenia wybierane s3 te dwie, dla
ktorych wzrost kwadratu btedu (wariancji) bedzie najmniejszy

(C;, Cj) = arg cf,%i-réa RSS(C; U C;) — RSS(C;) — RSS(C))

* Przyrost kwadratu btedu mozna takze obliczac jako:
A(C;, C;) = RSS(C; U C;) — RSS(C;) — RSS(C;)
G- 1G]
Gl + G

2
e 5]



Algorytm k-means
k-Srednich



Srodek grupy - centroid

Zatdézmy, ze x € R™. Punkt sSrodkowy (centroid) grupy
C; = {x;1, ..., Xy} Obliczamy jako:
:ZxECix

0=

W idealnym przypadku grupa C; zawiera sie wewnatrz kuli, ktorej
srodkiem jest centroid X (i) oraz kule nie przecinajg sie.

Miarg, ktora pozwala okresli¢ jakos¢ reprezentacji grupy przez centroid
jest suma kwadratow btedow (residual sum of squares)

RSS() = ) llx = 202
X€EC;
Miarg jakosci podziatu na grupy jest:

RSS = Z RSS(i) = z z lx — (D)2

i1=1 x€(C;



Podziat na grupy

* Niech C = (Cy, ..., Cy) bedzie podziatem na grupy zbioru
D = {x;:j = 1, m} spetniajgcym:
Vr #s:C,. N Cg = @ oraz

U}L!'<=1 C;=D
* Najlepszy podziat na grupy minimalizuje RSS, stad:
k
(Cyy ) G = argmin ) - [lx = 201
=1 x€C;

Zagadnienie mozna wiec potraktowac jako problem
optymalizacyjny: znalez¢ taki podziat na roztagczne grupy, ktore
zminimalizuje funkcje celu RSS.



Problem NP zupetny

Inna postac definicji RSS

Wprowadzmy m zmiennych Z; o wartosciach ze zbioru
{1, ..., k} opisujgcych przydziat obserwacji do grupy:
Z] =1 & .X'j (S Ci

k m
RSS = zz 1(Z; = i) ||x; — (@)

i=1 j=1
Wartosci m zmiennych Z mozna wybraé na m”* sposobdéw
(i w wielomianowym czasie obliczy¢ RSS)

* Funkcja 1(expr) przyjmuje wartosc 1, gdy expr jest prawdziwe; O w
przeciwnym przypadku.

* Funkcja celu ma wiele minimow lokalnych, znalezienie rozwigzania
doktadnego jest trudne. W zamian uzywa sie algorytmu zachtannego k-
means (k-Srednich)

Ilmm P. Szwed: Metody eksploracji danych (2018) 21
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Algorytm k-means

Dane

* D ={x; ER"},i=1,..,m—zbiér obserwacji

* k —zadana liczba grup

* d(xq,x3) = ||x; — x3]|* - odlegto$¢ euklidesowska
Algorytm

1. Wybierz poczatkowe potozenia k centroidow x(1), ...,

2. Przypisz obserwacje do najblizszych centroidow:
forj=1..m:

Z; = arg e?fm d(xj,x(1))

3. Uaktualnij potozenie centroidéw

fori=1..k: /
) A§:§2=1j1(;;i = i) 'IXj

x(i) = :
Z}?il 1(Z; = 1) — =
4. Jezeli nie jest spetnione kryterium stopu —wroc do 2

x (k)

Suma wektorow
nalezacych do

grupy

Liczba elementow
W grupie

P. Szwed: Metody eksploracji danych (2018)
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Algorytm k-means — kryterium stopu

Brak zmiany przydziatu obserwacji do grup (brak zmiany
wartosci zmiennych Z;)

Osiggniecie maksymalnej liczby iteracji
Brak poprawy funkcji celu RSS lub wzgledna zmiana mniejsza

od zadanego progu:
RSS®) — RSS(t-1)

RSsG-D - °€




Przebieg algorytmu - inicjalizacja

k-means iter=0
10.0

7.5 -

5.0 1

2.5

0.0 A

-2.5 4

-5.0 4

—7.5:4

-10.0 T T T
-10.0 — 1.5 —5.0 ~2.3 0.0 2:5 5.0 7.5 10.0

Wylosowano 3 sposrod punktéw jako srodki skupisk

Ilmm P. Szwed: Metody eksploracji danych (2018) 24
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Przebieg algorytmu — po pierwszej iteracji

k-means iter=1 [cost=3987.65]
10.0

7.5 A

5.0 1

2.5

0.0 A

-2.5 4

-5.0 4

—7.5:4

—10.0 T T T
-10.0 — 1.5 —5.0 ~2.3 0.0 2:5 5.0 7.5 10.0

Przesuniecie srodkow skupisk i uaktualnienie przydziatu obserwacji

P. Szwed: Metody eksploracji danych (2018)
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Przebieg algorytmu — po 2 iterac;ji

k-means iter=2 [cost=3772.59]
10.0

7.5 A

5.0 1

2.5

0.0 A

-2.5 4

-5.0 4

—7.5:4

—10-0 ! ! ! I I 1 I
-10.0 — 1.5 —5.0 ~2.3 0.0 2:5 5.0 7.5 10.0

Algorytm jest kontynuowany dopdéki nastepuje zmiana przydziatu (etykiet)
obserwacji. Zazwyczaj takze spada koszt (minumum lokalne)

P. Szwed: Metody eksploracji danych (2018)
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Przebieg algorytmu — kolejne iteracje

k-means iter=3 [cost=3638.60]

k-means iter=4 [cost=2981.77]

10.0 10.0
7.5 4 7.5 4
5.0 4 5.0 1
2.5 2.5
0.0 - 0.0 -
=251 -2.5 1 o
—5.0 A -5.0 -
-7.5 1 —7.5 1
-10.0 T T T T T T T -10.0 T T T T T T T
-10.0 -7.5 50 -25 0.0 2.5 5.0 75 10.0 -10.0 -7.5 =50 -25 0.0 2.5 5.0 7.5
k-means iter=6 [cost=1877.48] k-means iter=7 [cost=1851.70]
10.0 10.0
7.5 1 7.5 4
5.0 1 5.0 1
2.5 2.5
0.0 0.0
—2.54 -2.5 o
—5.0 4 —5.0
-7.5 -7.5 1
-10.0 T -10.0 T T T T T T T
-100 -75 50 -25 0.0 25 5.0 7.5 10.0 -10.0 -75 50 -25 0.0 2.5 5.0 75 10.0

iy

AGH
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10.0

k-means iter=5 [cost=2006.31]

10.0
7.5 4
5.0 4
2.5 4
0.0
-2.5 o
5.0
—75
-10.0 T T T T T T T
-10.0 -75 50 -25 0.0 2.5 5.0 7.5
k-means iter=8 [cost=1850.26]
10.0
7.5 4
5.0 1
2.51
0.0 4
2D
_5'0 4
=7:5:
-10.0 T
-10.0 ~7:5 -5.0 2.5/ 0.0 2:5 5.0 7.5 10.0
27
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Przebieg algorytmu - koniec

10.0

k-means iter=9 [cost=1850.13]

b S e

2.0

-10.0

o £ —5.0 ~2.5 0.0 29 5.0

P. Szwed: Metody eksploracji danych (2018)
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K-means - inicjalizacja

Algorytm jest wrazliwy na wybor poczatkowych srodkow skupisk.
Niewtasciwy wybor moze spowodowac utkniecie algorytmu w
jednym z minimow lokalnych o bardzo duzej wartosci RSS

Przyktad
* RiG tocentroidy bedace srodkami grup {A,B}i{C, D}
* Optymalny podziat na grupy to {4,C}i{B,D}.

* Jednakze zmiana podziatu nie jest mozliwa, np. punkt A nigdy
nie zmieni grupy, poniewaz |AG| > |AR|. Podobnie zachowajg
sie pozostate punkty B,C i D.



Trzy strategie inicjalizacji

Losowanie obserwacji (pokazane wczesniej)
Losowy przydziat obserwacji do skupisk

K-means++
Losowy wybor kolejnych punktow z prawdopodobienstwem
wzrastajgcym wraz z odlegtoscig od wybranych srodkow



Inicjalizacja — losowy przydziat obserwac;ji

k-means iter=0

10.0

7.5

5.0 A

2.5

0.0 A

—5.0 -

—-7.5

-10.0

Przy losowaniu przydziatu do grup zazwyczaj

7.5

10.0

centroidy sg potozone w poblizu Srodka masy

catego zbioru danych

mmm P. Szwed: Metody eksploracji danych (2018)
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10.0

®
Ca D
°] o AT

k-means iter=1 [cost=1850.49]

&

o 4 28 ®
.54 ° S . ox&... :c ?‘.
.0 ‘f ‘w ?:' ?:.';’
) ’”’:o ge:?
54

-10.0 ~7.5 -5.0 2D 0.0 2.5 5.0 7.5

k-means iter=2 [cost=1850.13]

10.0

10.0
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Algorytm inicjalizacji k-means++

1. Przypisz i « 1. Wylosuj srodek x(1).
2. Przypiszi <« i+ 1

3. Dla kazdej obserwacji x; oblicz najmniejszg odlegtosc od
ustalonych srodkow:

dmm(xj) — min{d(xj,f(r): r=1,i — 1)}
4. Przypisz kazdej obserwacji prawdopodobienstwo wyboru
P(%) ~Aumin (%))
5. Wylosuj x (i)
6. Jezelii = k, STOP. W przeciwnym przypadku przejdz do 2

Jest to obecnie najczesciej stosowany algorytm inicjalizacji k-means (z reguty
standardowa opcja).



K-means++

k-means++ setp=1a
10.0

7.5 A

5.0 1

2.5 1

0.0 A

=21

—5.0 +

=7:5:4

—10.0 T T T T T T T
=10:0: —75 -5.0 -2.5 0.0 239 5.0 7.5 10.0

Losowany jest pierwszy punkt centralny...

Ilmm P. Szwed: Metody eksploracji danych (2018) 33
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K-means++

k-means++ setp=1b
10.0

7.5 A

5.0 1

2.5 1

0.0 A

=21

—5.0 +

=7:5:4

—10.0 T T T T T T T
=10:0: —75 -5.0 -2.5 0.0 239 5.0 7.5 10.0

Losowany jest pierwszy punkt centralny...

Ilmm P. Szwed: Metody eksploracji danych (2018) 33
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K-means++

k-means++ setp=2a

10.0

7.5 A

5.0 A

-10.0 T T T T T T T
-10.0 — 75 -5.0 =25 0.0 235 5.0 7.5 10.0

Wylosowany zostaje kolejny srodek grupy. Prawdopodobienstwo
rosnie wraz z kwadratem odlegtosci od pierwszego punktu
centralnego.

Nmm P. Szwed: Metody eksploracji danych (2018)
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K-means++

k-means++ setp=2b
10.0

7.5 A

5.0 1

-10.0 T T T T T T T
-10.0 -7.5 -5.0 -2.5 0.0 2.5 5.0 7.5 10.0
Wylosowany zostaje kolejny srodek grupy. Prawdopodobienstwo
rosnie wraz z kwadratem odlegtosci od pierwszego punktu
centralnego.

Nmm P. Szwed: Metody eksploracji danych (2018)
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K-means++

k-means++ setp=3a

10.0

7.5 A

5.0 1

—10.0 T T T T T T T
—10.0 — 75 -5.0 -2.5 0.0 239 5.0 7.5 10.0

Losowany jest trzeci punkt. Nie musi by¢ to najdalej potozona
obserwacja (ale prawdopodobienstwo wylosowania dalej
potozonych punktow jest wieksze)

mmm P. Szwed: Metody eksploracji danych (2018)
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K-means++

k-means++ setp=3b

10.0

7.5 A

5.0 1

—10.0 T T T T T T T
—10.0 — 75 -5.0 -2.5 0.0 239 5.0 7.5 10.0

Losowany jest trzeci punkt. Nie musi by¢ to najdalej potozona
obserwacja (ale prawdopodobienstwo wylosowania dalej
potozonych punktow jest wieksze)

mmm P. Szwed: Metody eksploracji danych (2018)
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Dalszy przebieg algorytmu k-means

k-means iter=0
10.0

7.5 1

5.0 1

2.5 A

0.0 1

—-2.5 4

—-5.0 4

-7.5 4

|
=
o

k-means iter=2 [cost=1850.49]
10.0

7.5 1

5.0 1

2.5 A

0.0

—-2.5 4

—-5.0 4

-7.5 4

P. Szwed: Metody eksploracji danych (2018)

k-means iter=1 [cost=1967.70]

7.5 1

5.0 1

2.5 A

0.0 1

-2.5 1

-5.0

-7.5 4

—10.0

-10.0

—~1.5

-5.0 2.5 0.0 2.5 5.0

k-means iter=3 [cost=1850.13]

7.5

10.0

7.5 4

5.0 1

2.5 A

0.0

-2.5 1

-5.0

-7.5 4

-10.0

-10.0

10.0

36



EM
Mieszanina rozktadow Gaussa
(ang. Gaussian Mixture Model)



Rozktad Gaussa

Rozktad Gaussa (normalny) dla x € R

1 _ 1 2
p(xlp,02) = ——=e 207" ¥
V2mo
— u—wartosc¢ oczekiwana (Srednia wartos¢)

— ¢? - wariancja

Rozktad Gaussa dla x € R"
1 1
p(x|u,X) = e 2
Jmrz|

— u € R™ - wartosé oczekiwana dlax, u = E(X)

-T2 (e—p)

— ¥ —macierz kowariancji £ = E|(X — ) (X — w)7|
— |2| - wyznacznik macierzy, musi spetniac |X|>0



Rozktad Gaussa — przypadek 2D

X = [2] € R?
Srodek rozktadu: u = L'[:] € R?

o2 012] _[ o2 ralazl
- )

Macierz kowariancji X = ) 2
0'21 0'2 TO'10'2 0-2

017 = 0,1 - kowariancja X; i X, (r —to wspotczynnik Pearsona)
Punkty, o jednakowej wartosci prawdopodobienstwa tworzg elipse
opisang rownaniem:

(x1—H1)° _ 5 (21 —=H11) (X2 —U2) + (x2—H2)*

of ’ 0,05 04
Dtugosci osi zalezg od wartosci 4 oraz o,

Kat obrotu zalezy od wartosci wspoétczynnika Pearsona 7 (lub

korelacji)

= const



Przyktad: o = o7

pu=[53]2=[[20]
(0 2]]

T 0.07 2
L v
0.06 £

o

o

(9}
ility d

T 0.04:
T 0.03
T 0.02
T 0.01

probab

Przekrojami funkcji gestosci sg okregi
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Przyktad: 6f # g5,7 = 0

u=I[53]12=[[10]
[O 711

Przekrojami funkcji gestosci s3 elipsy o
osiach zgodnych z kierunkami x; i x,

Ilmm P. Szwed: Metody eksploracji danych (2018)
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Przyktad: f # o5,7 # 0

H=[53]2=[[12]
(2 7]]

Przekrojami funkcji gestosci sg obrocone elipsy

P. Szwed: Metody eksploracji danych (2018)

T 0.08 .

Ity

probability dens
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Mieszanina k rozktadow Gaussa

Zatézmy, ze model sktada sie z k klas Cy,...,Cj, ktore mogg generowac dane
z prawdopodobienstwem opisanym rozktadem Gaussa p(x|u;, Z;).
Modelem klasy jest wiec para 8; = (u;, 2;).-

Proces losowania zaobserwowane danych x; € R™ przebiega nastepujaco:
— Wopierw losowana jest i-ta klasa z prawdopodobienstwem m;

— Nastepnie losowany jest punkt x; zgodnie z rozktadem

p(x|ui, i) = p(x|6;)
Rozktad prawdopodobienstwa f(x|®) jest sumg rozktadow
przeskalowanych przez wspotczynniki ; (prawdopodobienstwa a priori

klas) spetniajgce: Vi: m;=> 0 oraz Zﬁ;lni =1
k

p(x|0) = > mp(x|6)
i=1
Petne parametry modelu
® = (T[l, ey, My, 91, vy Qk)
obejmujg zarowno prawdopodobienstwa 1;, jak i parametry rozktadow
Gaussa 8; = (u;, %)



i

Przyktad 2D: mieszanina k rozktadéw Gaussa

P. Szwed: Metody eksploracji danych (2018)

0.4

0.3

0.1

0.0
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Mieszanina k rozktadow Gaussa
(podziat przestrzeni)

* Jezeli znany jest petny model ©@ = (74, ..., Ty, 04, ..., Oy),
wowczas prawdopodobienstwo przynaleznosci dowolnego
punktu x € R™ do grupy C; mozna obliczy¢ ze wzoru Bayesa:

m; p(x[6;)
P(Ci|x) =
j=1T p(x|9j)
— 1; to prawdopodobienstwo a priori
— 6, to model dla C;

— mianownik Z?=1 T p(x|9j) to prawdopodobienstwo zaobserwowania
x dla modelu ®

Na podstawie tego prawdopodobienstwa -- lub wytgcznie
korzystajac z licznika ; p(x|6;) - mozna wyznaczy¢ naturalny
podziat przestrzeni na grupy

C; = {x:ni p(x|0;) > r?ff( T p(x|9j)}



Mieszanina k rozktadow Gaussa

» Zaktadajac, ze obserwacje ze zbioru danych D = {xj}, j=1,..,m
sg hiezalezne, prawdopodobienstwo jego zaobserwowania, dla
danego zestawu parametrow ® wynosi:

m m k
Prio) = | [p(yle) =] [( D mi-pelon
j=1 j=1 1

i=

m k 1 L
= 1_[ z m; - e—z(x—u)TZ‘l(x—u)
g Jemrz
 Parametry modelu ® sg jednak nieznane, natomiast znane sg
obserwacje D. Prawdopodobieristwo (ang. likelihood), ze znane
obserwacje D powstaty jako wynik losowania dla badanego modelu

® ma takg samg wartosc
L(®|D) = P(D|0)




Mieszanina k rozktadow Gaussa

* Po zastosowaniu logarytmu (zamiana iloczynu matych
wartosci prawdopodobienstwa na sume ich logarytmow)
otrzymujemy log-likehood

m k
! 1 1 _
L@y = | | » m- AT )
j=1 \i=1 \/(2”)n|2|
m k .
Z n Z TT; - . e 2 I )
j=1 i=1 y2m)n |z

oraz przepis na optymalng wartosc¢ parametrow
O* = arg max LL(®|D)

* Niestety logarytm naturalny sumy jest trudny do
optymalizacji...



Algorytm EM 1

W algorytmie EM zaktada sie, ze model zawiera m (m to liczba
danych) ukrytych zmiennych Z = {Z;}.

* Zmienne te przyjmujg wartosci ze zbioru {1, ..., k}. Jezeli
Z; =1, to oznacza, ze obserwacja x; zostata wygenerowana
przez i-ty komponent mieszaniny zgodnie z rozktadem

1 _
e p(100) = - BT

J@mnz|

(czyli x; nalezy tez do i-tej grupy).




Algorytm EM 2

 Wowczas zamiast maksymalizowac
L(®|D) = P(D|©)
maksymalizuje sie
L(®|D,Z) = P(D,Z|0)
* Przeksztatcajgc:
P(D,Z,®) _ P(Z|D,0)-P(D,0)
P(0) P(0)

P(D,Z|0) = = P(Z|D,0) - P(D|0)

Pozwala to skonstruowac iteracyjng procedure, ztozong z dwoch
krokow:

Expectation. Wpierw wyznacza sie prawdopodobienstwa
P(Z|D,8¢~D) poszczegdlnych wartoéci zmiennych Z na podstawie
obserwacji ze zbioru D i parametrow z modelu poprzedniej iteracji
@(t—l)

Maximization. Nastepnie poszukuje sie nowego modelu

O® maksymalizujacego prawdopodobienstwo P(D|@(t)) przy

il . ustalonym w fazie E rozktadzie zmiennych Z




Expectation

* Oznaczmy przez wj; prawdopodobienstwo, ze Z; = i (czyli, ze
obserwacja x; zostata wygenerowana przez i-ty komponent)

S m; - p(x;|6:)
T p(x16:)

* Wartosc w;; moze byc traktowana jako waga okreslajaca

przynaleznosc obserwacji x; do i-tej grupy. Opisuje ona
niepewnosc, ktory komponent wygenerowat obserwacje x;
dla danych parametrow 0



i

Maximization

m wierszy

k
i=1

k kolumn

P. Szwed: Metody eksploracji danych (2018)

Parametry nowego modelu 0():
* Wagi (prawdopodobienstwa)

komponentow:
m
j= 1W]l
Ty =
m
* Srodki komponentow
m
i =1 Wji " %
L m
j= 1WJl

* Macierze kowarianc;ji
T
j=1 Wji - (xJ ) (x5 — i)

L =
j=1 Wji

51



15

10

-10

=15

15

10

-10

=15

Gaussian

Przyktadowy przebieg algorytmu

Mixture (full) score=-5.81 iter=1 Gaussian Mixture (full) score=-5.66 iter=2

15

T T
=25 -20 =15

Gaussian

T T T T
-10 =5 0 5 10 —25 —20 =15 -10 -5 0 5 10

Mixture (full) score=-5.51 iter=3 Gaussian Mixture (full) score=-5.47 iter=4

T T T
—-25 =20 =15

T T T T T
-10 =5 0 5 10 -25 —20 =15 -10 -5 0 5 10

Ilmm P. Szwed: Metody eksploracji danych (2018)
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Inicjalizacja i kryterium stopu

* Inicjalizacja mozliwa jest na dwa sposoby
— Wstepny wybor parametrow 0 i przeprowadzenie kroku E
— Wstepny wybor wag wy; i przeprowadzenie kroku M
W obu przypadkach dane moga by¢ wybrane losowo (np.
przez wylosowanie punktéw srodkowych i wartosci wariancji)
lub tez przez zastosowanie jakiegos algorytmu
heurystycznego. Typowe rozwigzanie — uzycie k-means.

* Kryteria stopu

— Brak poprawy funkcji celu

1 e NTy=1(y_
J(©) = ZT:MTL( 5‘:17%" (Zn)n|2|e G- T ET (x u))

— Maksymalna liczba iteracji




Posta¢ modelu

W zaleznosci od implementacji mogg by¢ budowane uproszczone
modele.

 Python - wybor pomiedzy
— full — petna macierz kowariancji

— tied — jedna macierz kowariancji dla wszystkich grup

— diag — diagonalna macierz kowariancji (czyli zawierajgca wytacznie
wariancje dla poszczegdlnych atrybutow)

— spherical — jednakowa wariancja dla wszystkich wymiardow i grup

* Weka — implementuje wytgcznie model diag



Model full — petna macierz kowarianc;ji

s Gaussian Mixture (full) score=-5.47

10 -

_1{} .

—15 -

I I ! !
—25 =20 -15 -10 —3 0 5 10

Ilmm P. Szwed: Metody eksploracji danych (2018)
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Model tied — jedna macierz kowariancji dla
wszystkich grup

15 Gaussian Mixture (tied) score=-6.49

10 ~

_10. o

_15 .

! I ! !
—25 =20 —15 —10 =5 0 3 10

Ilm P. Szwed: Metody eksploracji danych (2018)
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Model diag - wytacznie wariancje dla
poszczegolnych atrybutow

Gaussian Mixture (diag) score=-6.44
15

10 ~

_lﬂ. .

—15 -

T T T
—-25 =20 =15 -10 =5 0 3 10

Ilmm P. Szwed: Metody eksploracji danych (2018)
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Model spherical - jednakowa wariancja dla
wszystkich wymiarow i grup

Gaussian Mixture (spherical) score=-6.51
15

10 A

_1(} -

_15 -

I ! ! I
—25 —-20 —-15 -10 -3 0 5 10

Ilmm P. Szwed: Metody eksploracji danych (2018)
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K-means vs. EM

 Model spherical mieszaniny Gaussa odpowiada zatozeniom k-
means.

 Dodatkowo, w k-means wariancje muszg by¢ mate (tak, aby
kule zmiescity sie w komorkach Woronoja)

W rzeczywistosci algorytm k-means moze by¢ potraktowany
jako uproszczona procedura EM:
— 0 ={x(1),..,x(k)}
— Expectation — ,twardy” przydziat obserwacji do grup przy ustalonych
potozeniach centroidéw z poprzedniej iteracji @1

— Maximization — uaktualnienie parametréw modelu e przy
zatozonym przydziale obserwacji do grup



DBSCAN



DBSCAN - zatozenia

Algorytm DBSCAN (Density-Based Spatial Clustering of
Applications with Noise) wykorzystuje informacje o gestosci
punktow w przestrzeni do przeprowadzenia grupowania.

Zatozenia:

e Skupienia mogg zostac zidentyfikowane jako zbiory gesto
(blisko) potozonych punktow

W przestrzeni pomiedzy skupieniami mogg znalezc sie rzadko
rozmieszczone punkty, ktore sg uznane za szum.

[http://scikit-learn.org/stable/auto_examples/cluster/
plot_dbscan.html#sphx-glr-auto-examples-cluster-plot-dbscan-py]




DBSCAN - definicje

Parametry algorytmu:

d(xq,x,) — odlegtos¢ pomiedzy obiektami x; i x,
€ — promien otoczenia obiektu
minPts — minimalna liczba punktéw w otoczeniu

Definicje

Otoczenie N(x) = {z € D:d(x,z) < €}

Punkt jest punktem wewnetrznym

(ang. core point), jezeli jego otoczenie

zawiera co najmniej minPts punktow
core(x) © |N(x)| = minPts

Punkt z jest bezposrednio osiggalny
(ang. directly reachable) z x, jezeli x jest punktem

wewnetrznym i z nalezy do sgsiedztwa x

dr
x—z & core(x) Az € N(x)



DBSCAN -definicje

Punkt z jest osiggalny z x, jezeli istnieje sciezka bezposrednio

osiggalnych punktow prowadzgca od x do z
dr dr dr dr

XDV .oV —Z
czyli wszystkie punkty x, vy, ..., 1, muszg by¢ punktami
wewnetrznymi (mieé co najmniej minPts sgsiadow) i by¢
potozone w odlegtosci nie wiekszej niz € od siebie
Jezeli z nie jest punktem wewnetrznym (w jego otoczeniu jest

mniej niz minPts punktdéw), to nazywany jest punktem
brzegowym.

Punkty, ktore nie sg osiggalne z zadnego punktu
wewnetrznego sg punktami poza grupami (outliers)



DBSCAN definicje - ilustracja

Nmm P. Szwed: Metody eksploracji danych (2018)
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DBSCAN - algorytm

ALGORITHM 1: Pseudocode of Original Sequential DBSCAN Algorithm

Input: DB: Database

Input: ¢: Radius

Input: minPts: Density threshold

Input: dist: Distance function

Data: label: Point labels, initially undefined

1 foreach point p in database DB do // Iterate over every point

2 if label(p) # undefined then continue // Skip processed points

3 Neighbors N « RANGEQUERY(DB, dist, p, ¢) // Find initial neighbors

4 if |[N| < minPts then // Non-core points are noise
5 label(p) « Noise

6 continue

7 ¢ « next cluster label // Start a new cluster

8 label(p) « ¢

9 Seed set S « N\ {p} // Expand neighborhood

10 foreach g in S do

1 if label(q) = Noise then label(q) « c / Niejednoznacznos¢ dla
12 if label(q) # undefined then continue ,

13 Neighbors N « RANGEQUERY(DB, dist, g, ¢) punktow brzegowych
14 label(q) « ¢

15 if |[N| < minPts then continue // Core-point check

16 S«<SUN

Schubert, Erich; Sander, Jorg; Ester, Martin; Kriegel, Hans Peter; Xu, Xiaowei (July 2017).
"DBSCAN Revisited, Revisited: Why and How You Should (Still) Use DBSCAN". ACM Trans. Database Syst. 42 (3): 19:1-19:21.
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DBSCAN - przyktad 1

DBSCAN eps=0.8 min_points=3

P. Szwed: Metody eksploracji danych (2018)




DBSCAN - przyktad 2

DBSCAN eps=1.0 min_points=5

mmm P. Szwed: Metody eksploracji danych (2018)
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DBSCAN - przyktad 3

DBSCAN eps=1.1 min_points=5

mmm P. Szwed: Metody eksploracji danych (2018)
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DBSCAN - przykiad 4

DBSCAN eps=1.1 min_points=10

mmm P. Szwed: Metody eksploracji danych (2018)
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DBSCAN - przyktad 5

DBSCAN eps=1.1 min_points=20

P. Szwed: Metody eksploracji danych (2018)
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DBSCAN - przyktad 6

DBSCAN eps=2.1 min_points=20

I
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=
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'_'I
=

mmm P. Szwed: Metody eksploracji danych (2018)
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Jak dobra¢ minPtsi €?

Wykres k-dist pokazuje posortowany zbior odlegtosci do najblizszego k-tego
sgsiada. Nalezy go sporzadzi¢ dla k = minPts — 1

3.0
—— minPts=3
minPts=4 Lo
254 —— minPts=6 Odczytaj dist dla
—— minPts=9 punktu przegiecia i
—— minPts=14 . .
2.0 - T wyblerz go jako &,
np. minPts = 14,
2 1.5 =15
g
S
1.0~
0.5 1
0.0 1
IE'.I EEI]"D 4[;'[] 66{} BI[I}D
index

mmm P. Szwed: Metody eksploracji danych (2018) 72



Jak dobra¢ minPts i € -wynik ?

DBSCAN eps=1.5 min_points=14

mmm P. Szwed: Metody eksploracji danych (2018)
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DBSCAN - podsumowanie

Nie wymaga podania liczby grup
Moze znalez¢ grupy o dowolnym ksztatcie
Moze zidentyfikowac odstajgce punkty (outliers)

Jezeli punkty sg przetwarzane w takiej samej kolejnosci —
zachowuje sie deterministycznie

Moze dawac rozne przydziaty

dla punktow brzegowych
Dobor parametrow nie zawsze jest Q O

oczywisty (zwtaszcza dla wiekszych

wymiarow)
Moze uzywac kD-tree lub
ball tree do przechowywania

danych




Metody oceny grupowania



Podziat metod

Ocena wewnetrzna (ang. internal evaluation) — ocena na
podstawie danych poddanych grupowaniu z uzyciem funkgcji
oceny. Zwykle powigzanej z algorytmem grupowania.

Ocena zewnetrzna (ang. external evaluation) — ocena na
podstawie danych ktore nie byty uzyte do grupowania, np.
znanych etykiet klas reprezentujgcyh ground truth

Ocena ekspercka (ang. manual evaluation)

Ocena posrednia (ang. indirect) — ocena uzytecznosci
grupowania



Ocena wewnetrzna - indeks Daviesa-Boudina

* Oznaczmy przez d(i) $rednig odlegto$¢ od $rodka wewnatrz i-
tej grupy:
30 = YT 1(Z; = i)d(x;, %(1))
21 1(Zj = i)

* Indeks Daviesa-Boudina jest zdefiniowany jako:

! ) _
B d(i) + d(j)
DB = E; max {d(f(i),f(i))}

* Indeks odzwierciedla zatozenie, ze grupy powinny skupiac
obiekty potozone blisko siebie (mata wartosc licznika),
natomiast grupy powinny by¢ oddalone (duza wartosc
mianownika). Nizsza wartos¢ DB oznacza lepsze grupowanie.




Ocena wewnetrzna — indeks Dunna

* Niech d(i,j) oznacza odlegtos¢ pomiedzy i-tg i j-tg grupa,
natomiast d(i) odlegtoé¢ wewnatrz grupy. Obie te metryki
mogg byc¢ zdefiniowane na rézne sposoby (patrz hierarchiczne
grupowanie dla d(i, j)).

* Indeks Dunna jest zdefiniowany jako:

min{d(i,j):1 <1i,j <k}
- max{d(i):1<i<k)

Oczekiwane jest duze podobienstwo/mata odlegtos¢ wewnatrz

grupy (mianownik maty) i duza odlegtos¢ pomiedzy grupami,

stad wieksze wartosci D sg lepsze.




Ocena wewnetrzna — wspotczynnik ksztattu

Wspotczynnik ksztattu (ang. Silhouette Coefficient) dla
pojedynczej probki jest zdefiniowany jako
b—a
S =
max{a, b}

gdzie:
— a —to srednia odlegtos¢ pomiedzy prébka i innymi punktami z tej
samej grupy
— b —to srednia odlegtos¢ pomiedzy prébka i punktami z najblizej
potozonej grupy
Wspotczynnik przyjmuje wartosci pomiedzy -1 (dla ztego
grupowania) a 1 (dla idealnego grupowania)
Wspotczynnik jest wyzszy, dla gestych i wypuktych grup (np.
otrzymanych z k-means, natomiast moze by¢ zawodny dla
niewypuktych grup, ktore moze zwrécic np. DBSCAN.



Ocena wewnetrzna — indeks Calinskiego

Harabasza

Oznaczmy przez c(x) Srodek grupy, do ktérej nalezy x, a przez ¢ punkt
srodkowy catego zbioru danych.

Macierze W, i B;, definiujg kowariancje wewnatrz grup (W) oraz
pomiedzy grupami (By)

c W =30 (3 — c(x)) (3 — c(x;))
« B=37(c(x) —¢) (e(x) —¢)'

Wskaznikiem okreslajgcym stopien rozproszenia (dyspers;ji) dla
macierzy kowariancji Z jest jej slad tr(X), czyli suma elementow na
przekatnych (wariancji).
Indeks CH jest zdefiniowany jako:

CH k) = tr(B) m—k

Ctr(W) k-1

Indeks rosnie dla gestych (mata wartos¢ tr(W)) i dobrze
odseparowanych (duza wartosc tr(B)) grup.




Ocena zewnetrzna

W ocenie zewnetrznej uzywa sie etykiet klas (np.
wprowadzonych manualnie dla czesci danych) lub tez
informacji o rozktadach uzytych do generacji syntetycznych
zbiorow danych.

e Zdefiniowane wskazniki mierzg, podobienstwa pomiedzy
struktura klas i grup (stopien zgodnosci etykiet klas i grup).



Ocena zewnetrzna — indeks Randa

Indeks Randa (William Rand) pozwala ocenié zgodnos¢ dwdch podziatdw zbioru na roztgczne
podzbiory

Niech O = {04, ..., 0,,} bedzie zbiorem obiektow, X = {X;,...,X,.;}orazY = {V, ..., Y,.} dwoma
podziatami.
Rozwazmy parg roznych elementow z O: (0;, 07). Mamy cztery mozliwe przypadki:

A.  0;,0j nalezg do jednego ze zbiorow w X oraz do jednego ze zbiorow w Y

B.  0;,0; naleza do dwdch réznych zbiorow w X oraz roznych zbiorow w Y

C.  0;,0; nalezg do tego samego zbioru w X i réznych zbiorow w'Y

D.  0;,0; naleza do roznych zbiorow w X i tego samego zbioru w Y

Oznaczmy przez a, b, c, d liczby par spetniajgce warunki A, B, Ci D.

_ a+b _a+b
Rl_a+b+c+d_ (721)

RI zwraca wartosci pomiedzy 0 i 1 i moze by¢ interpretowany jako prawdopodobienstwo,
ze dowolnie wybrana para jest w analogiczny sposéb sklasyfikowana w obu grupowaniach.

Skorygowany indeks Randa (ang. Adjusted Rand Index) wprowadza poprawke
uwzgledniajgcg prawdopodobienstwo dwa algorytmy grupowania zachowujgc sie losowo
rownoczes$nie rozdzielg pare lub dotgczg do jednej grupy (rozktad hipergeometryczny).

RI — E(RI)

ARD = xR — E(RD)

[https://link.springer.com/content/pdf/10.1007%2FBF01908075.pdf]
[https://en.wikipedia.org/wiki/Rand_index]
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Entropia (przypomnienie)

Niech X bedzie zmienng losowg przyjmujaca k dyskretnych
wartosci, kazdg z nich z prawdopodobienstwem P(X = xy,)
Entropia zdefiniowana jest jako:
k
HX) =— ) P(X =x)log, P(X = xy)
i=1
Entropia (mierzona w bitach) podaje minimalng liczbe bitow

niezbedng do zakodowania losowo wybranej wartosci X.
Jesli P = 0, przyjmuje sie, ze 0-log, 0 = 0

Symbol ¢ H=—(0.17 - 10g5(0.17) + 0.33 - log,(0.33) +

A
B
C

0.5 -log,(0.5)) =1.46

0.17

* Proponowane kodowanie ($rednio 1.55 bitu/symbol):
0.33 C: 0
0.50 B: 10

A: 11

P. Szwed: Metody eksploracji danych (2018) 83



Entropia warunkowa (przypomnienie)

Entropia warunkowa obliczana jest dla dwdch zmiennych Y i X

k r
H(Y[X) = _ZZP(Y =yl-/\X=xj)log2 ( Vi x])

i=1 j=1 P(X - xj)
przeksztatcajac:
k r
H(Y|X) = —Z Z P(Y = y;|X = x;) P(X = x;)log; P(Y = y;|X = x;)
i=1j=1
r k
HY|X) = —Z P(X=2x) ) P(Y =y|X =x) log; P(Y = y;|X = x))
j=1 i=1

* Wydzielany jest podzbidr X X Y, gdzie X = x;
* Obliczane jest entropia w tym podzbiorze

* Obliczana jest suma z wagami P(X = x;)

mmm P. Szwed: Metody eksploracji danych (2018) 84



Ocena zewnetrzna V-measure

Zatdézmy, ze mamy podziat zbioru obserwacji na klasy (ground
truth) C = Cy, ..., C,, oraz zbior grup K = K4, ..., K,;,, bedgacych
efektem dziatania algorytmu.

Podziatowi K stawiane sg dwa wymagania:

e Jednorodnosci (ang. homogenity) — grupowanie powinno
przydzieli¢ do jednej grupy wytagcznie elementy jednej klasy
(nie powinny by¢ pomieszane).

e Zupetnosci (ang. completness) — wszystkie elementy jednej
klasy powinny zostac przydzielone do jednej grupy



Jednorodnos¢

* Formalnie jednorodnos¢ jest zdefiniowana jako
H(C|K)
h=1-
H(C)

* W idealnym przypadku H(C|K) = 0, poniewaz dla kazdej klasy C; i

grupy K; prawdopodobienstwo P (C;|K;) wynosi 1 lub 0. Wtedy

h = 1. Czynnik H(C) jest uzyty do skalowania. Entropia H(C) zalezy

od rozktadu liczby obserwacji w klasach.

o K,
’ - Przyktad
Grupy zawierajg jednorodne
K obserwacje (pochodzace z tej samej
: klasy).
K3 Np. P(C1]1K1) =1, P(Cy]K3) =1

Wowczas h =1



Zupetnos¢

Zupetnosc jest zdefiniowana jako
H(K|C)

H(K)
Jest to miara zdefiniowana symetrycznie, odpowiadajaca
wymaganiu, aby wszystkie elementy danej klasy trafity do tej samej

grupy

C: 1
. ) / . Przyktad
. - Wszystkie elementy klas trafity do

tych samych grup.

Cz\ / K>
b . Np. P(K;|Cy) =1, P(K3|Cy) =1
Wodwczasc = 1




Ocena zewnetrzna V-measure

homogenity h = 1 homogenity h = 2/3
completness ¢ = 2/3 completness ¢ = 1

 Miara V-measure jest srednig harmoniczng hii c:
h-c
h+c

[Andrew Rosenberg and Julia Hirschberg: V-Measure: A conditional entropy-based external cluster evaluation measure
http://www.aclweb.org/anthology/D07-1043]

v=2
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Ocena zewnetrzna — wzajemna informacja

* Dla dwdch zmiennych losowych X i Y wskaznik wzajemnej informacji (ang. mutual
information) mierzy w bitach ile na podstawie jednej zmiennej mozna uzyskaé
informacji o drugiej. Formalnie zdefiniowany jest j<ako

1,2 = ) ) p(y2)log, M)

o p(¥)p(2)

e NiechY ={V,,..Y;, .., Y, }oraz Z = {Z;, L, ..., Zy} beda roztagcznymi podziatami
zbioru n obiektéw. Wdéwczas

- p@) = % bedzie prawdopodobienstwem, ze losowo wybrany obiekt znajdzie sie w Y;,

~ _ 1Z5l . e
- p(])—T—zeznaJdme sig W Z;

- p@,j) = vinZjl _ ze losowo wybrany obiekt znajdzie sig w Y; oraz Z;
* Indeks wzajemnej informacji MI dla dwdch podziatdw na grupy jest zdefiniowany jako:
Y| |Z| ..
.. p(i,j)
MIY,Z) = ) ) p(i,j) log (—)
v 2\p@p ()

* Indeks przyjmuje wartosci z przedziatu [0,1].
*  Wraz ze wzrostem liczby (matych) grup indeks przyjmuje wieksze wartosci, stagd korekta
uwzgledniajgca przypadkowa zgodnosé przydziatu (adjusted mutual information)
MI — E(MI)

AMI = XD — E(MD)
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