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Eksperyment wykonujemy w celu zebrania danych, a same dane musimy przetworzy¢ do postaci,
ktéra bedzie zawierac tylko istotne dla nas informacje.

Prosty przyktad z pracowni fizycznej: mierzymy opor prébki w funkcji temperatury

* jesli prébka to konwencjonalny przewodnik to wiemy, ze opor opisuje rownanie

R(T):Ro—I—CMR-T
Ro = ag+ a1+ 0525112

i jedynie musimy okresli¢ wspétczynniki tego réwnania
R0:|:O'RO, OéR:|:O'aR

« w pewnych przypadkach nie potrafimy okresli¢ wszystkich
procesow wptywajgcych na wynik i w zwigzku z tym nie
dysponujemy odpowiednim modelem, w takim przypadku
zazwyczaj proponujemy pewien model parametryczny i staramy
sie okresli¢ jego parametry,

problem polega na tym, ze alternatywnych modeli mozemy
zaproponowac wiele, zatem bazujgc na danych doswiadczalnych
- powinnidmy okresli¢ jakoS¢ naszego modelu w jezyku rachunku
prawdopodobienstwa/statystyki




Analiza Bayesowska

Najprostsza intuicyjnie analiza prawdopodobienstwa wystepowania zdarzenh losowych w praktyce polega na obserwacji danego typu
zdarzenia, zarejestrowaniu pewnej liczby przypadkdéw i na podstawie zaobserwowanej liczby interesujgcych zdarzen
okreslamy czestos¢ ich wystepowania, np. losujemy N razy kostkg i sprawdzamy jak czesto wypada cyfra 5

ns 7
= — = P{5
75 N {5}
Bazujemy tu na pojedynczej informacji, co moze bardzo ograniczy¢ wiarygodnos¢ wyniku.

Przyktad: wykonujemy N=10 rzutéw, 5 wypada tylko raz ns=1, jaki wniosek?
P{5) # — = 0.2
10

Oczywiscie to czego dokonaliSmy jest naduzyciem, poniewaz tylko w granicy N - co mozemy postawi¢ znak réwnosci,

dla mato-licznych zbioréw danych okre$lanie prawdopodobienstwa na podstawie czestosci ich wystepowania moze prowadzic¢

do btednych wnioskéw. Aby tego unikng¢ uzyskac¢ bardziej wiarygodny wynik musimy do naszego stanu wiedzy o danym zdarzeniu
dodac dodatkowe informacje — ktore analiza czestoSciowa zupetnie ignoruje — tym zajmuje sie analiza bayesowska.

Interesuje nas zdarzenie losowe A, jak je opisujemy?

P{A} — prawdopodobienstwo wystgpienia zdarzenia A, wiecej nie wiemy

P{A|O} — pr. warunkowe wystgpienia A, gdy zdarzenie O wystgpi wczesniej
tu inwestujemy w wiekszy zasob informacji poczatkowych

P{A+B|O} — pr. warunkowe wystgpienia A lub B, gdy wystapito O
P{AB|O} - pr. wystagpienia A oraz B, gdy wystgpito O

P{A|O} + P{A|O} =1 - zdarzenie A jest realizowane z pewnym pr. ale jesli nie zajdzie to realizowane jest zdarzenie
przeciwne (brak A), oba zdarzenia wykluczajg sie wzajemnie i tworzg zupetng przestrzen zdarzen

P{A[l} =0 - nie da sie rzuci¢ monetg {orzel, reszka} i dostac¢ jednoczesnie dwoch wynikow,
realizowane jest tylko jedno zdarzenie -



Prawdopodobienstwo wystgpienia dwoch zdarzeh mozemy okresli¢ z reguty iloczynowe]

P{AB|0} = P{A|BO}P{B|0} / P{AB|O}dA = P{B|O}
* czyli najpierw okreslamy pr. wystgpienia B (rozktad marginalny/zredukowany), « rozktad zredukowany dostajemy po
nastepnie okreslamy pr. wystapienia A pod warunkiem, ze wystapito B wysumowaniu/catkowaniu wktadow
(zdarzenie pewne) od wszystkich mozliwych realizacji A

Poniewaz, kolejnos¢ wystagpienia A i B nie jest SciSle okreslona czynnikami zewnetrznymi
wiec alternatywnie mozemy zapisa¢ odwracajac kolejnos¢ zdarzen

P{BA|O} = P{B|AO}P{A|O}
poréwnujemy ze sobg oba wyrazenia
P{AB|O} = P{BA|O}

P{A|BO}YP{B|0O} = P{B|AO}P{A|O}

dostajemy wzor bedacy sednem twierdzenia Bayesa

P{B|AO}

P{AIBO} = P{AIO} ppoy

zapiszmy wzér w bardziej praktycznej postaci




Przyjmujemy oznaczenia

A=0 * wektor nieznanych wartosci parametréw dla danego modelu danych

1

B=D={x1,z9,...,xN}

* wektor danych pomiarowych

P{D|60}

P{6|DO} = P{6|O} PDIO}

P{¢9|50}  posterior probability”, okreslamy
pr. ze szukany (i znaleziony) zestaw parametrow
uzyskamy dla zestawu danych D

P{Q |_O} * prior probability”, to nasza informacja (niepetna, przyblizona, w zasadzie nieznana)
0 rozkfadzie parametrow 6

P{D‘QO} * likelihood function”, funkcja wiarygodnosci, to ona pozwoli nam znalez¢ wektor parametrow 6,
tu okres$la prawdopodobienstwo, ze dla danego zestawu parametréw 6 uda nam sie odtworzy¢
wektor danych pomiarowych D

P {D|O} * pr. zredukowane, otrzymania zestawu danych pomiarowych D,

w praktyce petni ono role czynnika normalizacyjnego



Nasza dotychczasowa praktyka podpowiada nam ze zamiast operowac pojeciem prawdopodobienstwa=dystrybuanta,
wygodniej jest postugiwac sie fgp. Pomijajac jawna zaleznos$¢ od informacji o eksperymencie
(zdarzenie O — eksperyment zostat wykonany), analogiczne wyrazenie dla fgp ma postac

7 + L(DI9)

f0ID) = g(8)—7— M=/@L(D|§)g( )d™0

Czyli aby okresli¢ rozklad parametrow 6 tak aby byly one zgodne z danymi D musimy podac:

rozktad g(0)
funkcje wiarygodnosci L(D|0)

znajomosc¢ czynnika normalizacyjnego M (po lewej i po prawej stronie réwnania mamy fgp unormowane)
zazwyczaj nie jest potrzebna

Uwagi:

dane D i wektor parametrow 6 sg traktowane jako dowolnie liczne zmienne losowe, o cigglym lub dyskretnym rozktadzie
fgp dla parametréw to f(), dla danych fgp jest proporcjonalne do L() (M w mianowniku normalizuje iloczyn, a nie L)

rozktadu g(B8) zazwyczaj nie znamy nawet w przyblizeniu, wiec opisujemy go jakas rozsadna funkcjag
ale to oznacza, ze musi dopasowac sie funkcja wiarygodnosci, tak aby réwnanie byto spetnione

sposob definiowania funkcji wiarygodnosci determinuje tez sposob okreslania optymalnego wektora 6
co stanowi sedno analizy bayesowskiej




Przykiad - okreslanie prawdopodobienstwa w modelu tradycyjnym i bayesowskim.

1 2 3

Mamy 3 urny, w kazdej jest po 30 kolorowych kul (rysunek).
Z tego uktadu losujemy jedna kule. 10 10 15 10 5 15 5

WylosowaliSmy zielong kule, ale nie wiemy z ktorej urny. . . . . . . . . .

Jakie jest prawdopodobienistwo ze kula pochodzi z urny 1,2, lub 3?

tradycyjne podejscie: podzieli¢ liczbe kul zielonych (nzi) w urnie przez catkowitg liczbe kul wystepujacych w 3 urnach

10 15 15
P{l|z} = -5 =0.25 P2z} = |5 = 0.37 P{3]z} = = =0.375

Podejscie bayesowskie

Z jednakowym prawdopodobienstwem mozemy wylosowac kazda z 3 urn — to nasza informacja o uktadzie.

. 1
9(0)  —  P{l}=P{2}=P{3} =1
oz & 10415y
M:/ L(D|f)g(0)d™0  — M= P{zli}P{i} = 2 ?:; 0 — 0.44444
S —
P{zll}
P{1[z} = P{1} =0.25 * wynik identyczny jak w podejsciu tradycyjnym,
ale to skutek posiadania petnej informacji o
P{2|2} = P{2) 1) P{Z|2} — 0375 rozktadzie prawdopodobienistwa urn (P{i})
P{z|3
P{3]z} = P{3) {z| b 0375




Przyktad — rzut sfatszowang moneta (wptyw poczatkowego fgp na wynik)

* rzut moneta daje jeden z dwdch mozliwych wynikow {Orzel, reszka} = {07 R}

* jesli moneta jest symetryczna to wyrzucenie obu zmiennych . . 1
powinno byc¢ identyczne P{O} - P{R} - 5

* Jesli moneta zostata sfalszowana to jest niesymetryczna P{O} = p, p{R} =1-—p, pE [07 1]
i prawdopodobienstwa wyrzucenia zmiennych beda rézne

Nie wiemy jakie jest p, chcemy je oszacowaé wiec uzyjemy analizy bayesowskiej
_ . L(Dlp) " |
f(p|D) = g(p) 7 « f(p|D) to fgp prawdopodobierstwa sukcesu (wyrzucenia orta)

» Zaktadamy rozktad g(p) na podstawie naszej wiedzy.
Ale nic nie wiemy - wiec zaktadamy ze kazdy wynik jest mozliwy/dozwolony: g(p)=const

1, pel0,1]
9(p) = { 0, 2];¢ [0, 1]

» teraz model, ktéry pozwala generowac dane n podstawie znajomosci p — to rozktad dwumianowy
L) = (" )p (1 = p)T
(Dlp) = { )" (L =)
* konstruujemy fgp opisujaca rozkiad prawdopoodbienstwa wyrzucenia orta

f(p|D) = (”) L gy

r




* Kolejny krok - generujemy fgp na podstawie aktualnych danych.
Z danych pobieramy informacje (n,r) i wstawiamy do modelu, rysujemy fgp.
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UWAGA: na rysunkach pominieto statg normalizacji — tu nie jest istotna
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n,r)=(4,2)
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« dla matej liczby danych wyniki (fgp) znaczaco ulegajg zmianie w zaleznosci od kolejnego losowania
* przedziat prawdopodobnych warto$ci p obejmuje caty zakres

(n,r)=(64,18)

(n,1)=(256,64)
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(n,r)=(1024,256)
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0.0051
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* im wieksza liczba danych, tym doktadniejsze oszacowanie przedziatu p
* przedziat niepewnosci p ulega zawezeniu

04 06 08 1




Zmienmy jeszcze fgp poczatkowe (réwnomierny rozklad moze nie by¢ najlepszy).

Do modelowania wykorzystajmy znany nam rozktad beta B(a,[3)

. a _ a—1 . B—1
9(p) = Blp, . ) = p* (1 = P)° ™ 53y

I'a+ B)

Uwaga: tutaj fgp sa unormowane

O =N Wk Ul N
P TP P A T Ty S |

3 funkcje do poréwnania

93(p) :B( %%)

(n,1=(0,0)

i * rozkilad gl: zakladamy catkowitg niewiedze dotyczgcg ewentualnego wyniku

g: (bezpieczne zatozenie — niczego nie wykluczamy)

:: » rozktad g2: na podstawie naszego doswiadczenia zaktadamy, ze prawdopodobienstwo

2] wyrzucenia orfa lub reszki powinno byc¢ zblizone, silne odchylenie od tego zatozenia

1 —_— (ogon rozktadu) jest mato prawdopodobne ale go nie wykluczamy (nadal fgp>0)

04 , . . ; .

B B2 @2 O @8 1 * rozktad g3: podejrzewamy oszustwo, czesciej bedzie wypadaé albo reszka albo orzet,
| 5 5 5 ‘ nie wiemy ktére wiec asekurujemy sie — dajemy duze fgp w poblizu p=0 ip=1
S R
(n,r)=(1,1) (n,r=(2,2) (=(4.2)
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reszta wynikow dla wiekszej liczby danych

(n,0)=(8,3) (n,r)=(64,19) (n,1)=(256,70) (n,r)=(1024,240)
v 15 30 m
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znowu, dla maitej liczby danych rozktad znacznie zmienia sie i odbiega od oczekiwanego (duza rola fluktuacji)
dla duzej liczby danych wszystkie rozktady ewoluujg taka by uzyskac ten sam korcowy rozkfad

nasza poczatkowa niewiedza dotyczaca rozktadu p nie jest krytyczna, docelowy rozktad uzyskamy,
pod warunkiem, ze poczatkowe fgp>0 w calym obszarze

najszybciej przesuwaja sie rozktady bezpieczne (asekuranckie) — g1 i g3,

gdy dopuszczalismy kazdg ewentualnos¢ oraz mozliwosc falszerstwa,

najwolniej przesuwa sie g2 bo w docelowym obszarze ten rozktad ma matg warto$¢
(uznalismy ze lokalizacja w tym obszarze jest mato prawdopodobna)




Analiza bayesowska znajduje zastosowanie w modelowaniu proceséw fizycznych.
Jesli na podstawie pomiaréw (D) uda nam sie znalez¢ fgp f(8|D) woéwczas mozemy
modelowaé wynik procesu w funkcji farametréw 8 np. jako warto$¢ oczekiwang
pewnej funkcji z(0)

* f(O|D) jest tylko przyblizeniem prawdziwej fgp (doktadnej nie znamy, bo np. model jest uproszczony)
* ¢(0) to nasza wiedza (lub niewiedza) dotyczgca rozktadu parametrow, zazwyczaj definiowana w postaci przyblizonej
* L(D|0) funkcja wiarygodnosci generowana jest na podstawie danych pomiarowych, dane sg obarczone btedem pomiarowym

* <z>to calosciowa informacja jakg potrafimy zgromadzi¢ w postaci przetworzonej (pojedynczej liczby)
utatwiajacej analize / podjecie decyzji

Przyktad — modelowanie struktury wewnetrznej Ksiezyca
(ale tego nie bedziemy analizowac, kto chce moze siegng¢ do literatury).

Misje Apollo zostawity zestaw sejsmograféw na powierzchni Ksiezyca, ktore analizowaly drgania podtoza
(trzesienia Ksiezyca) bedacych skutkiem naturalnego przemieszczania sie ptyt tektonicznych,

uderzen meteorytow oraz celowego rozbicia sztucznego satelity.

Analiza fal sejsmicznych, kierunkow i predkosci pozwala wykalibrowac¢ wieloparametryczny model,

na podstawie ktérego mozna starac sie wyjasni¢ (pewnosci nie mamy) wewnetrzng budowe Ksiezyca.

* K. Mosegaard, J. G. Williams, P. Lognonne, Journal of Geophysical Reaserch Atmosphere 109 (9), 2004,
,Does the Moon possess a molten core? Probing the deep lunar interior using results from LLR and Lunar Prospector”

* A. Khaniinni, Geophysical Journal International 168, 243 (2007),
»Joint inversion of seismic and gravity data for lunar composition and thermal state”

* R.F. Garcia iinni, Space Science Review 215, 50 (2019), ,Lunar seismology: an update on interior structure models”



Estymacja wielkosci charakterystycznych rozktadu: wartos¢ oczekiwana, odchylenie standardowe
(najpierw rozwazymy 1 wymiar, pozniej uogélnimy wyniki na N>1 wymiarow)

Mimo iz naszym celem jest konstrukcja f(6|D) to, pamietajmy ze okre$la ona pewien rozktad przestrzenny,
a do analizy czesto lepiej uzywac kilku wielkosci liczbowych charakterystycznych dla rozktadu.

Co jest najbardziej intersujgce? potozenie maksimum i szerokos¢ rozktadu.
W maksimum f spetnia warunki (1 wymiar)

df d>f
e —0 — <0
do 9—0, do? 9—6,

Ze wzgledow praktycznych (fatwiejsze rachunki) zamiast f, postugujemy sie jej logarytmem
(potozenie maksimum nie ulega zmianie, relacje pochodnych réwniez)

W =In[f(0|D)]

Rozwinmy te funkcje w szereg Taylora dla 8=0,

dw 1 d®°W
W =W(6)+ —— (0 —00) + 5 ——3 (0 — 6p)* + O(AF?)
N—— db 0=0, 2 db 0=0, N——
=CONSt e’ ~0
=0
1 d*°W
W=Wo+- 22| (0 00)2 ~ m[f(0]D)]
1 d*W
_ W 2
f(O|D) = €™ exp 2 462 o (6 — 6o)
—vo
uzyjmy oznaczen
ewe o, Ew 1 _
0% 9—g, do? o—e, o2 o=




Uzyskalismy wynik, ktéry dobrze znamy (fgp normalizujemy)

F(01D) = F(6lu,0) = —— - exp [—

1

0]

202

B o\ 2T

znamy tez interpretacje

* pto potozenie maksimum rozktadu

* 0 oznacza szerokosé/rozmycie rozkladu, poprawny wynik miesci sie w obszarze (-0,0) z prawdopodobieristwem ~67%

Do okreslenia jakosci dopasowania modelu do danych wystarczy podac¢ dwa parametry

zachowanie rozktadu w poblizu maksimum

0=un+o

Oczywiscie wynik zgodnie z CTG bedzie prawdziwy jesli uwzglednimy w obliczeniach duzg liczbe danych,
to widzieliSmy tez w problemie z rzutem moneta

to nie przypomina rozktadu
normalnego

(n,r)=(3)2)

0.144
0.124
0.104
0.084
0.06-
0.041
0.021

podobny do rozktadu normalnego, tu rozktad gaussowski moze
ale lekko niesymetryczny by¢ dobrym przyblizeniem
(max blizsze lewej granicy)
(0.0=(16.7) (n,r)=(256,64)

0.18] 0.051
0.16
0.14+ 0.04
0.121
0.10 L
008 0.021
0.067
0.041 0.014
0.021
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Przyktad — szacowanie niepewno$ci dla rzutu monetg

Wezmy model z rozktadem jednorodnym (najbardziej asekuracyjnym, najmniej wiemy o mozliwym wyniku)

f(p|D) = (Z) p(1=p)" "

W =In[f(p|D)] = const + rlnp+ (n — r)In(1 — p)
* liczymy 1 pochodnag, przyréwnujemy do 0 i znajdujemy minimum
dW r n-r

— == — =0 — po =
dp. p 1-p

* wynik jak w tradycyjnym podejsciu okreslania
czestosci wystgpien danego zdazrenia
- ale to wynik pierwotnego zatozenia
o jednorodnym rozkfadzie p
(dla innego, maksimum jest przesuniete)

r
n
* liczymy wartos¢ drugiej pochodnej w maksimum

d*W
dp?

_ o 2
=po po(1 — po) o

* odchylenie standardowe

o= \/M _ \/’vm’{p(n =1)} =) ,

— wartosc licznika pod pierwiastkiem
n n \/ﬁ to wariancja dla pojedynczego losowania
(n=1) z rozktadu dwumianowego
- wykiad 1 z rachunku prawd.




Konstrukcja funkcji wiarygodnosci L(D|6) dla N>1 wymiaréw

Ze wzgledu na rd6znorodnosc¢ problemow nie istnieje jedna metoda konstrukcji L,
zalezy to od przypadku

* jesli zmienna losowa ma rozkiad dyskretny, wowczas mozna modelowac L
za pomocg rozktadu wielomodalnego (podobnie do przyktadu z monetg)

* model i jego parametryzacja moze bezposrednio wynikac z fizyki problemu
np. liniowa zaleznos$¢ temperaturowa oporu metali

* metody wykorzystujgce histogram — to jeden z czestych przypadkdéw w analizie
spektralnej atomowych linii widmowych

* metody bazujgce na minimalizacji odlegtosci miedzy danymi do$wiadczalnymi

a danymi modelowymi, w takim przypadku tatwo skonstruowac fgp majace
maksimum dla najmniejszej odlegtosci

L(D|Z) = Ce 5@
N

s@ =y 1 —ul

= P

* S(x) osigga wartos¢ minimalng w punkcie, w ktorym L posiada maksimum
* parametr a definiuje w jaki sposéb liczona jest odlegtos¢ (a=2 to odpowiednik normy eklidesowej, jesli ci=const )
* parametr g; to niepewnos¢ pomiarowa (odchylenie standardowe),

mata wartos¢ a; wzmacnia wktad od ,lepszych wynikow” czyli o wiekszej precyzji,
natomiast duza o; obniza wktad ,gorszych wynikow” wyznaczonych z mniejsza precyzjg




Przeanalizujmy ostanig metode bazujgca na minimalizacji odlegtosci dane pomiarowe-dane modelowe

* dysponujemy danymi pomiarowymi: potozenia + wartosci + niepewnosci pomiarowe
D = {yo(x0) £ 00, y1(w1) £ 01, ..., ynv—1(zN-1) TOoON_1}

* tworzymy sparametryzowany model, ktéry pozwala wygenerowac¢ dane modelowe,
nieznane parametry modelu zawiera wektor a

y=vy(zx,a), a= (ag,a1,...,an)

* w kolejnym kroku nalezy zaproponowac rozktad zmiennej losowej y, to jest on parametryzowany
zalbzmy ze ma ona rozktad normalny, a zmienne losowe y sa niezalezne

N—-1

S 1 (yi — y(x;,@))?
L(Dl|a) = I | — =
( |a) palips ai\/ﬂ P [ 201-2

uwaga 1: poniewaz wektor danych pomiarowych D jest ustalony, a elementéw wektora a nie znamy,
mozemy potraktowac fgp jako funkcje wektora a

L(&) = L(D|)

uwaga 2: iloczyn duzej liczby funkcji Gaussowskich f«1 bardzo szybko maleje do zera,
dlatego znowu postuzymy sie logarytmem funkcji wiarygodnosci

uwaga 3: chcemy znalez¢ maksimum, ale numeryczne procedury optymalizacyjne zazwyczaj
sg konstruowane do poszukiwania minimum wartosci funkcji, dlatego logarytm
przemnazamy przez (-1): zamiana maksimum - minimum

W(d) = —In L(a)




W (&) =

—In L(@)

Q1

Interesuje nas znalezienie minimum W — to punkt o szczego6lnych wtasno$ciach,
rozwijamy funkcje w szereg Taylora wokot tego punktu

Q1
o

W(do + Ad) =~ W(a

— OW 1
)+ 2 B, Zzz aazaaj

ACYZ'AOtj —|- O(|A62|3)

=do i=1 j=1
T OW . . zastosowana konwencja
E —Aa; = VIV - Ad = (VW) Aa wektor = wektor kolumnowy
~ O _ i
=1 a1
m m . 05
o =
— —»T — —
g 5 804 804 Ao Aoy = g g Acaihii(do)Aa; = Aa” H(dp)Ad
1=1 j5=1 ¢ ao 1 =1 9=1 Oy
H to macierz drugich pochodnych, macierz Hessego, hesjan
o) o 9 ) 0? 02 02
Oa Oa1 Oas """ Oam da? Oa10ay """ Oa10a,
9 o 92 o
H — 6 ® 6 — 66’1—' — 80[2 — 804280[1 804% 804280[m
9 o 92 o
| O | dapO0ar o O """ a2,

= 1
W (o + AQ) ~ W(do) + VIV - Ad + S AGH (d0)Ad + O(|Ad)




dostalismy wynik

- - " = I N -
W(do + Ad) =~ W(dy) + VW ;)Aoz —I-EAOLH(O(())AO& + O(|Ad)?)
=const = ~0

1
W(a) =W (dp + Ad) =~ const + §A62H(620)Ad’

wstawmy go do relacji pomiedzy Wi L

L(@) = e~ W@

AdH (dg)Ad AaC~ ! Aa
L(@) ~ e “™texp | — GH (Go) Oé)zconst-exp (— ac a)

2 2

H=C! — C=H""1

C jest macierzag kowariancji, zawiera wariancje zmiennych i ich kowariancje (wyktad - generatory)

2 . . . . .
On, Oaias -+ Oajam, wspotczynnik korelacji 2 parametréw/zmiennych
2
. . . . 2 2
: S \ %%y
o o o2
amar Yamag - m

* jesli znajdziemy minimum W (maksimum L) oraz wszystkie drugie pochodne (hesjan) to po odwréceniu
macierzy H dostaniemy niepewnosci szacowanych parametréw o

* pozostaje pytanie: jak znalez¢ minimum W (maksimum L)?




Minimalizacja funkcji W (szukamy maksimum L)
N—-1

L(D|d) = [[ ﬁ exp [_ (v - gfjwoo)]

W (&) = —In L(&)

wstawiamy L do wzoru na W i zapisujemy jawna posta¢ W

W=_1 Nﬁl ~1(v2r) +1N_1 [y — y(zs: A))°
= — 1n O . T -
_ ¢ 2 4 o2
:czjmst ;g

tylko drugi wyraz zalezy od parametréow a — wiec minimalizacje nalezy przeprowadzi¢ w oparciu o jego wartos¢

XQ(O—Z) _ z_: lyi — ya(;lii; a)]

=1

» dostaliSmy prosty wzor, ktéry formalnie przedstawia metode aproksymacji Sredniokwadratowe;

* jesli mamy tylko jeden parametr to minimalizacje mozemy wykonaé analitycznie przeksztatacjgc wzor,
dla wiekszej liczby parametréw uzywamy gotowych procedur numerycznych

* kolejna kwestia wigze sie ze sposobem okreslania niepewnosci o — rozwazymy dwa przypadki:
1) dane przetworzone w postaci histogramu (najczesciej spotykany przypadek, interesujg nas tylko dane)

2) ,surowe” nieprztworzone dane (rzadko spotykamy — stosowany w bardziej zaawansowanej analizie, kalibracja aparatury, etc.)



1 - szacowanie parametrow a dla danych przetworzonych w postaci histogramu

Rozwazamy standardowy proces stochastyczny — rozpad promieniotworczy.
fpg tego procesu ma rozktad dyskretny — to rozktad Poissona

AT
f(n; A\) = P n=12,...

A bedzie parametrem modelu — szukamy jej wartosci

Niech N oznacza liczbe zliczen rejestrowang przez licznik Geigera-Mullera w rownych odstepach czasu.
Histogram tworzymy jako liczbe wystapien kolejnych wartosci n=1,2,3,4,... rozktad Poissona

Wariancja i odchylenie standardowe rozktadu (wyktad 1) — poza przypadkiem, gdy N=0: g-igz

2 = — 0.144
o-=n o On =N .
0.10]
Dane pomiarowe to ilosci zarejestrowanych przypadkéw dla n=1,2,3,4,.... s
0.04]
D:{711:|:O'1,712:|:O'2,...,HN:|:O'N} 0-02'I II._

0_

={ni1 £ /ni,no+na,...,ny +/ny} 0 5 10 15

A =10
okreSlamy catkowitg liczbe zliczen 0.124
N 0.101
n = E n; 0.08
oraz warto$ci modelowe m; 0.041 II I
. 0.024
mi = £ | el Ihs....
konstruujemy funkcje celu N
23y _ N~ [0 =1 f(i )]
X“(A) =
B n;
1=1




W przypadku zmiennej ciggtej, dzielimy obszar na podprzedziaty i kazdemu z nich przypisujemy
zarejestrowanag liczbe zliczen w danym przedziale

prawdopodobienstwo wylosowania zmiennej z danego przedziatu okreSlamy na podstawie

fgp rozktadu modelowego i jego dystrubuanty

pi = F(z; + Az N) — F(xi; )

Ti+Ax;
/ f(x, \)dx

i

modelowg liczbe zliczen w danym przedziale okreslimy jako iloczyn

m; =mn-p;

Uwaga: jesli rozktad rejestrowanej zmiennej losowej rozcigga sie poza obszar objety histogramem,
wowczas musimy dokonac renormalizacji danych modelowych,

n dotyczy catego rozktadu (nie ucietego jak w przypadku histogramu)
Pnorm = F(xmaa:) - F(xmzn) < 1

i dokonujemy renormalizacji wyniku modelowego

Mg norm = 1

Di

pnorm

3-parametryczny rozktad (pseudo)Voigta
(histogram — rozktad obciety, x — energia)

xo =10 a~=0.05 o~ =0.15

2_ -

1.5
1_

0.51
O
9 9.5 10 10.5 11

X

\— pseudoVoigt = pseudoVoigt /pnorm|




2 — szacowanie parametrow dla danych nie przetworzonych
Jako przyktad moze postuzy¢ rejestrowanie pojedycznych impulséw w spektrometrze,
kazdemu impulsowi przypisujemy zmierzong energie

D = {Ey,Bs,...,Ey)}

* liczba surowych danych moze by¢ duza: 103-108

* natomiast histogram zawiera przecietnie: 10*-10° przedziatow

Poniewaz kolejne zarejestrowane zmienne losowe sg niezalezne, mozemy utworzy¢ fgp rozktadu N-wymiarowego
w postaci iloczynu rozktadu pojedynczej zmiennej

x; ~ Dist{f(x,d)} e D ={x1,z9,...,2N}
N

L(D,d) = H f(x;, a) - rozktad zmiennej dowolny,
i—1 wynika z fizyki problemu

wprowadzamy funkcje pomocniczg W

W =—InL(D,Q) Zlnf z;,a

* minimalizacje mozemy wykonac¢ dziatajgc jedynie na warto$ciach W — metoda SIMPLEX (Neldera-Meada)

* metody gradientowe wymagaja liczenia gradientu (ktéry w minimum znika)

N

8_W _ lnf(x?n 1 af(xla C_Y))
Oa; Z oo z; fxi, d;)  Oq;




* poniewaz szacujemy wartosci parametrow o, przydadzg nam sie tez ich odchylenia standardowe,
liczymy hesjan (jesli uzywamy metody Newtona w minimalizacji to hesjan i tak jest potrzebny)

Uwagi:

* minimalizacje wykonujemy przy uzyciu gotowych procedur numerycznych w sposob iteracyjny,
w kazdej iteracji liczymy warto$¢ funkcji i zazwyczaj tez gradient, metoda wykorzystujgca histogram bedzie
dziata¢ szybciej bo sumowanie wykonujemy na mniejszej liczbie danych (10-1000 razy mniej)

* w obu przypadkach (histogram i surowe dane) musimy policzy¢ hesjan — bo po odwrdceniu daje macierz kowariancji,
z niej wyciggamy odchylenia standardowe i wspotczynniki korelaciji

* w przypadku rozktadu, dla ktérego fgp opisywana jest jawng zaleznosciag funkcyjng (funkcje elementarne/specjalne)
z rOzniczkowaniem po parametrze a nie ma problemu

» jesli fgp jest rozktadem ztozonym (np. Voigt = splot Gaussa i Cauchy’ego) i nie znamy zaleznosci funkcyjnej,
mozna go uproscic¢ (przyblizy¢/aproksymowac) inng funkcja, ktorej wartosci fatwo obliczy¢é numerycznie (np. pseudoVoigt)

* rozniczkowanie wykonujemy zazwyczaj, przy uzyciu programéw do obliczeh symbolicznych typu Maple/Mathematica




‘ Przyktad — analiza spektralna linii emisyjnych atoméw ‘

W astrofizyce jednym z niewielu dostepnych narzedzi eksperymentalnych sg badania spektroskopowe.
Atomy na powierzchnii (odlegtej) gwiazdy emitujg fotony w szerokim zakresie energii,

analiza widm spektralnych dostarcza wiec informacji nt:

* skladu pierwiastkowego (natezenie linii)

» odlegtosci (przesuniecie ku czerwieni)

* temperatury powierzchnii (ruch termiczny atoméw — efekt Dopplera)

Jak wykorzystac analize bayesowska w modelowaniu widm?

» fgp opisujgca pojedynczy pik w widmie ma rozktad Voigta (splot rozktadu normalnego i Cauchy’ego)
ten rozkitad to nasz model

s = [ E T —Ef)?] [wl% P (‘2%)] "

emisja fotonu

efekt Dopplera sygnal rejestrowany
A

L(E~ EO!“‘) N(O .'3}

V(E;d) = V(E; Ey,a,3)

splot !
:> : FWHM=

/ FWHM\ full width at half maximum
-"/ E

El}

analiza bayesowska

nasz cel to wydobycie zwidma: a + o0,, FEo+*og,, [Eos




* stosowanie rozkfadu Voigta w obliczeniach (takze analitycznych) stanowi problem, jego fgp jest splotem,
ma posta¢ analityczna, ale nieco skomplikowang

1 E T
fv(E,Tg,I'L) = K| V2|, Tr=20 TIc=2V2l28
G

\/7_-‘-(21-‘/1(;2) 2v11’12

K(x,y) = Re{w(x + iy)} w(z) = exp(—z2)erfe(—iz) - erfc() to dopetnienie funkcji btedu

to dopiero fgp, a trzeba jeszcze wyznaczy¢ dystrybuante....

* stosujemy wzor przyblizony tzw. rozktad pseudoVoigta
zrodto parametryzacji: T.lda et al., J. Appl. Crystal. 33, 1311-1316 (2000)

pr(ErEO?’YG)/YL) - (]‘ o T])N(E - EO?VG) +77L(E - EO)WL)

I I —
776[071] 7G22m ’}/L:§ FL:2CL, FG:Q 21H25

B I'p A% AN
n = 1.36603 ( T ) 0.47719 ( T > + 0.11116 ( .

1
[ = (T +2.69269T ¢, + 2.42843T ¢ 17 + 4.47163T % + 0.07842I I, +I'7)°

Rozkiad pseudoVoigta tatwo scatkujemy (dystrybuanta). Problem moze stanowic policzenie pochodnych fy, wzgledem
parametréw (parametry a i 3 sg nie tylko w rozkltadach sktadowych, ale takze w parametrze pomocniczym n)
- r6zniczkowanie lepiej zleci¢ programowi Maple/Mathematica




* do celow testowych mozemy uzyc¢: (1) danych eksperymentalnych lub (2) wygenerowac je
wybieramy opcje nr (2)
ustaw :  FEy,a,B,n
for(i=0;i < N;i+ +)do
U, ~ U(0,1)
if (Up < n)then
E ~ L(E — Ey,a)
else
E ~ N(E - Ey, )
endif
end do

* po wygenerowaniu wynikow decydujemy czy analize bayesowska stosujemy dla surowych danych czy dla histogramu,
wykonujemy minimalizacje funkcji wiarygodnosci i liczymy hesjan/macierz kowariancji




wyniki dla parametréow:  Fjy = 10, a =0.25, [B=1.25, N = 106

histogram: M=14 przedziatow

Ey =9.99725 + 0.00109 a = 0.248571 4 0.00202 B = 1.25560 =+ 0.00190

wspotczynniki korelacji

rBy.a = —0.0006 rgy.5 = 0.0024 Ta.5 = —0.8655

dane nieprzetworzone:

Ey = 9.99757 + 0.00108 a = 0.247101 + 0.00084 B = 1.25682 £ 0.00116

rBy.q = —0.0012 rey.5 = 0.0016 ra.s = —0.5966

whnioski:

* 0szacowanie wartosci parametrow rozktadu jest dobre, sg bliskie wartosciom dla jakich zostaty wygenerowane dane
(ale pamietajmy ze nie byto szumu tla, ktéry pogorszytby jako$¢ oszacowania)

* niepewnosci sg bardzo mate w obu przypadkach, ale wynika to z faktu ze uzyliSmy duzej liczby danych
co daje mate fluktuacje statystyczne

* brak korelacji pomiedzy potozeniem piku (Eo) a dwoma pozostatymi parametrami (a i 3)

* parametry a i 3 s silnie ujemnie skorelowane: jesli jeden maleje to drugi rosnie i vice versa,
to wynika z faktu ze rozkiad jest ztozeniem rozktadéw normalnego i Cauchy’ego




Laczenie danych - metoda podstawowa

w przypadku analizy danych po zakonczeniu eksperymentu, czas poswiecamy na wykonanie analizy ma znaczenie drugorzedne

inaczej jest w przypadku, gdy eksperyment jest w toku i konieczne jest wykonywanie analizy na biezgco, po to aby moc reagowac
np. na zmiane warunkéw otoczenia, ktére zaburzajg pomiar

gromadzenie danych w sposéb ciggly powoduje, iz prowadzenie analizy bayesowskiej w standardowy sposoéb staje sie bezcelowe,
wraz ze wzrostem liczby danych wydtuzatby sie czas potrzebny na jej wykonanie — a reagowac chcemy natychmiast

minimalizacja czasu potrzebnego na wykonanie analizy dla powiekszonego zbioru danych
mozliwa jest dzieki uzyciu prostej metody taczenia danych

Zatbzmy, ze mamy dwie serie danych eksperymentalnych, dla ktérych uzywamy tego samego modelu dla funkcji wiarygodnosci
(celem jest wyznaczenie parametrow a)

D1 — L(D1;&) =IL(@) — W@ =—InL(a)
Dy —  L(Dy@) = Ly(@) — Wa(d@) =—InLy(ad)
zaktadajgc ze oba zbiory danych sg niezalezne mozemy skonstruowac¢ wypadkowag funkcje L.
L12(&) = L1 (@) La(d) —  Wia(@) = Wi(a) + Wa(a)
zastosowanie kolejnych krokéw procedury minimalizacyjnej (kilka slajdow wstecz) prowadzi do relacji
X12(@) = x1(d) + x3(d)
minimalizacja obu funkcji sktadowych z osobna daje dwa wektory a (bo dane sa rézne)

min x; (&) — @y, k=12




Kazdg z tych funkcji rozwijamy w szereg Taylora punkcie stanowigcym jej minimum do wyrazow rzedu 2,
(gradient w minimum znika) — punkty o i o, sa lezg blisko siebie

X%Q(&) ~ const + (0_2 — &1)TC;1(& — &1) + (0_2 — 0_22)TC'2_1(0_2 — &2)

C., C, - macierze kowariancji dla obu zbioréw danych

Poniewaz oba zbiory mozemy potaczy¢ w jeden, wiec mozemy powyzsze rownanie zapisa¢ w zwartej postaci

2 — — — T — —
X12(@) = const + (@ — dy2)" C15 (A — di12)
policzmy hesjany obu wyrazen i przyrownajmy je do siebie

6(X)ﬁ)(%z:c_zl:C'1_1‘|‘02_1 — » =Hix=H; + H>

dostajemy relacje pomiedzy macierzami kowariancji

n =C7'+C5!

Cp=(C{ ' +C;Y ) ' =H, +Hy)™!

Potgczenie obu zbioréw danych zmienia potozenie minimum (nie bedzie Srednig z obu znalezionych wartosci).
Postepujemy standardowo - liczymy gradient nowej funkcji i przyréwnujemy wynik do O.

VXie = VXTI + Vs =207 (@ — a1) +2C5 1 (@ — da) = 0

przyktad
(C’l_l—I—C'l_l)o_Z:CfléZl +C2_1622 y1 o1, Y2 + o9
) 1 1\
a=(C7t+erhHea + ey tas)] Olp = (0—% + U—%)

052012[01 o —|—02 042] o?
L
=




Laczenie danych - metoda Kalmana

W podstawowej metodzi tgczenia danych zaktadaliSmy, ze oba zbiory danych D, i D, sg liczne.
Teraz rozwazymy bardziej skrajny przypadek: D zawiera n-1 danych, a D, tylko jeden wynik

D1 ={yi(z1) £ 71,92(x2) £ 02, ... Yn—1(Tpn_1) £ Fn_1}

Dy = {gn(xn) + 5n}
uwagi:

zaktadamy bardziej og6ing sytuacje tj. jeden punkt pomiarowy moze zawierac¢ wiecej niz jeden wynik — wektor y

tu zakladamy ze wektor D; jest wektorem startowym tj. takim, od ktorego rozpoczynamy catg procedure,
ale jak zobaczymy, nie musi tak by¢, moze to by¢ juz o wiele dalszy etap zbierania danych

Funkcje celu dla zestawu D; znamy, zawiera informacje o przyblizonych wartoSciach:
wektora a,1 oraz macierz kowariancji C,.. — dostajemy je w wyniku zastosowania
pierwotnej metody na surowych danych lub z zastosowania filtru Kalmana (dane juz potaczone)

X%—l(&) ~ (d — O_"n—l)Tc’;il(& — Qp_1)

natomiast dla zestawu D- stosujemy standardowag procedure

— T —
X2 o (@) = (gn — f(zn, o_j)) R, ! (gn — f(zn, 52)) - R, to macierz kowariancj.

wartos¢ a nie jest tu znana

tworzymy funkcje celu dla obu zestawdw danych (n danych — stad dolny wskaznik)

QL

X (@) = X 1(@) + Xinew (@)

(@) = (&~ G0 0) Oy (6~ ) + (5o~ @) B (5~ Flan, @)




Funkcje celu wyraziliSmy w postaci sumy

—

(@) = (&~ G ) Oy (@~ Ga) + (5~ @) B (50— Flarn, )

zapisujemy ja w zwiezte] postaci z nowym (nieznanym) przyblizeniem wektora an

W pierwszym réwnaniu (suma) mamy niejawng zaleznos¢ od a, ale mozemy rozwing¢ funkcje wektorowa f()
w szereg Taylora w punkcie, ktéry znamy: a,... Dla sktadowej i-tej mamy

fil@n, @) = fil@n, @n1) +Vafi(znd@) - (@ — dp 1)+ ...

)
A 7

TV
—=const

co mozemy uogolni¢ dla catego wektora

f(xn: 0_2) = f(xny &n—1Z+An_1(& — O_Zn—l) + ...

Ve

-
—=const

_ Ofi(zn, d)

macierz A zawiera pochodne fi wzgledem q; [An—l]ij = B
Qs - -
J a

podstawiamy rozwiniecie do wyrazenia z suma i wyznaczamy macierz kowariancji C,




Podstawiamy rozwiniecie do wyrazenia z suma i wyznaczamy macierz kowariancji C,

Liczymy hesjany obu stron wyrazenia
= = 2 -1 -1 T -1
V& vXn — Cn — Cn—l + An—an An—l

czyli macierz kowariancji dla potaczonych danych ma postac

1

Crn = (C;il + Ag—lszlAn—ly

Nowe oszacowanie wektora parametrow o dostaniemy liczac gradient i przyréwnujac go do 0

Vxa =0

O_Zn - Cn (C;il&n—l + A,}I;_lRy_ll {gn - —’(.fl?n, O_Zn—l) + An—ld”n—l])




Uwagi:

* dostaliSmy wyrazenia na a, i C,, ktére wykorzystujemy na dwa sposoby:
(1) dokonujemy natychmiastowej zmiany parametrow eksperymentu i/lub
(2) uzywamy ich w kolejnym cyklu tgczenia danych, gdy te sie pojawig

* para (a,, C,) stanowi naszg wiedze o aktualnym rozktadzie parametrow,
co jest istotne w analizie bayesowskiej

* w kazdym kolejnym cyklu taczenia danych nasza wiedza o rozktadzie parametrow
powieksza sie, wiec wyniki bedg coraz doktadniejsze a niepewnosci mniejsze

* nalezy pamietac, ze celem stosowania metody Kalmana jest jej duza wydajnosc,
przetwarzanie danych polega na odwracaniu/mnozeniu macierzy o liczbie wierszy i kolumn
rzedu 10x10 — wynik otrzymujemy natychmiast, natomiast w metodzie podstawowej operacje
wykonywane sg na zbiorach kilkudziesieciu/kilkuset tysiecy co prowadzi do wydtuzenia
czasu obliczeniowego

Zastosowania:

* po raz pierwszy uzyto podczas lgdowania amerykanskich astronautéw na Ksiezycu w 1960 roku,
aby komputer poktadowy na biezgco/natychmiast reagowat na zmieniajgce sie warunki

* sterowanie trajektorg satelitéw, te poruszajce sie w niewielkiej odlegtosci od Ziemi (~1000 km)
oddziatujg z rozrzedzong atmosfera, ich ruch jest wiec zaburzany (fluktuacje) i konieczne jest
wprowadzanie poprawek do ich aktualnej trajektorii, sterowanie wiekszoscig satelitéw (kilka tysiecy)
musi tez sie odbywac automatycznie — komputery sterujace potrzebujg do tego informacji

» starty rakiet kosmicznych sa w petni zautomatyzowane, dane zbierane sa z kilkuset czujnikow,
po ich przetworzeniu podejmowane sg decyzje — 5 komputeréw gtosuje, liczba nieparzysta eliminuje
mozliwos¢ braku podjecia decyzji

» sterowanie pociskami samonaprowadzajgcymi w wojsku — w trakcie lotu pocisk oddziatuje z atmosferg
(podmuchy wiatru) wiec aby trafit do celu konieczna jest automatyczna kontrola lotu, poniewaz pocisk
porusza sie z duza predkoscig (1000-5000 km/s) a lot trwa maksymalnie kilka minut, komputer sterujgcy
musi na biezaco zbiera¢ dane, przetwarzac je (filtr Kalmana) i podejmowac decyzje




