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Klasyfikatory K Najblizszych Sgsiadéw (KNN) ¥

Klasyfikatory K-Najblizszych Sgsiadow (KNN - K-Nearest Neighbors) naleza do grupy
algorytmow , tj. takich, ktore nie tworzg wewnetrznej reprezentacji
wiedzy, lecz poszukajg rozwigzania po prezentacji kazdego wzorca testowego
przeszukujac dane uczace. Metoda KNN wymaga przechowywania wszystkich
wzorcow uczgcych, dla ktorych okreslana jest odlegtos¢ do wzorca testowego.

[stniejg rowniez inne algorytmy uczenia sie, zwane ktore najpierw
rozwijajg model, a nastepnie wykorzystujg go .o :
do okresSlonego zadania obliczeniowego, o
np. klasyfikacji.

Ta grupa metod obejmuje wszystkie typy
sieci neuronowych, systemy rozmyte, ‘\) \
drzewa decyzyjne, SVM i wiele innych.

=T h — \ +-~ 1, 3 .‘ va l=v B
Po uczeniu (adaptacji) takich modeli
dane uczace moga zostac usuniete,
Dohiewaz proces kiasyfikacji

Wykorzystuje tylko utworzony mode
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Klasyfikatory K Najblizszych Sgsiadéw (KNN) ©
Do ktorej klasy nalezy gwiazdka: , trojkatow lub kwadratow?
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Klasyfikatory K Najblizszych Sgsiadéw (KNN) %

Zestaw wzorcéw uczacych (treningowych) sktada sie z zestawu par (x%, y*), gdzie:

x' = |1, ... x} | jest wektorem wejéciowym definiujacym obiekty (zwykle w postaci wektora
lub macierzy), y* to przewidywana / pozadana wartoS¢ wyjSciowa, np. indeks lub nazwa klasy,
do ktorej nalezy x*.

Na rysunku mamy obiekty nalezgce do trzech klas: , trojkatow i kwadratow.
Gwiazdka to obiekt, ktory chcemy sklasyfikowac, tj. przypisac go do jednej z istniejacych klas.
Do ktorej klasy nalezy gwiazdka: , trojkatow czy kwadratow? Co nam podpowiada intuicja?

Na przyktad, mozna zbadac¢ odlegtos¢ gwiazdki od innych obiektow, dla ktorych klasa jest znana,
uzywajac jednej ze znanych metryk, np. odlegtosci Euklidesa:

| na tej podstawie okresl

klase gwiazaki.
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Klasyfikatory K Najblizszych Sgsiadow (KNN) %

Klasyczny algorytm K Najblizszych Sasiadéw ma za zadnie znalez¢ k sagsiadow, do ktorych
klasyfikowane obiekty sg najblizsze dla wybranej metryki (np. Euklidesa), a nastepnie okresla
wynik Klasyfikacji na podstawie wiekszosci gtosow tych najblizszych k sagsiadow, biorgc pod
uwage, ktora klasa jest reprezentowana najwieksza liczbe razy w grupie k najblizszych sgsiadow.
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Regiony Przyciggania Klasyfikatorow KNN Y

Diagramy Voronoi s3 stosowane do ilustracji obszar6w przyciggania do najblizszych obiektow
w przestrzeni danych wejsciowych:
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Regiony Przyciggania Klasyfikatorow KNN ¥
Algorytm K Najblizszych Sgsiadow daje rézne wyniki w zaleznosSci od wyboru parametru K.
Obszary przyciggania determinujg wyniki klasyfikacji.

Wieksze wartosci K pozwalaja na otrzymanie bardziej wygtadzonych obszarow przyciagania,
usuwajg szum i artefakty (mogg zapewnic lepsze uogolnienie (generalizacje)), ale rowniez
prowadzg do btednej klasyfikacji odosobnionych poprawnych wzorcow.

K=15
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Jak wybrac¢ K? 2
Jesli wybierzemy K = N, gdzie N jest iloscig wszystkich wzorcow (obiektow) uczacych,
wtedy wynik Kklasyfikacji bedzie tylko zalezny od najbardziej licznie reprezentowanej klasy:
Btad uczenia jest zawsze rowny 0 dlaK = 1,

nie oznacza to jednak zawsze najlepszego
uogolnienia (generalizacji).

UCZENIA
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Wariacje metody KNN ©

Metoda K Najblizszych Sgsiadow z wazeniem gtosow w zaleznosci od odleglosci sagsiadow

bierze pod uwage gtosy dotyczace klasyfikowanego wzorca z wagg zalezng od odlegtosci kazdego
z najblizszych sgsiadow do tego wzorca. Odlegtos¢ wyznaczamy zgodnie z przyjeta metryka.

W zwigzku z tym, najblizsi sgsiedzi beda mieli mocniejszy gtos (wiekszy wptyw) na wynik
Kklasyfikacji.
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Wady klasyfikator6w KNN ©

sg odporne na zaszumione dane treningowe i bardzo tatwe
do wdrozZenia, ale s3:

poniewaz nie tworza modelu obliczeniowego,

poniewaz wymagaja obliczenia odlegtosci do
wszystkich wzorcow uczacych (ktorych moze by¢ bardzo duzo), co daje liniowy
koszt obliczeniowy w stosunku do wielkosci zbioru danych uczacych.

» Metoda
reprezentacji wzorow roznych Kklas.

o
-

stosowane do probéw u
Big Data!
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Po co przechowywac dane w tabelach? %

W informatyce zwykle korzystamy z tabel do przechowywania, organizacji

i zarzadzania danymi: ATTRIBUTES

OBJECTS | LENGTH | WIDTH | LENGTH | WIDTH | LABEL
| 01 | 54 | 30 | 45 | 15 |Versicolor
| 02 | 63 | 33 | 47 | 16 |Versicolor

| 03 | 60 | 27 | 51 | 16 |Versicolor

| 04 | 67 | 30 | 50 | 17 |Versicolor
| 05 | 60 | 22 | 50 | 15 |Virginica
| 06 | 59 | 32 | 48 | 18 |Versicolor
| 07 | 60 | 30 | 48 | 18 | Virginica
| 08 | 57 | 25 | 50 | 20 |Virginica
| 09 | 65 | 32 | 51 | 20 |virginica_
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Duzy
problem?
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Mozliwo$¢ wykorzystania struktur asocjacyjnych %

mozna tatwo i szybko
utworzy¢ dla dowolnych danych i umozliwic:

» Zwiekszenie wydajnosci obliczeniowej klasyfikacji KNN zazwyczaj dziesiatki lub setki
razy w porownaniu z klasycznymi podejSciami KNN.

» Przeksztatcanie klasyfikatorow KNN na klasyfikatory KNN + AGDS.
» Definiowanie wydajnego modelu obliczeniowego dla KNN.

» Agregowanie duplikatow wartosci definiujgcych wzorce uczace i ich inteligentne
definiowanie wartosci atrybutow, oszczedzanie czasu i pamieci.

» Unikanie przegladania wszystkich danych treningowych podczas klasyfikaciji.

» Znajdowanie k najblizszych sgsiadow A , poniewaz sasiedzi sg
- przeszukiwani lokalnie tylko w na; s)"‘/s'/ym sgsiedztwie.

Uczynienie KNN odpowiednim i wydajnym do klasyfikacji Big Data!

o Bl(a

Dl“[\
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Asocjacyjne Grafowe Struktury Danych (AGDS)

AGDS 13cz3 powigzane dane réznego rodzaju poziomo i pionowo:

ATTRIBUTES

SAMPLE SEPAL CLASS
OBJECTS | LENGTH | WIDTH |LENGTH | WIDTH | LABEL
01 5.4 3.0 4.5 1.5 |Versicolor
02 6.3 33 4.7 1.6 |Versicolor
03 6.0 2.7 5.1 1.6  |Versicolor
icolor

color

04 6.7 3.0 5.0 1.7 |Vers

05 6.0 2.2 5.0 1.5 | Virginica
06 5.9 3.2 4.8 1.8 |Versi

07 6.0 3.0 4.8 1.8 | Virginica
08 5.7 2.5 5.0 2.0 | Virginica
09 6.5 3.2 5.1 2.0 | Virginica

Inspirowane
mozgiem

AGDS
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KNNy wykorzystujace struktury AGDS %

Wyszukiwanie jest ograniczone do niewielkiego regionu, w ktorym znajdujg sie sasiedzi:

“ Struktura AGDS utworzona

dla dwoch wybranych atrybutow
| 100 probek treningowych
danych Iris

KNN wyszukuje
najblizszych
sgsiadow lokalnie
w sgsiedztwie
klasyfikowane]
probki
Mozemy zaoszczedzic

duzo czasu
obliczeniowego dzieki

- ] | stworzonym
&mw S = RS R S R S powiagzaniom w AGDS!

100 wartosci reprezentowanych przez 22 wezty wartosci!
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Przyspieszenie klasyfikatora KNN dzieki zastosowaniu struktur AGDS
OFEAO

Rank table
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Rank table
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Przyspieszenie klasyfikatora KNN dzieki zastosowaniu struktur AGDS
OFEAO

Rank table

de(x,y) = X G —y)? (D)
A (6, 9) =3 lxi =yl ()

de(x,y) = 0.45
dm(x,y) = 0.60




Przyspieszenie klasyfikatora KNN dzieki zastosowaniu struktur AGDS
OFEAO
Rank table Fami

d,(x,y) + T, —y)? (D)
(6 Y) =30y [ =y (@)
|

do(x,y) £0.45
dm(x,y} = 0.60




Przyspieszenie klasyfikatora KNN dzieki zastosowaniu struktur AGDS
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Rank table
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A (6, 9) =3 lxi =yl ()

d,(x,y) = 0.45
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Przyspieszenie klasyfikatora KNN dzieki zastosowaniu struktur AGDS

[ 52 o]
Rank table i
1. (0] 0.45 k=3 2.5; 4.8; 1.6]
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Przyspieszenie klasyfikatora KNN dzieki zastosowaniu struktur AGDS
[E]ziE 5]

Rank table

1. (@) 0.45 G |

2. 0.47 [esima) NAJBLIZSZYCH

——— SASIADOW
3. () 048G °

SAMPLE | SEPAL PETAL CLASS

OBIJECTS | LENGTH LENGTH LABEL
01 5.4 . 4.5 . Versicolor
02 6.3 . 4.7 i Versicolor
03 6.0 . 5.1 i Versicolo
04 6.7 . 5.0 . Versicolor
05 6.0 . 5.0 . Virginica
06 5.9 . 4.8 i Versicolor
o7 6.0 . 4.8 : Virginica

08 5.7 I 5.0 ! Virginica 271 5.11 SAHAslH

09 6.5 . 5.1 : Virginica




Porownanie Wynikow i Wydajnosci
Efektywnos¢ czasowa:

Table 2. Comparison of classification time using kNN and kNN+AGDS.

Number Number kNN KNN+AGDS kNN+AGDS
of of classification classification construction
instances  attributes time [ms time [ms time [ms]

Iris 150
Banknote 1372
HTRU2 17898
Shuttle 43500

Credit Card 30000
Skin 245057

Drive 58509
HEPMASS 1048576
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Porownanie Wynikow i Wydajnosci

Wydajnos¢ czasowa jako funkcja liczby instancji i atrybutow:

—8—kNN —e—kNN+AGDS

P
[e—

)
E
Q
=
o
C
9
3ed
L)
]
=
0
7
L.
(¥

0,01
600 6000 60000 600000 6000000
number of instances * number of attributes

Fig. 2. Classification time as a function of the number of the instances multiplied by
the number of attributes, 1.e. the number of data stored in the training data tables.
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Porownanie Wynikow i Wydajnosci

Efektywnos¢ pamieciowa algorytmu:

1.00
- I I I I
0.00 I

Iris Banknote HTRU2  Shuttle Credit Card  Skin Drive HEPMASS

Fig. 3. Memory usage ratio of using AGDS structures to arrays for various training data.
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Podsumowanie i Wazne Uwagi

v" Struktury AGDS zapewniaja szybki dostep do wartos$ci sgsiednich
i podobnych obiektow ze wzgledu na agregacje i uporzadkowanie
wszystKkich wartosci jednoczes$nie dla wszystkich atrybutow.

v" AGDS przechowuje dane wraz z najbardziej powszechnymi
relacjami pionowymi i poziomymi, wiec nie ma potrzeby
zapetlania i poszukiwania tych relacji marnujac zasoby:.

v Typowe operacje na strukturach AGDS przyjmuja czas
logarytmiczny O(log) wyznaczony wzgledem liczby unikalnych
wartosci atrybutdw, lecz oczekiwana ztozono$¢ dla rzeczywistych
danych zawierajacych wiele duplikatow jest zwykle stata 0(1).

v" Wydajnos¢ prezentowanego algorytmu klasyfikacji stosujacego
struktury AGDS rosnie wraz z iloscig danych szkoleniowych
w pordéwnaniu z klasycznymi algorytmami KNN.
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Algorytm, pseudokod ... mozna znalez¢ w artykule naukowym

FindNextClosest (val)
if (valueNodeLessClosest == null) and (valueNodeGreaterClosest == null)
then

valuelNodelessClosest = BinSearchEqualOrLess (val)

Associative Graph Data Structures Used for £ (valueodelosaCiosear — mull)

then wvalueNodeGreaterClosest = First
Acceleration of K Nearest Neighbor Classifiers return valueNodeGreaterClosest
else if (valuelNodelessClosest.Val == wal)
then wvalueNodeGreaterClosest = walueNodeLessClosest
return valueNodeGreaterClosest
Adfian HOTZ}’k(E)® and KFZ}’SZlOf GO}dOH@ else if (valueNodelessClosest.IsNotMax)
then valueNodeGreaterClosest = valueNodeLessClosest.Next
AGH University of Science and TBChHOIOgy, KI'EJJ(DW., Poland if (val-valueNodelessClosest.Val < valueNodeGreaterClosest.Val-
horzyk@agh. edu. pl, krzysztofgoldon@gmail. com val)
then return valueNodelessClosest
else return valueNodeGreaterClosest
else valueNodeGreaterClosest = null

Abstract. This paper introduces a new associative approach for significant
return valueNodeLessClosest

acceleration of k Nearest Neighbor classifiers (kNN). The kNN classifier is a
lazy method, i.e. it does not create a computational model, so it is inefficient
during classification using big training data sets because it requires going then valueNodeLessClosest — valueNodeLessClosest.Prew

through all training patterns when classifying each sample. In this paper, we else if (valueNodeGreaterClosest.IsNotMax)

propose to use Associative Graph Data Structures (AGDS) as an efficient model then valueNodeGreaterClosest = valueNodeGreaterClosest.Next
for storing training patterns and their relations, allowing for fast access o nearest else return null

else if (val - wvalueNodelessClosest.Val < valueNodeGreaterClosest.Val - wval)

then if (valueNodelessClosest.IsNotMin)

if (valueNodeGreaterClosest.IsNotMax)

neighbors during classification made by kNNs. Hence, the AGDS significantly
accelerates the classification made by kNNs, especially for large and huge
training datasets. In this paper, we introduce an Associative Acceleration
Algorithm and demonstrate how it works on this associative structure sub- lee return null

stantially reducing the number of checked pattems and quickly selecting k (£ (val - valeeodemessCloneat Vel < velueNodeGresterlosnst vl  val
nearest neighbors for kNNs. The presented approach was compared to classic then return valueNodeLessClosest

kNN approaches SUCCBSSfUHy. else return valueNodeGreaterClosest

then wvalueNodeGreaterClosest = valuelNodeGreaterClosest.Next
else if (valueNodelessClosest.IsNotMin)

then wvalueNodelessClosest = valueNodelessClosest. Prev
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