ll

AGH

AKADEMIA GORNICZO-HUTNICZA IM. STANISLAWA STASZICA W KRAKOWIE

WYDZIAL ELEKTROTECHNIKI, AUTOMATYKI,
INFORMATYKI | INZYNIERII BIOMEDYCZNEJ

KATEDRA AUTOMATYKI I INZYNIERII BIOMEDYCZNEJ

Praca dyplomowa magisterska

Porownanie szybkosci jezyka zapytan SQL z inteligentnym
asocjacyjnym wyszukiwaniem danych wykorzystujgcym asocjacyjne
grafowe struktury danych AGDS

Performance comparison between SQL and intelligent associative
data search using associative graph data structures AGDS.

Autor: Kamil Makarowski
Kierunek studiow: Automatyka i Robotyka
Opiekun pracy: dr hab. Adrian Horzyk

Krakow, 2017



Uprzedzony o odpowiedzialnosci karnej na podstawie art. 115 ust. 1 i 2 ustawy z
dnia 4 lutego 1994 r. o prawie autorskim i prawach pokrewnych (tj. Dz.U. z 2006 r. Nr 90,
poz. 631 z pozn. zm.): ,,Kto przywlaszcza sobie autorstwo albo wprowadza w blgd co do
autorstwa catosci lub czesci cudzego utworu albo artystycznego wykonania, podlega
grzywnie, karze ograniczenia wolnosci albo pozbawienia wolnosci do lat 3. Tej samej karze
podlega, kto rozpowszechnia bez podania nazwiska lub pseudonimu tworcy cudzy utwor
w wersji oryginalnej albo w postaci opracowania, artystyczne wykonanie albo publicznie
znieksztatca taki utwor, artystyczne wykonanie, fonogram, wideogram lub nadanie.”, a
tak ze uprzedzony o odpowiedzialnosci dyscyplinarnej na podstawie art. 211 ust. I ustawy z
dnia 27 lipca 2005 r. Prawo o szkolnictwie wyzszym (t.j. Dz. U. z 2012 r. poz. 572, z pozn.
zm.)
,,Za naruszenie przepisow obowiqzujgcych w uczelni oraz za czyny uchybiajgce godnosci
studenta student ponosi odpowiedzialnosé dyscyplinarng przed komisjq dyscyplinarng albo
przed sqdem kolezenskim samorzgdu studenckiego, zwanym dalej ,,sqdem kolezenskim”,
oswiadczam, ze niniejszq prace dyplomowq wykonatem(-am) osobiscie i samodzielnie i ze

nie korzystatem(-am) ze zrodet innych niz wymienione w pracy.

Podpis dyplomanta



Spis tresci

Wykaz wazni€jSZYCh OZNACZEN .......covviiiiiiii ittt 4
T T (o PSPPSRI 5
I I =] I - Ty YU PO SOUPPPRS 5

1.2, WPIOWAAZENIE. .....eeeveeieeie ettt eite st e ste et et e e s e teesteeeeaneessaeseeeneesreensenneesneesees 5

1,30 PN PIACY ..ttt bbbt bbbt 6

2. Model relacyjnych baz danyCh ... 8
2.1. Cechy i budowa bazy danyCh.........c.ccoiiiiiiii e 8

2.2. Klucze i relacje w modelu relacyjnych baz danych ... 10

2.3. POStaci NOrMAING DAZY .......ceeiviiiieiie et 14
2.3.2.Druga postad NOTMAING........ccuviiiiiiiiiie i 16
2.3.3.Trzecia postaC NOrmMalNa...........ccoveiiiiiiiiiieic e 17
2.3.4.Posta¢ normalna Boyce’a-Codda (BCNF) ........ccccooviiieiiiiiiie e 18
2.3.5.Czwarta postaC NOTMAING ........ccoiviiiiiiieiiiieiieie e 19
2.3.6.Pigta postac normalna............ccoeoveiiiiiiiiieie e 19

3. Sztuczne systemy SKOJArZENIOWE ASS .........cooiiiiiiiieiie et 23
3.1. Wprowadzenie teOrELYCZINE .......ccveiveiieeeecieesie ettt sre e 24

3.2. RelaC]8 @SOCIACYJNE ...c.viiiiiiiieiieiee et sb bbb 25

3.3. Grafowa asocjacyjna struktura danych AGDS..........cccciiiiiiiiniee e 27

3.3 L. DEIINICIA . ...evieie e e 27
3.3.2.Przeksztalcenie RDBMS na AGDS .......cooiiiiiiiiii e 29

3.4. B-Drzewa, jako metoda optymalizacji AGDS .........c.ccocoiiiiniiieiieees 36
3.4.1.B-Drzewa, a inne struktury drzewiaste ...........cccceeveeiverieiie i 36

I ) 10 o] T WSSO 37
3.4.3.0peracje Na B-DrzeWach ..........ccccoviiiiiiiiie e 38

3.5. AVB Drzewa rozszerzeniem B-DIZEW ..........cccceverereieiienieieienie e e 41
3.5.1.0peracje Na AVB DIZEWACK ........ccccveiieiiiieie e 42
3.5.2.AVB Drzewa W Strukturze AGDS .........cccooiiiiiieiie e e 43

3.6. Gleboki asocjacyjny graf neuronowy (DASNG) .....cccovvviiiiiiiiiiiciicee 43

O 1101 0] [T =T g1 v U] - SRS 45
4.1, Warstwa anYCh .........oouiiiiiiiiiece e s 45

4.2, Struktura Grafowa AGDS .........couiiiiiiii e 49

e B e [ £]=] (1 SR 54

9. Opracowani€ WYNIKOW .........ccociuiiiiiiiiiiieie e 56
5.1, INSTANCIA TESTOWE ....ecuvieiiie ettt rbe et e e nre e saee e 56

5.2. Czas budowania grafu AGDS ... 57

5.3. Czas budowania grafu AGDS ...t 58

6. POUSUMOWANIE ... ..ottt ettt sttt et sb e be st st e s aeenbeeneenres 66
7. BiDHOGrafia....cc.ccoveiieece e s 68



Wykaz wazniejszych oznaczen

AGDS (ang. Associative Graph Data Structure) — Asocjacyjna Grafowa Struktura Danych
DBMS (ang. Database Management System) — System Zarzadzania Bazg Danych

BCNF (ang. Boyce-Codd Normal Form) — Posta¢ normalna Boyce’a-Codda

SZBD — System zarzadzania baza danych

DDL — (ang. Data Definition Language) — Jezyk definicji danych

DML - (ang. Data Manipulation Language) — Jezyk manipulowania danymi

DQL — (ang. Data Query Language) — Jezyk formutowania zapytan baz danych

DCL — (ang. Data Control Language) — Jezyk kontroli danych

CRUD - (ang Create-Read-Update-Delete) — Podstawowe funkcje aplikacji korzystajacych
z pamigci trwatych

SQL (ang. Structured Query Language) — Strukturalny jezyk zapytan

RBO (ang. Rules-Based Optimization) — Optymalizator oparty na regutach

CBO (ang. Cost-Based Optimization) — Optymalizator oparty na kosztach

AVB Tree (ang. Aggregated-Values B-Tree) — Drzewo agregujace wartosci

NF (ang. Normalized Form) Posta¢ znormalizowana bazy danych

BAS (ang. Biological Associative System) — Biologiczny system skojarzeniowy

AAS (ang. Artificial Associative System) — Sztuczny system skojarzeniowy

AANG (ang. Active Associative Neural Graph) — Aktywny asocjacyjny graf neuronowy
BST (ang. Binary Search Tree) — Binarne drzewo poszukiwan

RBT (ang. Red-Black Tree) — Drzewo czerwono-czarne



1. Wstep

1.1. Cel pracy

Celem pracy jest przeprowadzenie analizy poréwnawczej jezyka zapytan SQL
pomiedzy relacyjng baza danych, a asocjacyjnymi grafowymi strukturami danych
AGDS. Zostanie wykonana implementacja asocjacyjnego modelu danych, do ktoérego
transformowane beda struktury tabelaryczne. Zakres pracy obejmuje porownanie
szybkos$ci dziatania operacji na tych strukturach, wraz z analizg oraz wyprowadzeniem
wynikéw odno$nie ztozono$ci obliczeniowej. Zaprojektowany system ma za zadanie
obstugiwac¢ wigkszo$¢ polecen zaimplementowanych w jezyku SQL ze szczegblnym
naciskiem na taczenie. Oprocz ogbélnego pordwnania szybko$ci przeprowadzona
rowniez zostanie analiza wewngtrznej struktury oraz zalet wykorzystania struktur
drzewiastych i grafowych.

1.2. Wprowadzenie

W dzisiejszych czasach Big Data daje $wiatu nieograniczone mozliwosci
we wszystkich branzach od opieki zdrowotnej, po finanse czy produkcje. Obecnie,
kazde urzadzenie podtaczone do Internetu generuje ogromne ilosci danych, ktore niosa
ze sobg niekiedy wazng informacj¢. Nieustanne zmiany w technologii i Big Data
powoduja, ze wszystkie firmy, agencje rzadowe starajg si¢ przetwarza¢ jak najwigcej
istotnych danych w jak najkrotszym czasie. We wspotczesnych systemach
komputerowych, ktore sg obecnie jedng z najszybciej rozwijajacych si¢ branz
na §wiecie, wykorzystywane sa nowe materialy oraz powstaja nowe rodzaje pamigci,
aby tylko zwigkszy¢ predkos¢ przetwarzania. Od dawna procesory sa wielordzeniowe,
przy czym w tym wypadku czesciowo zrezygnowano z doktadania kolejnych rdzeni
do procesora ze wzgledu na niewspdtmierne korzySci w stosunku do kosztéw. Od
dawna na rynku figuruja juz uktady FPGA, ktore pozwalaja na zréwnoleglenie
obliczen. Przy potaczeniu uktadow CPU i GPU mozliwe jest wykonywanie
skomplikowanych operacji w krotszym czasie dzigki przetwarzaniu glownego
programu w CPU i zrownoleglenie czesci obliczen w GPU [1]. Dodatkowo rozwijane
jest oprogramowanie informatyczne, ktore pozwala efektywniej przyjmowac i
przetwarza¢ dane. Dzigki zastosowaniu modelu relacyjnego i nowoczesnych jezykow
programowania systemy sa coraz lepiej skalowalne, a dzigki skomplikowanym
algorytmom optymalizacyjnym potrafiag zapamietywac i odtwarza¢ podobne operacje.

Niestety, nawet pomimo tak szybkiego rozwoju technologii niemozliwe jest
optymalne analizowanie tak ogromnych porcji danych, ktorych wcigz przybywa.
Obecnie jedyng ,,maszyna”, ktora potrafi przetworzy¢ tak ogromng ilo$¢ jednoczes$nie
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przychodzacych danych jest mozg ludzki. Naukowcy od dawna prowadzg badania nad
nim oraz zagadnieniami sztucznej inteligencji, ktora umozliwitaby komputerom
reakcje na nadchodzace bodzce, jak rowniez automatyzacje procesow, ktore obecnie
sg niemozliwe do wykonania na komputerach ze wzgledu na zbyt wysokg ztozonos¢
obliczeniowg istniejacych algorytmow. Wiele zagadnien zwigzanych z biologiczng
budowa moézgu jest jeszcze nieznanych, co uniemozliwia pelne odtworzenie
inteligentnej sieci neuronowej [1][2].

Niniejsza praca dotyczy niewielkiej czgéci zwigzanej z zagadnieniem sztucznej
inteligencji, jaka sa sztuczne systemy skojarzeniowe. Skupiono si¢ w niej
na pasywnych asocjacyjnych strukturach grafowych, ktéore umozliwiajg szybkie
przetwarzanie i przeszukiwanie skomplikowanych zbioréow danych w postaci grafu.
Dokument przybliza czytelnikowi budowe¢ oraz cechy relacyjnych baz danych, ktore
s3 obecnie najpopularniejszg formag tgczenia i wigzania podobnych kontekstowo
zbioréw danych. Wprowadzono pojecia asocjacyjnosci oraz omoéwiono zagadnienie
sztucznych systemow skojarzeniowych, ktadac gléwny nacisk na wyszczegdlniong
w tytule strukture AGDS [1]. Przyblizono metody optymalizacji baz danych
I wykorzystywane algorytmy, jak B-Drzewa oraz AVB-Drzewa [2][7][8]. Zgodnie
z celem pracy wprowadzono czytelnika w zagadnienia jezyka SQL [11], a nastgpnie
przy pomocy wiasnorgcznie zaprojektowanego mechanizmu przetwarzania zapytan
poréwnano dziatanie obu struktur (AGDS i RDBMS) na wi¢kszej bazie danych.

1.3. Plan pracy

Praca zostata podzielona na cztery cz¢s$ci, z ktorych kazda kolejna ma swoje
odniesienie do poprzedniej. W pierwszym rozdziale omoéwiono obecny stan wiedzy
i kierunki rozwoju standardowych technologii obliczeniowych i Big Data [13] oraz
przyblizono czytelnikowi zagadnienie sztucznych systemow skojarzeniowych.

Drugi rozdzial przedstawia rozktad na czynniki modelu relacyjnego baz
danych. W pierwszej czgéci przyblizono temat baz danych i oméwiono podstawowe
jego sktadniki. Nastepnie przedstawiono podstawe systemu relacyjnego, jaka sa
postacie normalne i relacje. Uzytkownik na rzeczywistym przyktadzie dowiaduyje sig,
w jaki sposOb przebiega proces przeksztalcania pojedynczej skomplikowanej tabeli
do postaci relacyjnej [11][12]. Na koniec przedstawiono dwa glowne sposoby
przetwarzania zapytan SQL — RBO i1 CBO oraz omdéwiono rdéznice wystepujace
pomigdzy nimi [17][18][19].

W trzecim rozdziale omowione zostato zagadnienie sztucznych systemow
skojarzeniowych, ktore w niniejszej pracy zostanie poroOwnane z RDBMS.
W pierwszej czegsci rozdziatu czytelnik zostaje zaznajomiony z pojeciami zwigzanymi
ze sztuczng inteligencjg, rodzajami relacji pomigdzy poszczegodlnymi czgsciami grafu,
a nastepnie wprowadzone zostanie pojecie struktury AGDS, ktdra jest gtdowng czgscig
pracy magisterskiej. Oprocz definicji i cech AGDS zostanie przeprowadzony pelny
proces przetworzenia rzeczywistej relacyjnej bazy danych. Nastgpnie wprowadzona
zostanie jedna z najpopularniejszych struktur wykorzystywana do optymalizacji baz
danych, jaka sg B-Drzewa [7], a nastepnie opisany zostanie sposob ich wstrzyknigcia



do grafu. Kolejng oméwiong strukturg bedg AVB drzewa, ktore sg rozszerzeniem B-
Drzew ze specjalnym zastosowaniem do omawianych w niniejszej pracy struktur
grafowych. W podsumowaniu zaprezentowany zostanie gldéwny kierunek rozwoju
grafow AGDS poprzez przeksztatcenie ich do struktury DASNG [1][2].

Rozdzial czwarty rozpocznie czg$¢ praktyczng pracy, jaka jest rzeczywista
implementacja 1 pozniejsze poréwnanie obu struktur. Omoéwiona zostanie warstwa
danych wraz z dostawcg bazy danych, ktory umozliwi zunifikowanie potaczenia do
jednego miejsca w aplikacji. Przedstawione zostang decyzje projektowe oraz sposob
implementacji kluczowych cze$ci systemu [9][10]. Na koniec przedstawiony zostat
parser jezyka SQL, ktory umozliwi jednoczesne przeprowadzenie testow obu
platform.

Pigty rozdziat zawiera wyniki 1 pordéwnania. Zawarto w nim rdznice
W sposobie przetwarzania i wyswietlania danych. Przeprowadzono badania oparte na
zwyklych zapytaniach, jak rowniez zlaczeniach. Przeprowadzono wiele testow na tej
samej probce danych, aby zaobserwowal szybko§¢ zmniejszania si¢ czasu
przetwarzania w RDBMS ze wzgledu na mechanizm cache’u oraz wyeliminowac
ewentualne odchylenia [14].

W ostatnim rozdziale zawarte zostalo podsumowanie wraz omdéwieniem
dalszych mozliwych kierunkéw rozwoju prac, jak rowniez omdéwiono problemy, ktore
napotkano podczas implementacji. Szczegolnie zostal oméwiony kierunek dalszych
badan, ktory posiada nieograniczone mozliwosci ze wzgledu na roéznorodnosé
algorytméw dostgpu do danych.



2. Model relacyjnych baz danych

Baza danych nazywamy zbidr uporzadkowanych danych, z ktérych kazda niesie
pewna informacje¢ o otaczajagcym Swiecie. Bazag danych w §wiecie wirtualnym jest analogia
do zbioru dokumentéow w formie papierowej. Niniejszy rozdzial dotyczyé¢ bedzie baz
danych w ujeciu informatycznym.

Definicja 2.1.

,,Baza danych jest tematycznie wyodrebnionym, logicznie zintegrowanym i odpowiednio
uporzqdkowanym oraz utrwalonym zbiorem danych.”[11]

Do zarzadzania baza danych stuzy specjalnie przystosowane do tego celu
oprogramowanie komputerowe zwane systemem zarzadzania bazg danych SZBD — DBMS
Database Management System. Wigkszo$¢ obecnie wykorzystywanych SZBD dziata na
zasadzie relacji klient-serwer. Polega ona na podziale zadan w zalezno$ci od
przydzielonych rol. Dane przechowywane sg na serwerze, ktory jest odpytywany przez
klientow. Do najpopularniejszych systemow nalezg obecnie [12]:

e Microsoft SQL Server
e MySQL

e Oracle

e Postgre SQL

2.1. Cechy i budowa bazy danych

Kazdy z przedstawionych powyzej systeméw powinien realizowaé nastgpujace
funkcjonalnosci [ 11][15]:

e Jezyk definiowania danych (DDL) — pozwala uzytkownikowi wykonywanie
podstawowych operacji (usuwanie, modyfikowanie, dodawanie) na strukturach
danych oraz bazach danych;

e Jezyk manipulowania danymi (DML) — umozliwia przeprowadzanie operacji
na danych zgodnie z zasada CRUD (Create-Read-Update-Delete). Jego
gldownym zastosowaniem jest manipulacja danymi;

e Jezyk kontroli danych (DCL) — wykorzystywany jest do ustawiania autoryzacji
dostepu do danych;

e Zapewnia spOjno$¢ bazy danych, umozliwia jej odtworzenie w przypadku
awarii sprzgtowej, gwarantuje bezpieczenstwo danych;



Gwarantuje jednoczesny dostep do danych w przypadku uzytkowania bazy
przez wielu uzytkownikéw poprzez mechanizm transakcji;

Umozliwia gromadzenie duzych ilo$ci danych;

Udostepnia wiele interfejsow do obstugi bazy danych.

Wraz z rozwojem systemow bazodanowych 1 stale rosngcg liczba

przechowywanych danych rozpoczeto prace nad réoznymi modelami bazodanowymi,

ktore

umozliwiatyby  efektywniejszy 1  szybszy dostep do  danych.

Do najpopularniejszych obecnie wykorzystywanych nalezg:

kartotekowa baza danych,

bazy relacyjne,

hierarchiczny model baz danych,
bazy obiektowe,

nierelacyjne bazy danych (NoSQL).

Niniejsze opracowanie dotyczy¢ bedzie w gldwnej mierze modelu relacyjnych

baz danych, ktory jest obecnie najbardziej rozpowszechnionym i wykorzystywanym
modelem. Podstawa relacyjnych baz danych jest teoria relacyjna. Za jej tworce
| prekursora uwaza si¢ Franka Edgara Codda, ktory przedstawil swoja prace w 1970
roku [11]. Z relacyjnym modelem baz danych $cisle zwigzana jest nomenklatura
podstawowych poje¢ wykorzystywanych na kazdym etapie projektowania. Ponizej

przedstawiono opis poszczegdlnych obiektow w rdéznych terminologiach zwigzanych
z bazami danych (Tabela 2.1).

Tabela 2.1. Nomenklatura obiektow bazodanowych

Teoria relacyjna Model ER Relacyjne bazy | Aplikacja
Relacja Encja Tabela Klasa
Krotka Instancja Wiersz Rekord
Atrybut Atrybut Kolumna Pole

Dziedzina Dziedzina Typ danych -

Ponizej szczegbtowo opisano elementy modelu relacyjnego [12][15]:

Tabela (encja, klasa obiektow) — jest to podstawowa struktura wystepujaca
W bazach danych, ktora stuzy do modelowania niezaleznych od siebie
obiektow. Kazda tabela powinna zawiera¢ jedynie dane, ktérych dotyczy.
W zwigzku z tym rekordy zawarte w tabeli powinny by¢ jednorodne, co do
typu obiektu, ktorego dotycza.
Wiersz (rekord, krotka) — rekordem nazywamy obiekt, ktory opisany jest
wszystkimi atrybutami w obrebie danej relacji. Kazda tabela sklada si¢ ze
zbioru wierszy, ktory zgodnie z teorig baz danych jest nieuporzadkowany.
Kazdy wiersz musi by¢ natomiast unikalny w stosunku do reszty zbioru. Ma to
uzasadnienie w przypadku checi zmodyfikowania jednego z nich.
Kolumna (Atrybut) — Kazda tabela opisana jest przez zbior kolumn S$cisle
opisujacych cechy obiektow nalezacych do zbioru. Kazdy z atrybutow
okres$lony jest przez typ danych, ktory musi by¢ spetniony przy wypeknianiu
9



wiersza danymi. Nazwa kolumny musi by¢ unikatowa w skali tabeli, aby silnik
bazodanowy modgl jednoznacznie odwota¢ si¢ do okre§lonego atrybutu.
Kolejnos¢ kolumn w tabeli jest bez znaczenia i1 to od uzytkownika zalezy ich
uporzadkowanie (w wigkszosci systemoéw domyslng kolejnos$cig jest czas
dodania kolumny do tabeli).

2.2. Klucze i relacje w modelu relacyjnych baz danych

10

Z pojedynczym rekordami w tabeli $ciSle zwigzany jest unikalny identyfikator
pozwalajacy na jednoznaczne rozrdznienie poszczegdlnych wierszy. W terminologii
baz danych przyje¢to nazwe klucza. Rozréznia sig kilka ich rodzajow, z ktorych kazdy
ma swoje zastosowanie w wykonywanych na rekordach operacjach. Przed kluczami
stawiane sg ograniczenia, ktore wymagaja, aby kolumna/kolumny bedace kluczami
posiadaty unikatowe warto$ci pozwalajace na jednoznaczng identyfikacje oraz,
aby wartosci w nich przechowywane byly atomowe (niepodzielne). Klucze mozna
podzieli¢ na dwa gtowne rodzaje:

e klucze proste — sktadajace sie z pojedynczej kolumny, zawierajacej tylko
unikatowe wartos$ci;
e Klucze ztozone — sktadajace si¢ z wigcej niz jednej kolumny.

Wedtug przyjetej nomenklatury kolumny, ktére wchodza w sklad kluczy
nazywa si¢ atrybutami podstawowymi, natomiast pozostate kolumny nazywane sg
atrybutami opisowymi [16]. Znajomos¢ pojecia klucza jest niezbedne do odpytywania
bazy danych, gdzie dane pochodzg z wielu r6znych tabel.

Ponizej opisane zostaly rodzaje Kkluczy, ktore znajduja zastosowanie
w relacyjnych bazach danych [12]:

e Superklucz — superkluczem nazywamy dowolny zbior atrybutow, ktory moze
jednoznacznie identyfikowaé wiersz w tabeli. Kazda tabela moze zawierac
wiele takich kluczy, a jednym ze szczegdlnych przypadkow superklucza jest
klucz sktadajacy si¢ ze wszystkich atrybutow tabeli.

e Klucz kandydujacy — ten rodzaj klucza wystepuje, jako zatozenie teoretyczne.
Jest to jeden z superkluczy, ktory brany jest pod uwage przez projektanta bazy
danych jako przyszty klucz gtowny.

e Klucz podstawowy (klucz gtowny) — jest to najpopularniejszy i najwazniejszy
rodzaj klucza w teorii baz danych. Jest to wybrany przez projektanta bazy
danych klucz bedacy jednym z kluczy kandydujacych, ktory ostatecznie
bedzie identyfikatorem pojedynczego rekordu w tabeli. W pracy z obiektami,
ktéore maja odniesienie w rzeczywistosci, mozna rozréznia¢ pojecie klucza
naturalnego oraz sztucznego. Kluczem naturalnym nazywamy identyfikator
wystepujacy w swiecie rzeczywistym, jak np. numer PESEL osoby lub numer
NIP firmy. Klucze sztucznym jest natomiast identyfikator wybrany przez
tworce lub bedacy po prostu inkrementowang liczbg calkowita. Kluczem
glownym moze by¢ kazdy zbiér kolumn, aby speilniony byl warunek o
jednoznacznej unikalno$ci zbioru kolumn tworzacych klucz.



e Klucz obcy — klucz obcy $cisle zwigzany jest z teorig relacyjnych baz danych.
Jest to zbidr atrybutow w tabeli bedacy jednoznacznym wskazaniem na klucz
gtéwny innej tabeli. Dlatego tez dobra praktyka jest, aby klucz glowny byt
mozliwie jak najkrétszy, co pozniej pozwala na przedstawienie go w innej
tabeli jako klucza obcego w mozliwie jak najkrotszej postaci. Zbior atrybutow
wybrany, jako klucz gtowny dba o to, aby w poszczegdlnych kolumnach
znajdowaty sie tylko te warto$ci, ktdre istnieja w tabeli docelowej, jako klucze
podstawowe. Nalezy pami¢taé, ze klucz obcy moze si¢ odnosi¢ do obiektow
nalezacych do tej samej tabeli. Oznacza to, Ze moze istnie¢ potaczenie
wezlow w obrebie tej samej warstwy, gdzie odniesieniem jest inny obiekt
reprezentowany w tej encji. Dobrym przyktadem jest zbidr uczniéw oraz ich
kolegéw z tawki, gdzie kluczem obcym bedzie identyfikator ucznia, ktory
siedzi z uczniem z tabeli zrodlowe;.

Faktura

¥ NrFaktury

f DataWystawienia
0o .
Klient _/_ NrKlienta
1

WartoscCatejFaktury
¥ NrKlienta

Nazwisko

Imie

Ulica
NrDomu
KodPocztowy
Miasto

Rys. 2.1 Klucz obey ID Klienta wraz z relacja (zrodto: opracowanie wasne)

Omowione powyzej zagadnienia sg $cisle zwigzane ze strukturg bazy danych
| tabeli. Opisana zostata budowa, a takze przedstawione zostaly pojecia kluczy
pozwalajace na identyfikowanie rekordow. Najwazniejszym pojeciem w teorii
relacyjnych baz danych jest relacja. Relacja nazywamy zwigzek pomigdzy dwoma
tabelami pozwalajacy na ptynne przechodzenie pomigedzy nimi. W przypadku teorii
relacyjnych baz danych wystepuje wiele skomplikowanych struktur jak np. teatralne,
obowigzkowe. W ponizszym rozdziale przedstawione zostang struktury
dwuargumentowe (binarne), taczace ze sobag dwie tabele. Rozrozniamy trzy glowne
rodzaje zwigzkow [11][12]:

e zwiazek 1:1 (jeden do jeden),
e zwigzek 1:N (jeden do wielu),
e zwiagzek N:M (wiele do wielu).

Ponizszy podrozdzial szczegbélowo opisuje przedstawione rodzaje zwigzkow
wraz z przyktadami pozwalajacymi na ich wyobrazenie.
e Zwiazek 1:1 (Jeden do Jeden)
Relacja 1:1 jest najczesciej relacjg rozszerzajaca, ktora dostarcza dodatkowych
informacji o obiekcie. Najlepszym przykladem jest tabela bedaca relacja

11
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gléwna, ktéra przechowuje osoby, natomiast relacjg pochodng jest tabela, ktora
przechowuje pracownikow. W tym wypadku zwigzek 1:1 jest zachowany,
poniewaz jeden pracownik nie moze by¢ dwiema osobami, natomiast jedna
0soba nie moze by¢ dwoma pracownikami. Model ten ma zastosowanie w
odczytywaniu rzadko uzywanych danych. Jes§li niektore dane sa rzadko
odpytywane to mozna je przenies¢ do osobnej tabeli i odpytywac tylko w razie
potrzeby na podstawie klucza obcego. Innym zastosowaniem jest dodatkowa
ochrona, ktéra pozwala na wydzielenie wrazliwych danych do innej tabeli
(zarobki pracownika) i zastosowanie wobec niej dodatkowych zabezpieczen
(szyfrowanie, czgstszy backup).

¥ D - ¥ o
Firma Imie
Nazwisko Nazwisko
Imie PESEL
Adres e-mail Rok Urodzenia
Tytut zawodowy Adres
Telefon stuzbowy ID Pracownika
Telefon domowy

Telefon komérkowy
Numer faksu

Adres

Miasto

Wojewodztwo

Kod pocztowy
Kraj/region

Strona sieci Web

v

Uwagi

Rys. 2.2 Relacja 1:1 Pracownicy-Osoby (zrédto: opracowanie wiasne)

Zwiazek 1:N (Jeden do Wielu)

Zwiazek jeden do wielu jest najczeéciej uzywang sposrod relacji. Pozwala na
zamodelowanie relacji rodzic-dziecko. Relacja ta pozwala na przyporzadkowanie
jednego obiektu do wielu innych. Jako przyktad mozna poda¢ klas¢ w szkole. Do
jednej klasy moze uczeszcza¢ wielu uczniéw natomiast uczen moze by¢ przypisany

tylko do jednej klasy.



Lamowienia
¥ o a ¥ ID zaméwienia -
Firma W '-\ ‘ ID pracownika
Nazwisko = ID klienta
Imie Data zaméwienia
Tytul zawodowy Data wystania
Telefon stuzbowy ID spedytora
Telefon domowy Nazwa wysytki
Telefon komérkowy Adres odbiorcy
Numer faksu Miasto odbiorcy
Adres Wojewdbdztwo odbiorcy
Miasto Kod pocztowy odbiorcy
Wojewédztwo Kraj/region odbiorcy
Kod pocztowy Optata za wysytke
Kraj/region Podatki
Strona sieci Web Typ ptatnosci
Uwagi b Data zaptaty
Uwagi
Stawka podatkowa
Stan podatku g
| ID stanu i

Rys. 2.3 Relacja 1:N (zrodto: opracowanie wiasne)

Zwiazek N:M (Wiele do Wielu)

Relacja ta jest rozszerzeniem relacji 1:N, poniewaz jest realizowana zawsze, jako
zkaczenie dwoéch takich operacji. Przy modelowaniu relacji N:M konieczne jest
dodanie trzeciej tabeli, bedacej tabelg tacznikowg. Przyktadem zastosowania takiej
relacji sg nauczyciele uczacy w szkole oraz przedmioty, do ktorych sg przypisani.
Wielu nauczycieli moze by¢ przypisanych do jednego przedmiotu oraz wiele
przedmiotéw moze by¢ prowadzonych przez jednego nauczyciela.

¥ 0 Al A
LR ieni.
Firma ‘ m D uprawnienia

Nazwa uprawnienia
Nazwisko ‘

Imig | ‘
Adres e-mail l

Tytut zawodowy ‘ ‘
Telefon stuzbowy ( ‘ . : I ‘ ‘
Telefon domowy 2 |
Telefon komorkowy % D pracownika ‘ J
Numer faksu ¥ 1D uprawnienia ;
Adres

Miasto
Wojewbdztwo
Kod pocztowy
Kraj/region
Strona sieci Web

Uwagi -

Rys. 2.4 Relacja N:M (zrédto: opracowanie whasne)

W relacyjnych bazach danych czgsto pojawia si¢ pojecie normalizacji
[11][12][15]. Jest to jedna z metod wykorzystywana do tworzenia relacyjnych baz
danych. Wykorzystuje strategi¢ projektowania wstgpujacego (bottom-up design).
Polega on na dekompozycji wickszych tabel na mniejsze oraz logicznego ich
ekstrahowania w obrebie struktur. Normalizacja jest wiclokrotnym procesem
dekompozycji struktur wedtug okres§lonych wymagan. Proces ten czesto opiera si¢ na
wyobrazni 1 intuicji, poniewaz projektant musi laczy¢ kolejne tabele w logiczng
catos¢. Nalezy doktadnie przestrzega¢ zasad wprowadzanych przez kolejne postacie
normalne, ze wzgledu na trudno$¢ wycofania wprowadzonych zmian. Dobra metoda
sprawdzenia poprawnos$ci zaprojektowanej bazy jest test na zkgczenie bezstratne.
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2.3. Postaci normalne bazy
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Historia postaci normalnej bazy danych siega 1972 roku, kiedy E.F. Codd
zdefiniowal je w swojej pracy [11]. Dwa lata pdzniej w 1974 wprowadzono definicje
silniejszej trzeciej postaci normalnej zwanej postacia Boyce’a-Codda. Kilka lat
pozniej R. Fargin zdefiniowal czwartg, a potem pigta posta¢ normalng. W obecnych
systemach bazodanowych funkcjonuje juz szdsta posta¢ normalna, gdzie dane sa
mocno uwarunkowane od czasu.

Gléwnym zatoZzeniem stawianym przed procesem normalizacji jest potrzeba
usuni¢gcia nadmiarowosci danych 1 ulozenia ich w logiczng cato$¢ poprzez
zastosowanie relacji pomig¢dzy tabelami. W teorii baz danych wyrdzniamy 3
podstawowe postacie normalne, ktore beda rozwazane w ramach niniejszej pracy:

e 1-NF (First Normal Form)
e 2-NF (Second Normal Form)
e 3-NF (Third Normal Form)

Jedna z najwazniejszych cech, ktora Swiadczy o btednie zaprojektowanej bazie
jest jej nadmiarowos¢. Poszczegdlne rekordy posiadajg wcigz powtarzajace si¢ dane.
Redundancja wystepujaca w tym wypadku ma negatywny wplyw na zwigkszone
wykorzystanie pamigci oraz mozliwos¢ powstania niespojno$Ci wystepujacej W
obrgbie baz. Odpowiednim przyktadem jest ch¢¢ dodania kolumny z pseudonimem
autora w przypadku rozwazania tabeli odnoszacej si¢ do ksigzek w bibliotece. Kazdy
autor w tabeli wystgpuje wiele razy, co zmusza projektanta do wypetnienia kazdego
rekordu wielokrotnie tym samym pseudonimem.

Kolejnym z rodzajéw btgedow jest anomalia wprowadzania oraz usuwania
danych. W przypadku checi wprowadzenia nowego autora do zbiorow biblioteki
konieczne jest dodanie wraz z nim ktorejs z jego ksigzek. Analogiczna sytuacja
wystepuje przy usuwaniu, gdzie w przypadku checi usunigcia autora projektant traci
informacje o wszystkich jego ksigzkach. Z postaciami normalnymi bazy danych $cisle
zwigzana jest zalezno$¢ funkcyjna.

Definicja 2.2.
Zaleznos¢ funkcyjna, oznaczona jako A —» B, jednoznacznie przyporzgdkowuje do
kazdej wartosci atrybutu A jedng okreslong wartosé¢ atrybutu B [11]

Zastosowanie powyzej definicji mozna zauwazy¢ w przypadku relacji PESEL-
Nazwisko. Konkretna wartos¢ numeru PESEL determinuje jedno nazwisko, natomiast
nie dziala to w drugg strong, poniewaz z konkretnego nazwiska nie wynika
jednoznacznie numer PESEL. Oznacza to wigc, Zze zalezno$¢ jest jednokierunkowa.
Wyréznia si¢ trzy gldowne typy zaleznos$ci funkcyjnych Ay, A, As, ..., Ay —
B;,B,, B3, ... ,By:

e Trywialne — jesli zbior atrybutow B;, B,, B3, ... , By, jest podzbiorem

A1, Ay, As, ... Ay



e Nietrywialne — jesli co najmniej jeden z atrybutow B; nie nalezy do zbioru
atrybutow A;, 4,, Az, ... , Ay,

e Calkowicie nietrywialnie — jesli zaden z atrybutdéw B; nie nalezy do zbioru
atrybutow A;, 4,, A4;, ... , Ay;

Zbior Ay, A, As, ..., Ay nazywa si¢ zbiorem determinujgcym (wyznacznikiem),
natomiast zbior By, B, Bs, ... , By jest zbiorem zaleznym.

Ponizej przedstawiona zostata przykladowa tabela Zamodwienia, ktora zostanie
poddana procesowi normalizacji:

| | Zaméwienia x
NrFak DataWystaw NrKlien NazwakKlienta AdresKlienta KodTowaru NazwaTowa CenaTowaru NrPozycji lloséSprzeda  WartoséFakt
4 01.03.2015 Firma A Szyputa Anna ul. Jasna 2/12, 42-504 Bedzin Do1 Dlugopis 1,704 15 15,40 zt
4 01.03.2015 Firma A Szyputa Anna ul. Jasna 2/12, 42-504 Bedzin GO1 Gumka 2301z 23 15,40 zt
5 17.05.2017 Firma C ~ Szymczak Tomasz ul. Krzywa 18/55, 05-800 Pruszkow DO1 Dtugopis 1,70 4 12 4,60 zt
5 17.05.2017 Firma C  Szymczak Tomasz ul. Krzywa 18/55, 05-800 Pruszkéw Z01 Zeszyt 1,20z 21 4,60 zt
6 07.02.2017 Firma A Szyputa Anna ul. Jasna 2/12, 42-504 Bedzin PO1 Piornik 7,50 z¢ 11 11,70zt
6 07.02.2017 Firma A Szypufa Anna ul. Jasna 2/12, 42-504 Bedzin 201 Zeszyt 1,20zt 22 11,70 z¢
6  07.02.2017 FirmaA  Szypula Anna ul. Jasna 2/12, 42-504 Bedzin L01 Linijka 0,90 zt 32 11,70 zt
7 14.09.2016 Firma B Chmiel Antoni ul. Dluga 13, 30-23 Krakéw PO1 Piornik 7,50z 11 7,50zt
8 15.08.2017 Firma C  Szymczak Tomasz ul. Krzywa 18/55, 05-800 Pruszkéw GO1 Gumka 2,30z 12 4,60 zt

Rys. 2.5 Tabela zamowienia (zrodto: opracowanie wiasne)
2.3.1. Pierwsza posta¢ normalna

Definicja 2.3.
Relacja jest w pierwszej postaci normalnej wtedy i tylko wtedy, gdy kazdy atrybut
niekluczowy jest funkcjonalnie zalezny od klucza gtéwnego. [11]

Glowna zasada pierwszej postaci normalnej bazy jest atomowos$¢ jej danych.
Kazde zpol powinno przechowywaé pojedyncza informacje, aby mozliwe bylo
wykonywanie efektywnych zapytan. Na tym etapie normalizacji bazy pojawia si¢
rowniez pojecie klucza gtownego, ktory identyfikuje kazdy z rekordow.

7] Zaméwienia | x
Nrfak  DataWystaw NazwaKlienta AdresKlienta dTowaru |NazwaTowa CenaTowaru = NrPozycji  llo$éSprzeda  WartoécFaki
4 01.03.20! Szyputa Anna ul. Jasna 2/12, 42-504 Bedzin Dp1 Dtugopis 1,70 z¢ 15 15,40 zt
4 01.03.20 Szyputa Anna ul. Jasna 2/12, 42-504 Bedzin Gp1 Gumka 2,30z 23 15,40 2t
5 17.05.20: Szymczak Tomasz ul. Krzywa 18/55, 05-800 Pruszkéw Dp1 Diugopis 1,70 zt 12 4,60 zt
5 17.05.20: Szymczak Tomasz ul. Krzywa 18/55, 05-800 Pruszkow ZQ1 Zeszyt 1,20zt 21 4,60 zt
6 07.02.20: Szyputa Anna ul. Jasna 2/12, 42-504 Bedzin PO1 Pi6rnik 7,50 zt 11 11,70 zt
6 07.02.20: Szyputa Anna ul. Jasna 2/12, 42-504 Bedzin 201 Zeszyt 1,20zt 22 11,70 zt
6 07.02.20 Szyputa Anna ul. Jasna 2/12, 42-504 Bedzin g1 Linijka 0,90 zt 32 11,70 z¢
7 14.09.20: Chmiel Antoni ul. Dfuga 13, 30-23 Krakdw P01 Piérnik 7,50 z¢ 11 7,50 z¢
8 15.08.201°Akirma C _ Szymczak Tomasz ul. Krzywa 18/55, 05-800 Pruszkéw_@&01 Gumka 2,30zt 12 4,60 zt
|j Klient
NrKlienta Nazwisko Imie Ulica NrDomu Miasto KodPocztowy

* Firma A Szyputa Anna Jasna  2/12 Bedzin 42-504

* Firma B Chmiel Antoni Diuga 13 Krakéw  30-233

* Firma C Szymczak  Tomasz Krzywa 18/55 Pruszkéw 05-800

Rys. 2.6 Pierwsza posta¢ normalna — Tabele (zrodto: opracowanie wtasne)

Mozna zauwazy¢, ze w tabeli Zamowienia informacje o kliencie sg ,,zbite”
I nieczytelne. Na szczegdlng uwage zastuguje kolumna AdresKlienta, ktéra zawiera
wszystkie informacje o adresie. Aby tabela byta w INF nalezy rozdzieli¢ kolumny
NazwaKlienta i AdresKlienta tak, aby przechowywaly w pelni atomowe dane
(rys. 2.6). Pierwsza posta¢ normalna nie przeksztatca tabel na mniejsze.
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2.3.2. Druga postaé¢ normalna

Definicja 2.4.
Relacja jest w drugiej postaci normalnej, jesli jest juz W pierwszej postaci normalnej
| kazdy atrybut niekluczowy jest w petni funkcjonalnie zalezny od klucza glownego.

[11]

Proces normalizacji tablicy z INF do 2NF polega na znalezieniu, a nast¢pnie
usuni¢ciu wszystkich czgsciowych zalezno$ci funkcyjnych. Przy znalezieniu niepelne;j
zaleznosci funkcyjnej, nalezy przenies¢ do innej relacji wszystkie atrybuty
niekluczowe wraz z czgsécig klucza gldéwnego, od ktorego zaleza. Z drugg postacia
normalng $cisle zwigzane jest pojecie petnej zalezno$ci funkcyjnej.

Definicja 2.5.

Petna zaleznos¢ funkcyjna A — B jest oceniana, w przypadku gdy klucz A jest
okreslony na zbiorze atrybutow Ay, A,, As, ... , Ay i polega ona na tym, ze klucz B jest
funkcjonalnie zalezny od catego zbioru atrybutow A, lecz nie jest on funkcjonalnie
zalezny od wltasciwego podzbioru A. [11]

Kazda tabela w INF zawierajgca klucz prosty (tzn. kluczem jest pojedyncza
kolumna) jest automatycznie w drugiej postaci normalnej. W tabeli Zamowienia
wystepuje czgsciowa zalezno$é tranzytywna. Kolumny DataWystawienia, NrKlienta,
Wartos¢Faktury zaleza od NrFaktury i w zwigzku z tym powinny by¢ przeniesione do
osobnej tabeli, ktora zostata nazwana Faktura.

¥ NrFaktury
DataWystawienia ['_
Nrklienta
Nazwisko ‘|

¥ Nrfaktury
DataWystawienia
WartoscFaktury
NrKlienta
Nazwisko

Imig
Ulica |
NrDomu | Imie
KodPocztowy ‘ Ulica
Miasto

NrPozydi
KodTr

NrDomu
| KodPocztowy

Miasto

¢
lloé¢Sprzedana

¥ NrFaktury =
” ¥ NrPozygji
WartoééFaktury KodTowaru
NazwaTowaru
CenaTowaru
lloééSprzedana
WartoscFaktury

Rys. 2.6 Druga posta¢ normalna — Relacje (zrodto: opracowanie wtasne)



| ] Faktura '

NrFaktury DataWystawienia Wartosc¢Faktury | NrKlienta Nazwisko | Imie | Ulica NrDomu KodPocztowy Miasto
01.03.2015 15,40zt Firma A Szypula Anna Jasna  2/12 42-504 Bedzin
17.05.2017 4,60zt FirmaC Szymczak Tomasz Krzywa 18/55 05-800 Pruszkéw
07.02.2017 11,70zt Firma A Szyputa Anna Jasna  2/12 42-504 Bedzin
14.09.2016 7,50zt Firma B Chmiel Antoni Diuga 13 30-233 Krakow
15.08.2017 4,60zt FirmaC Szymczak Tomasz Krzywa 18/55 05-800 Pruszkow

© N WV S

| ] Zaméwienie
Nrfaktury  NrPozycii  KodTowaru

5 2201
6 2201

7 1P01
8 1G01

Rys. 2.7 Druga posta¢ normalna — Tabele (zrodto: opracowanie wtasne)

Przeksztalcanie tabeli do drugiej postaci normalnej skutkuje zwigkszeniem ilo$ci tabel
poprzez wydzielenie zaleznych od siebie kolumn z tabeli gléwne;j.

2.3.3. Trzecia posta¢ normalna

Definicja 2.6.
Relacja jest w trzeciej postaci normalnej wtedy i tylko wtedy, gdy jest w drugiej
postaci normalnej i kazdy atrybut niekluczowy jest bezposrednio (nietranzytywnie)
zalezny od klucza gtownego. [11]

Z trzecig postacig normalng zwigzane jest pojecie zalezno$ci tranzytywne;.
ZaleznoS$cia tranzytywna wystepuje w przypadku, jesli pomiedzy atrybutami X, Y, Z
bedacymi w relacji R wystepuja odpowiednie zaleznosci funkcyjne, tj. X = Y
1Y - Z. Mowi sig wtedy, ze atrybut Z jest tranzytywnie zalezny od atrybutu X,
poniewaz jest od niego przechodnio zalezny.

Proces normalizacji z 2NF do 3NF wykonuje si¢ poprzez usunigcie zaleznos$ci
przechodnich wystepujacych w danej relacji. Pierwszg tabela, ktéra zostanie poddana
normalizacji, jest Faktura. Mozna zauwazy¢, ze kolumny Nazwisko, Imie, Ulica,
NrDomu sg zalezne tranzytywnie od NrFaktury poprzez kolumne NrKlienta. W celu
wyeliminowania tej zalezno$ci nalezy wyodrebni¢ tabele Klient, gdzie
przechowywane beda informacje o klientach.

Drugg tabela, ktéra wymaga przeksztatcenia, jest Zamowienie, gdzie
CenaTowaru i NazwaTowaru zalezg tranzytywnie od klucza gléwnego poprzez
KodTowaru. Efekt przeksztatcen oraz powstatych relacji zostal przedstawiony ponizej
(Rys. 2.8) i (Rys. 2.9).
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Faktura 2NF

W Nrfaktury
DataWystawienia
WartoééFaktury
NrKlienta
Ulica
NrDomu
KodPocztowy
Miasto
Nazwisko
Imie

Zamoéwienie_2NF

¥ Nrfaktury

¥ NrPozygi
KodTowaru
NazwaTowaru
CenaTowaru
llo$¢Sprzedana
Wartoé¢Faktury

¥ Nrklienta
Nazwisko
Imie

Ulica

NrDomu
KodPocztowy
Miasto

Faktura
¥ Nrfaktury

NrKlienta

Towar
W KodTowaru

DataWystawienia

WartoécCalejFaktury

NazwaTowaru
CenaTowaru

Rys. 2.8 Trzecia posta¢ normalna - Relacje

Zamébwienie
¥ Nrraktury
W NrPozygi

KodTowaru
llosé

WartoécTowaru

NrFaktury KodTowaru llosé Warto$éTow
5 8,50 zt
3 6,90 2t
2 3,402t Cipabis
1 1,202t NrFaktury DataWystawienia NrKlienta artoséCatejFaktury
1 7,50 2t 4 01.03.2015 Firma A 15,40 zt
2 2,402t 5 17.05.2017 Firma C 4,60 zt
2 1,80 2t 6 07.02.2017 Firma A 11,70 zt
1 7,50 2t 7 14.09.2016 Firma B 7,50 zt
2 4,60 2t 8 15.08.201% Firma C 4,60 zt
] Towar
KodTowaru | NazwaTowaru CenaTowaru 7] Kiient
+ D01 Dtugopis 1,70zt NrKlienta Nazwisko Imie Ulica NrDomu NrMieszkani Miasto KodPocztow'
+ G01 Gumka 2,30zt * Firma A Szyputa Anna Jasna 2 12 42-504 Bedzin
* 101 Linijka 0,90 zt & Firma B Chmiel Antoni Diuga 13 30-233 Krakéw
+ P01 Pi6rnik 7,50 zt * Firma C Szymczak Tomasz Krzywa 18 55 05-800 Pruszkéw
+ 701 Zeszyt 1,20 24

Rys. 2.9 Trzecia posta¢ normalna - Tabele
2.3.4. Posta¢ normalna Boyce’a-Codda (BCNF)

Definicja 2.7
Relacja R jest w postaci Boyce a-Codda wtedy i tylko wtedy, gdy dla kazdej
nietrywialnej zaleznosci funkcyjnej A, A,, As, ... ,Ay = By, By, B3, ... , By spetnionej
w R zbior {Ay, Ay, As, ... , Ay} jest nadkluczem R [11]

W celu stwierdzenia, czy relacja jest w tej postaci, konieczne jest sprawdzenie
czy wszystkie zalezno$ci funkcyjne sg spelnione i czy wyznaczniki sg kluczami lub
zawierajg klucz. Ponizej przedstawiona zostata tabela, ktora jest w 3NF, ale nie
spelnia  BCNF. W tabeli wystepuje zalezno$¢ funkcyjna poprzez Miasto —
KodPocztowy, kolumna KodPocztowy jest zalezna tylko od czesci klucza, co
skutkuje niespetnieniem warunku na posta¢ normalng Boyce’a-Codda.

' NrDomu Miasto
13 Krakow

| Ulica

NrAdresu KodPocztowy

Rys. 2.10 Posta¢ normalna Boyce’a-Codda — Adres (Zrodto: opracowanie wtasne)



2.3.5. Czwarta posta¢ normalna

Definicja 2.8.
Relacja R jest w czwartej postaci normalnej wtedy i tylko wtedy, gdy jest w postaci
BCNF i nie zawiera zadnych nietrywialnych zaleznosci wielowartosciowych, ktore to
zaleznosci muszq by¢ wyltgczone do oddzielnych schematow. [11]

Aby przedstawi¢ tabele w czwartej postaci normalnej konieczne jest
znalezienie zalezno$ci wielowartosciowej, w ktorej nie sa spetnione wymagania 4NF,
np. A,,4,,A;, ... ,Ay = B;,B,,Bs, ... ,By, gdzie A, A,, As, ... , Ay jest nadkluczem,
co powoduje podzielenie relacji R na dwa schematy:

e Pierwszy schemat zawierajacy wszystkie atrybuty A i B.
e Drugi schemat sktadajacy si¢ z wszystkich atrybutow typu A oraz wszystkich

atrybutow z relacji R, ktore nie wystepujg ani w A ani w B.

2.3.6. Piata posta¢ normalna

Definicja 2.9.

Relacja jest w pigtej postaci normalnej, jesli jest w czwartej postaci normalnej i nie
istnieje jej rozktad odwracalny na zbior mniejszych tabel, czyli nie zawiera zaleznosci
polgczeniowych. [11]

Rozktad odwracalny (potaczeniem bezstratnym) oznacza taka dekompozycje
tablicy na mniejsze, aby przy ztaczeniu naturalnym otrzymanych tablicy zachowana
zostata relacja pierwotna. Wymagane jest, aby zaden z rekordow nie zostal utracony,
oraz zeby po ztaczeniu nie wystapity Zadne nieautentyczne wiersze.

Proces projektowania baz danych jest zadaniem nietrywialnym i wymaga
specjalistycznej wiedzy oraz informacji na temat modelowanego procesu. Konieczne
sg tutaj wymagania sprzetowe, jak rowniez wymagania biznesowe, jakie sg stawiane
przed projektowang baza, aby byla ona jak najefektywniejsza. Mimo ze pojecie
normalizacji baz danych wprowadza wiele uproszczen oraz daje ogromne mozliwosci,
to jest ono czgsto naduzywane. Projektanci czgsto probuja za wszelka ceng
zaprojektowac bazg spetniajacg wszystkie postacie normalne. Prowadzi to w wielu
przypadkach do nadmiernej ztozono$ci operacji ztaczen (JOIN) w nastepstwie
dzielenia tabel w trakcie normalizacji. Ponizej przedstawione zostaly zalety i wady
normalizacji oraz najczestsze btedy, ktorych nalezy si¢ wystrzegac.

Zalety normalizacji:
e Rozwigzanie problemu anomalii dodawania, modyfikowania oraz usuwania
rekordow z bazy;
e Zmniejszenie ogolnej liczby danych przechowywanych w bazach;
e Przyspieszenie wykonywania okreslonych zapytan — bezposrednio
odwotywanie si¢ do tabeli, wigcej indeksow klastrowych;
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e Bardziej efektywne sktadowanie danych na dysku, poniewaz waskie tabele
wymagaja mniej operacji I/O;

e Lepsze zarzadzanie transakcjami;

e Przejrzystos¢ w bazach.

Wady normalizacji:

e Zmiana struktur baz danych;

e Modyfikowanie relacji pomi¢dzy tabelami,

e Duze koszty odwrdcenia procesu normalizacji;

o Zwigkszone skomplikowanie wykonywanych zapytan ze wzgledu na
konieczno$¢ wykorzystywania zkgczen (tzw. JOIN-6w);

o Nizsza efektywno$¢ indeksow w tabelach ze wzgledu na wszechobecne
taczenie tabel;

e Konieczna jest znajomos¢ catego procesu biznesowego ad hoc, aby wykonaé
normalizacjg.

2.4. Optymalizacja zapytan SQL
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Wszystkie systemy baz danych musza by¢ w stanie odpowiada¢ na zadania
informacji od uzytkownika, tzn. wykonywa¢ zapytania uzytkownikow 1 uzyskiwaé
wymagane informacje z systemu w oczekiwany i niezawodny sposob. Zapytania do
bazy danych definiowane s3a zazwyczaj w sposéb deklaratywny, a system jest
odpowiedzialny za wybor odpowiedniej drogi wykonania [17].

Optymalizator zapytan (optymalizator kwerend) jest cze$cig relacyjnego
oprogramowania baz danych przeznaczonym do analizy zapytania SQL, a nastepnie
decyduje, ktora Sciezke wybra¢, aby zapytanie bylo w pelni i jak najlepiej
zoptymalizowane.

Wyroéznia si¢ dwa glowne rodzaje optymalizatorow [17]
e Optymalizator oparty na regutach (RBO — Rules Based Optimization),
e Optymalizator oparty na kosztach (CBO — Cost Based Optimization).

Optymalizator oparty na regulach

Optymalizatorem opartym na regutach nazywamy optymalizator, ktorzy
wykorzystuje zestaw odgdrnie zdefiniowanych regut do przetworzenia instrukcji SQL,
zamiast wyszukiwa¢ roéznych drég otrzymania wyniku. Jest to stosunkowo stara
metoda wykonywania zapytan i powoli jest ona wypierana przez CBO. Regulag moze
by¢ wykorzystanie indeksu, tzn. jesli dla danej tabeli dostepny jest indeks, to zostanie
on zawsze wykorzystany. Wiazato si¢ to z dodatkowymi kosztami, poniewaz uzycie
indeksu w zapytaniu nie zawsze jest wskazane. Dobrym przykladem jest kolumna,
ktora okresla plec i posiada jedng z dwoch wartoSci mezezyzna i kobieta. Uzytkownik
wysyla nastgpujace zapytanie do bazy danych:

Select * from Osoby Where ple¢ = ‘mezczyzna’



W przypadku zwrdcenia przez powyzsze zapytanie okoto 50% rekordow szybko
okazuje si¢, ze uzycie indeksu spowolnito dziatanie zapytania. W powyzszym przypadku
szybsze byloby przeszukanie calej tabeli 1 sprawdzenie wartosci w kolumnie pte¢, a
nastepnie zwrocenie wyniku. Inzynierowie Oracle w trakcie badan doszli do wnioskéw, ze
uzycie indeksu nabiera sensu, kiedy liczba zwracanych wierszy nie przekracza 5-10% catej
tabeli. Jak mozna zauwazy¢ RBO nie zawsze podejmowal trafne decyzje, a poprzez
zdefiniowany zestaw dyskretnych regut nie miat takiej mozliwosci.

Optymalizator oparty na kosztach (CBO)

Optymalizatory kosztow korzystaja z pewnych statystyk gromadzonych w bazach
danych. Niektore sposrod nich obejmuja np. liczbg unikatowych wartosci kolumny
indeksowanej lub liczby wierszy w tabeli. Z optymalizacja wzgledem kosztow $cisle
zwigzane jest pojecie selektywnosci. Przyklad dziatania CBO mozna odnies¢ do
powyzszego zapytania dla RBO. W przypadku rozwazania grupy osob, z ktorych 95%
stanowig kobiety mozna wydzieli¢ dwie odrgbne drogi przetwarzania. W przypadku
wyszukiwania mezczyzn korzystamy z indekséw, natomiast w przeciwnym wypadku
przeszukujemy catg tabelg¢. Optymalizator oparty na kosztach posiada w wewngtrznej
strukturze tego typu informacje i pozwala na podjecie optymalnej decyzji.

Z optymalizatorem S$ci§le powigzane jest pojecie selektywnosci | unikalnosci, a
dotyczy indeksow bazodanowych. Selektywno§¢ wyrazamy nastepujgcym wzorem [21]:

., unikalnos¢
selektywno$¢ = — — X 100%
liczbarekordow

Unikalnoscig jest liczba unikalnych warto$ci kolumny w obrebie tabeli. Dla przyktadu z
Osobami unikalno$¢ wynosi 2, poniewaz atrybut rozréznia dwie warto$ci (mezczyzna,
kobieta).

Selektywno$¢ okresla procentowa ilo$¢ roznych warto§ci w danym zestawie probek.
Niska warto$¢ oznacza, ze w obrebie kolumny nie wystepuje zbyt wiele zmian, co pozwala
na podjecie odpowiednich krokow przez silnik bazodanowy. Zgodnie z powyzszym mozna
zatozy¢, 1z nie powinno si¢ uzywac indeksu dla niskiego wspotczynnika selektywnosci, co
w potaczeniu ze statystykami odno$nie procentowego roztozenia warto$ci w kolumnie
silnik bazodanowy otrzymuje pelny przekrdj przypadkow, co pozwoli mu na podjecie
optymalnej decyzji.

Zasadniczo Optymalizator CBO jest uogdlnieniem optymalizator RBO, ktérego uzycie z
wraz z kolejnymi wersjami baz danych zanika.

2.5.Podsumowanie
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Relacyjne bazy danych daja ogromne mozliwosci dla projektow aplikacji, ale

niestety wigzg si¢ z nimi pewne restrykcje, ktore w niektorych przypadkach moga by¢
powodem wielu probleméw. Ponizej przedstawiono najwazniejsze ograniczenia oraz
zagrozenia, na jakie narazona jest aplikacja korzystajaca z relacyjnej bazy danych:

Ztozonos¢ danych — Dane w RDBMS znajduja si¢ w wielu tabelach, ktore
potaczone sa ze soba poprzez wspotdzielone warto$ci kluczy. Bledy
popelnione w czasie projektowania relacyjnej bazy danych objawiaja si¢
najczesciej w przysztosci podczas dalszego rozwoju. Niekiedy projektanci
mogg wybra¢ nieodpowiedni typ danych lub wykona¢ zbyt zlozony projekt,
ktéry bedzie wykazywat si¢ sztywnos$cia 1 brakiem elastyczno$ci przy rozwoju.
Ztamane klucze i rejestry — Relacyjne bazy danych wymagaja wspotdzielonych
kluczy do taczenia roztozonych na kilka tabel informacji. Problemem mogg si¢
w tym wypadku okaza¢ uzywane typy danych. Dla przykladu mozna podaé
zamoOwienie potaczone z numerem klienta. Jesli klucz obcy w tabeli zamoéwien
jest innego typu niz klucz gtowny w tabeli z klientami, to nie ma fizycznej
mozliwosci polaczenia ze sobg obu rekordow bez dodatkowej pracy
wykonanej przez programist¢. Stwarza to ogromne ryzyko bigdu podczas
rozwoju bazy danych.

Dos$wiadczenie  programisty —  czynnik  ludzki  jest  jednym
zZ najniebezpieczniejszych podczas rozwoju i projektowania bazy danych.
Niekiedy projekt wykonywany jest przez rdzne osoby o rdéznym poziomie
zaawansowania 1 znajomos$ci dobrych praktyk. Prowadzi to do roznic
W poszczegdlnych czgsciach bazy, co w pdzniejszym etapie moze prowadzié
do zatamania zapytan i trudno$ci w odczycie danych.

Wydajno$¢ sprzetowa — Relacyjna baza danych charakteryzuje si¢ niekiedy
duza ztozonoscig ze wzgledu na duzg liczbe tabel oraz sktada si¢ gléwnie ze
skomplikowanych zapytan odczytujacych i taczacych dane z wielu tabel.
Wiaze si¢ to ze zwigkszonymi kosztami uzytkowania ze wzgledu na potrzebe
zakupu lepszych serwerdw i1 doktadniejszej ich konfiguracji.

Optymalizatory zapytan sa kluczowym czynnikiem odpowiadajagcym za wydajno$¢
przetwarzania zapytan. Implementacja optymalizatora RBO jest znacznie prostsza,

poniewaz nie Wwystepuja W niej czynniki zmienne. W niniejszej pracy
zaimplementowany zostanie mechanizm optymalizacji oparty na regutach, ktory kazde
zapytanie przetwarzac¢ bedzie w identyczny sposob.



3. Sztuczne systemy skojarzeniowe ASS

W ciggu ostatnich lat nastgpil ogromny wzrost ilosci dostgpnych danych cyfrowych
pochodzacych z Internetu, smartfonow, mediow spoteczno$ciowych oraz innych zréddet.
Pomimo stalego wzrostu mocy obliczeniowej oOraz stosowania coraz bardziej
skomplikowanych algorytméw relacyjne bazy danych stajg si¢ niewystarczajgce
do rozwigzania wszystkich stawianych przed nimi probleméw. Z modelem relacyjnym
zwigzany jest duzy narzut zwigzany z obstugg wielu tabel oraz skalowaniem w przypadku
zarzadzania Big Data [13]. Rozwigzaniem mogloby by¢ dodanie kolejnych klastrow, ktore
jednak nie rozszerzaja si¢ dynamicznie, dodatkowo duze rozwigzania danych nie skalujg
si¢ wystarczajaco dobrze przy uzyciu RDBMS. Najwi¢kszg natomiast wada systemow
bazodanowych jest brak mechanizméw uczenia i wnioskowania. Relacyjne bazy danych
poprzez swoje zachowania imitujg czg$¢ zachowan inteligentnych, jednak jest to wciaz
niewystarczajace.

W 1956 r. przedstawiona zostala pierwsza definicja sztucznej inteligencji,
a zagadnienie to rozwijane jest do dnia dzisiejszego. Obecne mechanizmy znajdujg
zastosowania w wielu dziedzinach techniki jak eksploracja danych (data mining) [2], czy
inteligencji obliczeniowej (computational intelligence) [1][5]. W niniejszej pracy
omowiono jeden z dzialdéw sztucznej inteligencji, jakim sg sztuczne systemy
skojarzeniowe, ktore S$wietnie nadaja si¢ do analizy duzych zbiorow danych i z
powodzeniem mogg zastgpi¢ model relacyjny. Nieodlaczng strukturg zwigzang ze
LHstrukturami asocjacyjnymi” sg grafy. Pozwalajg one na implementacj¢ mechanizmow
wykorzystywanych w sieciach neuronowych oraz swoja budowa przypominaja siec
neuronéw w mozgu [3]. Dzigki odpowiedniemu powigzaniu mozliwa jest natychmiastowa
mozliwos¢ odczytu danych. W niniejszym rozdziale oméwiona zostala Grafowa
Asocjacyjna Struktura Danych (AGDS), ktorej tworca jest dr. hab. Adrian Horzyk [1].
Zbidr ten taczy dane w zalezno$ci od podobienstwa oraz sgsiedztwa, co pozwala na
okreslenie pewnych wzorcow, jak réowniez wnioskowanie 0 podobienstwach. Struktura ta
idealnie nadaje si¢ do przetwarzania danych dowolnego rodzaju ze wzgledu na mozliwos¢
szybkiego dodawania lub usuwania danych. Istotng zaleta omawianych struktur
grafowych jest szybki czas zmieniania istniejgcych rekordéow ze wzglgdu na zmiane
potaczenia pomigdzy wartoscig parametru i referencja do rekordu.

W niniejszym rozdziale zostang przedstawione podstawy teoretyczne, z ktdrych
wynika model asocjacyjny. Nastepnie omowione zostang zasady asocjacji wraz z typami
relacji asocjacyjnych. Nastepnie oméwiona zostanie struktura AGDS, a wraz z nig
przedstawiony zostanie prosty przyklad jej tworzenia. Kolejnym krokiem bedzie
zaproponowanie sposobu optymalizacji grafu poprzez zastgpienie posortowanej listy
elementow B-Drzewem. Na koniec omdéwiony zostanie proces przetwarzania modelu
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relacyjnego bazy danych sktadajacego si¢ z tabel ztozonych 1 wirtualnych wraz

z algorytmem parsowania zapytania SQL i odczytu danych z wykorzystaniem stowa

kluczowego JOIN. Jako podsumowanie omowione zostang sposoby rozszerzenia grafu

AGDS poprzez zastosowanie AVB Drzew, ktore sg strukturg specjalnie dopasowang do
tego typu grafow. Dzigki wykorzystaniu AVB Drzewa oraz dodaniu czynnika czasowego
omowiony zostanie graf DASNG [2], be¢dacy naturalnym neuronowym rozszerzeniem
grafu AGDS.

3.1. Wprowadzenie teoretyczne
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Najwazniejszym terminem zwigzanym ze sztucznymi  systemami
skojarzeniowymi jest pojecie asocjacji (skojarzenia).

Definicja 3.1
Asocjacjg nazywane jest pewne powigzanie ze sobg dwoch lub kilku zdefiniowanych
wezesniej elementow, Np. Wzorcow, danych, zbiorow lub klas. [1]

Glownym celem stosowania asocjacji pomi¢dzy obiektami jest potrzeba
szybkiego przeszukiwania zbiorow danych oraz potrzeba eliminacji instrukcji
warunkowych i iteracyjnych w celu przyspieszenia procesOw przetwarzania danych.
Ludzki mozg dzieki dostarczonym danym na podstawie ich kontekstu potrafi
przeprowadzi¢ proces wnioskowania w sposob naturalny 1 podja¢ odpowiednie
dziatania w oparciu 0 wydedukowane informacje. Imitacja ludzkiego mozgu jest
glownym celem, ktory stawiany jest przed systemami skojarzeniowymi. Kolejnym
pojeciem charakteryzujacym sztuczne systemy skojarzeniowe jest tzw. aktywna
skojarzeniowo$¢ (zwana krotko skojarzeniowoscia) [1][3][4].

Definicja 3.2
,,Skojarzeniowoscig systemu nazywamy zdolnos¢ do dynamicznego, plastycznego,
aktywnego, reaktywnego i grafowego wiqzania ze sobg danych, ich kombinacji, a
takze uktadow. Informacjq zwrotng jest podobienstwo, zaleznos¢ oraz kontekst ich

wystepowania w przekazywanym uktadzie, jak rowniez w kontekscie innych
danych. ’[1]

Dzi¢ki skojarzeniowosci mozliwe jest przeksztatcanie zbudowanych uktadow
w sposob dynamiczny poprzez automatyczne dopasowanie nowych wzorcow
do istniejgcych. Dzigki temu nowe dane dopasowywane sg w sposob efektywny,
a proces ich asocjacji charakteryzuje si¢ szybko$cig i oszczedno$cig w dalszym
przetwarzaniu.

Wobec powyzszych definicji i réznic wystepujacych pomigdzy strukturami
biologicznymi i sztucznymi mozna wyr6zni¢ dwie glowne grupy systemow
skojarzeniowych [1]:



e Biologiczne systemy skojarzeniowe (BAS) — sg to biologiczne uktady
nerwowe, z ktorych zbudowany jest ludzki mézg, naleza do nich: neurony,
receptory, synapsy, potaczenia i efektory.

e Sztuczne systemy skojarzeniowe (AAS) - ich glownym celem jest
odwzorowanie systemow BAS poprzez wykorzystanie wystepujacych w nich
odpowiednikéw funkcjonalnych przeniesienie ich na platforme sprzgtowa.

System skojarzeniowy czg¢sto porownywany jest do relacyjnych baz danych,
ze wzgledu na swoje zastosowania. W bazach danych informacje powigzane sa
ze sobg w luzny sposob, dzigki czemu mozliwe jest szybkie dodawanie jak i ich
usuwanie. Systemy skojarzeniowe budowane sg systematycznie, a kazde przychodzace
dane sg wigzane z istniejgcg juz reprezentacjg poprzednich danych. Wraz z rozrostem
systemu pewne asocjacje wystepujace pomigdzy danymi s3 wzmacniane i
uwidaczniajg si¢, co nie wystepuje w przypadku baz danych. System skojarzeniowy
nie jest pamigcia, ktorg mozna dowolnie manipulowaé. Catkowita dowolno$¢ bytaby
wysoce nieefektywna ze wzgledu na potrzebe przebudowywania czeéci grafu, ktora
jest pofaczona z usuwanym rekordem. Gtowng zaleta systemow skojarzeniowych sa
informacje odwzorowane bezposrednio w zbudowanej strukturze. Zostato to
przedstawione na ponizszym prostym przyktadzie.

Przyktad 3.1.
Na zbiorze studentow wyszukaé nazwisko ostatniej osoby na podstawie kolejnosci
alfabetycznej.

W przypadku sztucznego systemu skojarzeniowego wszystkie warto$ci
atrybutu Nazwisko sa potaczone wzajemnie w kolejnosci alfabetycznej, wigc
wyszukanie ostatniego nazwiska sprowadza si¢ do odczytania we¢zta, ktory nie ma
nastepnika bedacego obiektem zawierajagcym nazwisko.

Skojarzenia, jakie powstaja pomiedzy wezlami nie sg przypadkowe
I modelowane sg w oparciu o zdefiniowane relacje zgodnie z przyjetymi zasadami.
Zostaly nazwane zasadami asocjacji 1 zostalty omowione w kolejnej sekcji.

3.2. Relacje asocjacyjne

Najwazniejsza czgscig tworzonego systemu skojarzeniowego jest zastosowanie
odpowiednich nieprzypadkowych potaczen miedzy danymi. Przy przetwarzaniu
kolejnych porcji danych potgczenia bylyby wzmacniane, badz ostabiane. Glownym
celem powigzan jest naturalne tworzenie podobienstw pomigdzy obiektami na
podstawie zdefiniowanych wcze$niej wilasnosci. W niniejszym rozdziale relacje
asocjacyjne odwzorowywane sa w strukturach grafowych poprzez powigzania
asocjacyjne.

Wyrdzniamy nastgpujgce rodzaje powigzan asocjacyjnych [1]:
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e Relacja Asocjacyjnego Podobienstwa (ASIM — associative similarity),
e Relacja Asocjacyjnego Nastepstwa (ASEQ — associative sequence),

e Relacja Asocjacyjnego Kontekstu (ACON — associative context),

¢ Relacja Asocjacyjnego Definiowania (ADEF — associative definition),
e Relacja Asocjacyjnego Ttumienia (ASUP — associative suppression).

Relacja Asocjacyjnego Podobienstwa (ASIM)

Relacja ta nazywamy naturalne potaczenia pomigdzy bliskimi, podobnymi
danymi. W grafie powigzanie to wystepuje na skutek wystepowania bliskich siebie
danych w kontek$cie pewnej okre§lonej metryki. Podobienstwo moze by¢ na
podstawie zdefiniowanych wag, co w przypadku pobudzenia jednego wezta skutkuje
oddzialywaniem na sgsiadow sita wprost proporcjonalna do przyjetych wag.

Relacja Asocjacyjnego Nastepstwa (ASEQ)

Relacja typu ASEQ sg odwzorowaniem chronologii wystepujacej pomiedzy
danymi. Powstajg one na skutek pojawiania si¢ podobnych sekwencji danych
w systemie, docierajacych do odpowiednich weztow (neurondéw). Skutkuje to
utrwaleniem informacji i mozliwym wzmocnieniem takiego potaczenia. W przysztosci
moze to powodowac pobudzenie neuronéw na podstawie utrwalonych w przesztosci
skojarzen. Ich gtdwnym zadaniem jest wigzanie ze sobg potencjalnie odrebnych czesci
systemu, co prowadzi do utrwalenia pewnego kontekstu, wspomagajac przy tym
wywotania w przysztosci.

Relacja Asocjacyjnego Kontekstu (ACON)

Powyzsza relacja jest pochodng powigzania typu ASEQ. Charakteryzuje si¢
glownie opdznieniem w czasie wykonania |1 wykorzystaniem kontekstu
wczesniejszych aktywacji neuronéw w sieci [1][6]. Sa one odtwarzane, co pewien
okres czasu na podstawie pobudzania neuronow, od ktorych zalezg. Czynnikiem
wpltywajacym na site ich oddzialywania na system jest odstep czasu pomiedzy
kolejnymi wywotaniami. Dzigki swojej strukturze moga zar6wno hamowaé jak
| pobudza¢ zalezne od siebie neurony.

Relacja Asocjacyjnego Definiowania (ADEF)

Powigzanie zachodzi podczas réwnoczesnego pobudzenia wielu neurondéw
w roznych czegsciach systemu. Ich powstawanie pozwala na tgczeniu wielu réznych
weztow, ich zakresow, jak rowniez kombinacji i uktadow, co skutkuje powstawaniem
catkiem nowych kombinacji. Powstawanie relacji jest gtownie zalezne od typow
potaczen sgsiadujacych oraz kolejnosci aktywacji poszczegdlnych neuronow.

Relacja Asocjacyjnego Tlumienia (ASUP)

Powigzaniem ASUP nazywamy relacje, ktére tacza ze sobg dane 1 ich
kombinacje, skutkujac przy tym wyostrzeniem lub dyskryminacja obiektow
reprezentowanych przez okreslone neurony. Skutkuje to utworzeniem w grafie danych
pewnych kombinacji, ktore tworzag mape kombinacji danych. Potgczenia te wykluczaja
istnienie  redundantnych danych, co umozliwia budowanie reprezentacji



powtarzajacych si¢ kombinacji. Glownym zadaniem potgczen typu ASUP jest
uniemozliwienie aktywacji podobnych neuronéw zapobiegajac przy tym redundancji
dzialan i pobudzenia neurondéw, ktére w skutek wnioskowania zostaly stlumione.
Wielkos¢ i doktadno$¢ pokrycia przestrzeni zalezy od iloSci neuronéw jak réwniez
liczby podobnych potaczen.

Przedstawione powyzej potaczenia moga znalez¢ zastosowanie w strukturach
grafowych wystepujacych w obrgbie réznych sztucznych systemow skojarzeniowych.
Przykltadem ich zastosowania bedzie omoéwiona w kolejnym rozdziale grafowa
asocjacyjna struktura danych AGDS.

3.3. Grafowa asocjacyjna struktura danych AGDS

Jedng ze struktur nalezacych do grupy sztucznych systeméw skojarzeniowych
sg grafy AGDS. Sa to obiekty modelujace grupe luzno powigzanych ze sobg danych
poprzez okreslenie dodatkowych mechanizmoéw poszerzajacych mozliwosci interakcji
pomiedzy nimi. Gtownym celem ich zastosowania jest umozliwienie efektywnego
przeszukiwania i wnioskowania. Na podstawie zdefiniowanego kontekstu tworzg one
mape powigzan, ktora daje bezposredni dostep do parametrow i osadzonych na nich
warto$ci wraz z przytaczonymi do nich danymi. Umozliwia uzyskiwanie informacji
W czasie stalym do wigkszosci czesto poszukiwanych informacji wynikajacych z
relacji pomigdzy danymi i obiektami. Niniejszy rozdziat sktada si¢ na definicje grafu
AGDS, a takze oméwienie jego budowy. Nastepnie przeprowadzony zostanie proces
przeksztatcania prostej relacyjnej bazy danych na strukture skojarzeniowa. W
podsumowaniu przedstawione zostang zalety i wady zastosowanego rozwigzania, a
takze mozliwosci jego dalszego rozszerzenia [1].

3.3.1. Definicja

Grafowa Asocjacyjna Struktura Danych nalezy do skojarzeniowych
reprezentacji danych charakteryzujaca si¢ mozliwoscig horyzontalnego 1 wertykalnego
powigzania pomiedzy danymi. AGDS s3a rodzajem grafowych baz danych
implementujgcych relacje pomiedzy nimi w postaci asocjacji [1].

Na strukture grafu sktadaja si¢ powigzania:
e asocjacyjnego podobienstwa (ASIM),
e asocjacyjnego nastepstwa (ASEQ),
e asocjacyjnego definiowania (ADEF).

AGDS nie odwzorowuje wtasciwosci czasowych, w zwiazku z tym pozostale
powigzania omowione W poprzedniej sekcji nie majg tutaj zastosowania. Glowng
cechg omawianej struktury jest jej pasywnosé, czyli zbudowana jest z weztow, ktore
nie posiadajg dynamicznych, reaktywnych wtasciwosci neuronéw i nie pozwalaja na
ich pobudzenie [3]. Oprocz weztdéw w sktad grafu wchodzg krawedzie, ktore moga
posiada¢ wagi wewngtrzne okreSlajace np. ilo$¢ potaczen do danego wezta, jak
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rowniez moga faworyzowac warto$ci Srednie badZz graniczne. Utworzona struktura
podlega standardowym zasadom przeszukiwania jak w zwykltych grafach. Dodatkowa
zaleta AGDS jest mozliwo$¢ przeksztalcenia jej w aktywny asocjacyjny graf
neuronowy (AANG) [1] czy tez DASNG [2], ktére udostepniaja wszystkie mozliwosci
zwigzane z wykorzystaniem neurondw w miejsce zwyklych weztow w grafie.

Struktury grafowe AGDS sg bardzo dobra alternatywa dla szeroko
wykorzystywanych relacyjnych baz danych ze wzgledu na eliminacj¢ duplikatow,
przez co zajmujg mniej pamig¢ci oraz dodatkowo dostarczajg informacji o réznych
powigzaniach (np. korelacjach i podobienstwach) pomiedzy danymi i obiektami.
Sktadaja si¢ zarowno z krawedzi skierowanych jak i nieskierowanych.

Definicja 3.3:
Grafem AGDS nazywamy uporzqdkowang siodemke
AGDS = (VV,VR,VS,VC,ESIM,ESEQ, EDEF)
gdzie, VV, VR, VS, VC sq roznymi typami wierzchotkow, natomiast ESIM, ESEQ,
EDEF sq krawedziami [1].

Ponizej zostaty oméwione znaczenia poszczegdlnych czesdci grafu:

e VV (value vertex) — zbior wierzchotkoéw reprezentujacy pojedyncza wartosé,

e VR (range vertex) — zbiér wierzchotkdow reprezentujacych przedzial wartosci,

e VS (subset vertex) — zbior wierzchotkow reprezentujacy podzbior wartosci,

e VC (combination vertex) — zbior wierzchotkéw reprezentujgcych kombinacje
wartoscl,

e ESIM (similarity edge) — =zbior krawedzi nieskierowanych 1aczacych
asocjacyjnie podobne wierzchotki,

e ESEQ (sequence edge) — zbior krawedzi skierowanych taczacych asocjacyjnie
nastepne wierzcholki,

e EDEF (defining edge) — zbiér krawedzi dwustronnie skierowanych tgczacych
wierzchotek definiujacy z wierzchotkiem definiowanym.

Charakterystyczng cecha grafu jest wystepowanie krawedzi dwustronnie
skierowanych, ktore posiadaja po obu stronach warto$ci wag zalezne od kierunku
poruszania si¢ po nich. W celu lepszego zrozumienia wystepujgcych krawedzi nalezy
przyjrze¢ si¢ pewnym zalezno$cig zachodzacym pomigdzy nimi. Jesli pewna krawedz
ESEQ definiuje nastepstwo asocjacyjne ASEQ lub asocjacyjny kontekst definiuje
ktorys z wierzchotkow, to wtedy jest wewnatrz zbioru krawedzi EDEF, co umozliwia
rownoczesne odwzorowanie nastgpstwa w postaci pojedynczej wartosci etykiety.



3.3.2. Przeksztalcenie RDBMS na AGDS

Ponizej przedstawiona zostata prosta transformacja Tabeli Pacjenci o kluczu
gléwnym PESEL (rys. 3.1).

Iz Pacjnncir
PESEl Imig Nazwisko Miasto Pteé
92010509536 Jan Kowalski Katowice M
75021613311 Adam Sowa Krakow M
96050419190 Eryk Kowalski Sosnowiec M
14242119172 Danuta Sowa Krakow K
80072801486 Jadwiga Mol Sosnowiec K
05242415467 Adam  Kowalski Warszawa M

==

\
"~ 08IMOUSOS

< / /
N oY
'Y S
NS ©
i R
N
@
S
=
S
@
c’\
N\,
~.

soIMoje)]

\

- : g \ \ e - \\ /
o P (96050419190
K Tm e

Rys. 3.1 Przeksztatcenie RDBMS do AGDS — Tabela Pacjent (Zrddfo: opracowanie witasne)

Mozna zaobserwowaé, ze wykonywanie operacji na zwyklej tabeli jest
stosunkowo kosztowne, gdzie przeszukiwanie powyzszej nieposortowanej tabeli ma
koszt O(n), natomiast tabeli posortowanej O(logn), co daje catkowity koszt
(sortowanie+przeszukanie) na poziomie O(n log n) [7]. Kolejnym ograniczeniem jest
mozliwo$¢ sortowania tylko po jednej kolumnie. Dane w tabeli dodawane sag w sposob
chronologiczny (kolejnosci wkladania), wiec nawet sortowanie po jednym atrybucie
wymaga indeksowania. Mozna rowniez zauwazy¢ wystepowanie redundantnych
danych, ktére dodatkowo zabierajg miejsce w pamieci.

Utworzenie struktury AGDS pozwala na zachowanie wszystkich danych oraz
uzyskanie dodatkowych informacji poprzez ich taczenie relacjami nastgpstwa. Na tak
wykonanym grafie czas przeszukiwania jest czesto staty i wynosi O(1), przy czym
zalezne jest to od rodzaju Wyszukiwania, jak rowniez ilosci wartosci roznych. Istnieja
rézne sposoby definiowania grafu i sg zalezne od ilosci kolumn sktadajgcych si¢ na
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klucz gtéwny. W powyzszym przypadku nie wykonano wiagczenia klucza gléwnego
(PESEL) do grafu, jako parametru ze wzglgdu na unikalno$¢ danych, lecz
wykorzystano go jako nazwe¢ wezta identyfikujacego poszczegdlne osoby.
Asocjacyjny graf AGDS umozliwia roéwniez eksploracje danych w zakresie
utworzonych danych. Poprzez mozliwo$¢ zastosowania wag mozna wyszukiwaé
rekordy ,,podobne” wzgledem wybranego kryterium. Struktury asocjacyjne powinny
by¢ oceniane gldwnie przez pryzmat operacji wyszukujgcych i kompresujgcych dane.
Na podstawie rysunku 3.1 mozna zauwazy¢ wigksze skomplikowanie struktury oraz
wyciagna¢ wnioski na temat potencjalnego tworzenia takiej struktury. Poczatkowy
narzut wykorzystany na budowe grafu zwraca si¢ z nawigzka podczas pdzniejszego
wykorzystania AGDS do wnioskowania.

Przyktad przedstawiony powyzej nie wykorzystuje petnego potencjatu struktur
asocjacyjnych. Pelne mozliwo$ci mozna zaobserwowa¢ w trakcie przetwarzania
wickszych zbiorow w ramach relacyjnych baz danych. Ponizszy przyktad przedstawia
proces tworzenia grafu na podstawie bazy danych ,,0ddziat szpitalny”, ktéra sktada si¢
z kilku tabel:

Baza danych Oddziat Szpitalny:

e Pacjenci

o Lekarze

e Pielegniarki
e Sale

Przedstawiona w przykladzie baza danych (rys. 3.2) opisuje wewngetrzny
oddziat szpitalny, ktory sktada si¢ z sal (Sala) o okreslonych cechach. Na kazdej sali
leza pacjenci, z ktorych kazdy ma przypisang do siebie jedng pielggniarke. Dodatkowo
dyzury na oddziale odbywaja lekarze, ktdrzy sg przypisani do wielu sal w zaleznos$ci
od dyzuru.



‘;iLekaleala } &5 Pielggniarkn\

ID Pielegniarki Imie Nazwisko Staz Studia | ] Lekarzsala
7= |
&3 P11 Anna Réza 1 NIE ID LeNkla;;a D:;g
+ P22 Jolanta Réza 2 TAK ]:] RO, oz PR (j Sala\ = e
+ G|
Pz Jolents Lot L bl IDSali  Telewizor | llo$étézek :i;i :gi
‘ . ok 2 N982 s01
Pagjent = s02 Nie 6 N982 503
7 * S03 Tak 4 N982 502
Pesel
Imie
Nazwisko
Grupa krwi
1D Sali Sala

ID Pielegniarki % 1D sali

Telewizor
llos¢ tozek

Pielegniarka Lekarz

% ID Pielegniarki % ID Lekarza
Imie Spedjalizacja
Nazwisko LekarzSala Imie

Staz Nazwisko

Studia

ID Lekarza
ID Sali

7] Pielegniarka | 7] Lekarz | 7] Sala ( 7] Pacjent | ‘j LekarzSala | | Pielegniarka I ) Lekarz |

Pesel Imie Nazwisko | Grupa krwi | ID Sali | ID Pielegniarki ID Lekarza Sp{cjalizacja Imig Nazwisko
05242415467 Adam Kowalski 0 S02 P22 + N157 neurochirurg Adam Baran
14242119172 Danuta Sowa A So1 PI1 & N216 ortopeda Mikotaj Rej
75021613311 Adam Sowa B S01 P22 + N483 neurochirurg Adam Lenart
80072801486 Jadwiga Mol AB S03 P11 &2 N982 internista  Anna Baran
92010509536  Jan Kowalski A sSo1 P22
96050419190  Eryk Kowalski 0 S02 P25

Rys. 3.2 Relacja bazy danych Oddziat Szpitalny (zrédto: opracowanie wlasne)

Proces przetworzenia przedstawiony zostanie na tabeli Pacjenci. Pierwszym
krokiem jest wydzielenie z kazdego atrybutu wszystkich wartosci bez duplikatow.
Kolejnym krokiem jest posortowanie warto§ci w kazdej kolumnie wzgledem
wybranego wczesniej krytertum, w tym wypadku, wykonano sortowanie
alfabetycznie. Nastepnie na podstawie kluczy gléwnych tworzy si¢ referencje do
rekordow 1 odwzorowywane sa odpowiednie polaczenia na podstawie wartosci
w tabeli. Powigzania te sg typu EDEF [1] i sa one dwustronne, co umozliwia
wyszukiwanie rozpoczynajac od parametru jak réowniez od referencji do rekordu.
Ostatnim krokiem jest potaczenie ze soba sgsiadujagcych wartosci w obrebie parametru
(powigzania typu ESIM), ktore umozliwig szybkie obliczenia, wyznaczanie wartosci
granicznych lub wnioskowanie i okre§lanie podobienstwa.
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=2 WY: uu-ﬁ: ssqj Pacjent

Pesel Imig Nazwisko  Grupakrwi IDSali  ID Pielegniarki
05242415467 Adam Kowalski 0 S02 P22
14242119172 Danuta Sowa A S01 P11
75021613311 Adam Sowa B S01 P22
80072801486 Jadwiga Mol AB S03 P11
92010509536 Jan Kowalski A S01 P22
96050419190  Eryk Kowalski 0 S02 P25

b krwi Pielegniarki

96050419190 Adam Kowalski A S01 P11

Imie ][Nazwisko][ Gr“pia ][ ID Sall ][ I ]
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96050419190 Eryk Sowa B S03 P25
96050419190 ) Jadwiga

96050419190 Jan
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- Jan

o

yJadwiga «--..
f

£ o
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Rys. 3.3 Struktura grafu AGDS po przeksztatceniu tabeli Pacjent Zrédto: opracowanie wltasne)

Wiedzac jak przeksztatcaé pojedyncze tabele, mozna przystapi¢ do budowania
ztozonej struktury AGDS na podstawie relacyjnej bazy danych. Pierwszym krokiem
jest wydzielenie wszystkich tabel wirtualnych (sktadajacych si¢ wytacznie z kluczy
obcych). Najlepsza metoda jest wyodrebnienie tabel, ktore nie posiadaja kluczy
obcych 1 od nich rozpocza¢ tworzenie grafu. Nastepnie nalezy stopniowo dotgczaé
tabele posiadajace klucze obce (rozpoczynajac od tych, ktore zostaty juz wczesniej
przetworzone na struktury AGDS) (rys. 3.4).
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Rys. 3.3 Roztagczne grafy AGDS — Baza Oddzial Szpitalny (Zrodlo: opracowanie wiasne)

Kolejnym krokiem jest wyodrebnienie relacji pomigdzy tabelami na podstawie kluczy
obcych w tabelach (uwzgledniajgc tabele wirtualne - vrt) (tabela 3.1.)

Tabela 3.1. Relacje pomiedzy tabelami w bazie Oddziaf Szpitalny

Tabela zrodlowa | Klucz obcy Tabela docelowa | Atrybut docelowy
Pacjent ID Pielegniarki | Pielegniarka ID Pielegniarki
Pacjent ID Sali Sala ID Sali

LekarzSala (vrt) | ID Sali Sala ID Sali

LekarzSala (vrt) | ID Lekarza Lekarz ID Lekarza

Na podstawie wartosci w tabelach i znanych powigzan Klucz Obcy-Atrybut
docelowy mozna potaczy¢ ze sobg powigzane rekordy. Nalezy pamigta¢ o kolejnosci
przetwarzania tabel rozpoczynajac od tabel prostych i stopniowo zmniejszac liczbe
tabel do przetworzenia poprzez dotagczanie kolejnych tabel ztozonych, ktorych
odno$nik w postaci tabeli prostej zostal juz przekonwertowany na graf AGDS.
Powigzania powinny by¢ typu EDEF ze wzgledu na mozliwo$ci dwustronnego
przemieszczania po grafie pomigdzy roéznymi ,.czeSciami grafu”. Posiadajac juz
potaczenia pomiedzy tabelami rzeczywistymi, mozna przetworzy¢ tabele wirtualng.
Jest to typ tabeli, ktora jest niezbedna do definiowania relacji wiele do wielu (rozdziat
2). Nalezy przejs¢ po tabeli, faczac ze soba odpowiadajace sobie referencje do
rekordow. Dla tabeli wirtualnych nie tworzy si¢ grafu AGDS ze wzgledu na brak
kluczy gléwnych, ktore umozliwityby powigzanie warto$ci z konkretng referencja
(rys. 3.4).
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Rys. 3.3 Petny graf AGDS — Baza Oddzial Szpitalny (zrodio: opracowanie wiasne)

Dla ponizszego grafu wykonano tez przykladowe zapytanie SQL z konieczno$cia
wykorzystania taczenia wewnetrznego tabel (join):

SELECT pac.Pesel,

pac.Imie,

pac.Nazwisko,

piel Imig,

piel.Nazwisko,
FROM Pacjent as pac INNER JOIN Pielegniarka as piel
ON Pac.Pielegnierka ID = Piel Pielegniarka ID
WHERE pac.Grupa Krwi LIKE (‘A’, ‘AB’)

Pierwszym krokiem jest przetworzenie warunku WHERE 1 wstepna selekcja
rekordow, ktére spetniajg warunek. Szukamy pacjentéw, ktorzy majg grupe krwi ‘4’
lub ‘4B°’. Wychodzimy od parametru Pacjent_Grupa_Krwi i wyszukujemy referencje
do rekordéw, do ktorych prowadza warto$ci parametru z warunku. Wynikowo
otrzymano 3 pacjentow (dwoch dla grupy A 1 jeden dla grupy AB). Kolejnym krokiem
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jest odczytanie warto$ci parametréw z klauzuli SELECT, ktére odnosza si¢ do tabeli
Pacjent (tabela 3.2).

Tabela 3.2. Klauzula SELECT tabeli Pacjent

Pacjent
Pesel Imi¢ | Nazwisko
14242119172 | Danuta Sowa
80072801486 | Jadwiga Mol
92010509536 Jan Kowalski

Nastgpnym krokiem jest wyszukanie referencji do rekordow tabeli
Pielggniarka, ktore sg polaczone bezposrednio z rekordami tabeli Pacjent. Nastepnie
poprzez te rekordy odczytano wartos$ci z parametrow dla pielggniarek, a nastepnie

potaczono z wyszukanymi juz pacjentami (tabela 3.3).

Tabela 3.3. JOIN tabel Pacjent oraz Pielgegniarka

SELECT pac.Pesel, pac.Imig, pac.Nazwisko, piel.Imi¢, piel.Nazwisko,
FROM Pacjent as pac INNER JOIN Pielegniarka as piel ON Pac.Pielegnierka ID = Piel.Pielegniarka ID
WHERE pac.Grupa Krwi LIKE (‘A’, ‘AB’)

Pacjent Pesel | Pacjent Imi¢ | Pacjent Nazwisko | Pielggniarka Imi¢ | Pielggniarka Naz.
14242119172 Danuta Sowa Anna Réza
80072801486 Jadwiga Mol Anna Roéza
92010509536 Jan Kowalski Jolanta Kant

Wykonanie zapytania zawierajacego klauzule JOIN wymagato bardzo mate;j
ilosci przej$¢ pomiedzy grafami. Odczyt wszystkich informacji odbywat si¢ poprzez
pojedyncze przejscie pomiedzy weztami. Przy niewielkich strukturach danych jak
powyzej graf AGDS moze wydawac si¢ skomplikowany ze wzgledu na duza ilos¢
potaczen i asocjacji. Nalezy jednak zwrdci¢ uwage na korzysSci, jakie dzigki niemu
otrzymujemy. Przetwarzanie skomplikowanych zapytan SQL przez grafy w bardzo
krétkim czasie jest tylko jedng z wielu zalet. MoglibySmy wnioskowaé podobienstwa
pomiedzy rekordami lub w prosty sposdb wyszukiwaé warto$ci graniczne. Graf
AGDS jest bardzo dobrym sposobem na kompresj¢ danych i ich kombinacje. Pomimo
wielu zalet struktury AGDS posiadaja pewne ograniczenia, ktore dyskwalifikuja ich
zastosowanie w pewnym przypadkach. Do najwigkszych wad nalezy dziatanie
w pamigci RAM, co zmusza uzytkownika do kazdorazowego odtwarzania struktury
przy uruchamianiu aplikacji. Drugg wada, ktoéra zostala réwniez omdéwiona na
poczatku jest niezmienno$¢ danych. Kazda modyfikacja, ktora nie jest przyrostowa
wigze si¢ z koniecznoscig przebudowy grafu. Nalezy jednak wspomnieé, ze operacje
modyfikacji danych sa 1 tak znacznie mniej kosztowne niz w przypadku
indeksowanych atrybutow w relacyjnych bazach danych,
wykorzystanie struktur drzewiastych oraz szybkiej
rekordow.  Kolejna sekcja opisuje gldéwna metode na optymalizacj¢ struktury
grafowej poprzez zmniejszenie narzutu obliczeniowego przy wyszukiwaniu
odpowiednich warto$ci parametréw. Do tej pory w omawianych przyktadach

ze wzgledu na
identyfikacji powigzanych
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stosowana byta posortowana lista warto$ci, ktorej przeszukiwanie wykonywane byto
w czasie O(n). W niniejszej pracy zaproponowano zastgpienie takiej listy poprzez
strukture drzewiasta, a konkretnie AVB-Drzewa , specjalng odmiang B-Drzew, , ktére
sg podstawg do stworzenia grafu DASNG bedacego rozszerzeniem AGDS.

3.4. B-Drzewa jako metoda optymalizacji AGDS
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B-Drzewa (drzewa m-narne) sa strukturg drzewiastg, ktora jest uogdlnieniem
drzew binarnych. Jej glownym celem byla poczatkowo optymalizacja dostepu do
pamieci o dostgpie bezposrednim (np. dyskéw magnetycznych). B-Drzewo
zaprojektowane zostalo w latach sze$c¢dziesigtych XX wieku przez Bayera
i McCreighta [1]. Obecnie znajdujg szerokie zastosowanie w bazach danych ze
wzgledu na szybko$¢ przeszukiwania, poprzez niewielka (logarytmiczng) ilos¢
operacji dostepu do danych. B-Drzewa sg uogolnieniem drzew binarnych poprzez
wykorzystanie struktury wezla wewngtrznego, ktory pozwala na przechowywanie
wigkszej liczby kluczy w wezle (w przypadku drzew binarnych przypadat jeden klucz
na wezet) [8].

3.4.1. B-Drzewa kontra inne struktury drzewiaste

Struktura B-Drzew ma swoje poczatki wywodzace si¢ od drzew poszukiwan
binarnych (BST). Zbudowane sg one z weztow, z ktorych kazdy posiada swoj klucz
wewnetrzny. Wymaganiem stawianym przed kluczem jest zdolno$¢ poréwnywania go
z innymi w obrgbie wybranego kontekstu. Drzewa BST umozliwiajg przeszukiwanie
danych w czasie wprost proporcjonalnym do wysokos$ci drzewa, co przy n we¢ztach
w najgorszym przypadku umozliwia przeszukiwanie z logarytmiczng ztozonoscia
obliczeniowa O(log n), co w poréwnaniu do list, ktorych ztozonos¢ wynosi O(n) jest
duzym przeskokiem. Gtoéwna wada struktur BST byl brak reakcji na nadchodzace
dane, co niekiedy powodowalo budowe drzewa, o duzej wysokosci (W
pesymistycznym przypadku wysoko$¢ drzewa wynosita n, co implikowato ztozonosé
obliczeniowg operacji przeszukiwania na poziomie O(n)) [8].

W zwiazku z wadami zwigzanymi z brakiem samoorganizacji i1 stale rosnacg
wysokoscig drzewa rozpoczgto prace badawcze nad bardziej ,,zrownowazong”
strukturg. Stworzone zostaly drzewa czerwono-czarne (RBT), ktére umozliwiajg
kontrole wysoko$ci drzewa poprzez wewnetrzng samoorganizacje pod wpltywem
przychodzacych danych. Drzewa RBT posiadajg taka sama ztozono$¢ przeszukiwania
(O(log n)), przy czym znaczaco ograniczaja wysokos¢ drzewa, co uniemozliwia
osigganie wartosci granicznych wyszukiwania.

Jedng z glownych roznic w budowie wezta w stosunku do BST jest
wystepujacy dodatkowy bit informacji, ktory imituje kolor czerwony/czarny. Dzieki
wewnetrznym restrykcjom dotyczacym potozenia kolorow zapewniony zostat
warunek, 1z kazda Sciezka w grafie moze by¢ co najwyzej dwukrotnie dluzsza niz
kazda inna. Umozliwia to pewne utrzymanie zréwnowazonego drzewa. Operacja
Lrotacji” (réwnowazenia wewnetrznej struktury) jest wykonywana po przyjsciu
jednostki danych, a przed umieszczeniem jej w docelowym drzewie. Na podstawie



przeprowadzonych badan udowodniono, ze drzewo RBT ma wysoko$¢ co najwyzej 2
log(n+1). Po za drzewami czerwono-czarnymi wystepuja rowniez inne wariacje jak 2-
3 drzewa, badZz AVL drzewa, lecz nie zostalty one omowione w niniejszej pracy [7][8],
gdyz nie majg wigkszego znaczenia z punktu widzenia realizacji tej pracy.

Gléwng motywacja wprowadzenia struktur B-Drzew byla mozliwosé
wykonywania efektywnych operacji na dyskach magnetycznych, z ktérych odczyt byt
operacjg kosztowng. Struktura B-Drzew jest uogdlnieniem drzew czerwono-czarnych,
ale posiadajaca lepsze wtasciwosci. Gléwna cecha charakterystyczng jest zmienna
ilo$¢ kluczy przechowywanych w pojedynczym wezle. Czg$cig wspdlng obu rodzajow
struktur jest wysokos$¢, ktora wynosi O(log n) (ze wzgledu na zrownowazenie), przy
czym ilo$¢ rozgatezien wychodzacych z pojedynczego wezta moze by¢ znacznie
wigksza i ograniczona do stopnia drzewa, co implikuje znacznie mniejsza wysokos$¢.
Decyzja o przejsciu do kolejnego wezta odbywa si¢ na podstawie porownania kluczy
wewnetrznych pamietanych w danym wezle.

3.4.2. Definicja

B-Drzewo T jest drzewem o ponizszych wtasno$ciach:
Kazdy wezel x ma nastgpujace pola:
n[x]- liczba kluczy aktualnie pamig¢tanych wezle x porzagdku niemalejgcym
keyi[x] < key,[x] < -+ < key,pqlx]

Jesli x jest weztem wewnetrznym to zawiera takze n[x] + 1 wskaznikow do swoich
syndw ¢ [x], cz[x], ..., cppyg41[x] . LiScie nie posiadajg synéw, wiec ich pola s3
niezdefiniowane.
Klucze key;[x] rozdzielaja przedziaty kluczy pamigtanych w poddrzewach, jesli k;
jest dowolnym kluczem poddrzewa o korzeniu c;[x] to:

ki < keyi[x] < ky < key,[x] < < keynix [x] < knpxg+1

Wszystkie liscie lezg na tej samej gtebokosci rownej wysokosci drzewa [8].

Istnieja dolne 1 goérne ograniczenia na liczb¢ kluczy w danym wezZle.
Ograniczenia te zalezag od ustalonej liczby catkowitej t > 2, ktdra nazywamy
minimalnym stopniem drzewa:

o Kazdy wezet rézny od korzenia musi mie¢, co najmniej t — 1 kluczy, kazdy
wezet wewngtrzny rézny od korzenia ma, zatem t synow (w przypadku
niepustego drzewa korzen musi mie¢, co najmniej jeden klucz).

o Kazdy wezel moze zawieraé, co najwyzej 2t — 1 kluczy. Mowimy, ze wezel
jest pelny, jesli zawiera doktadnie 2t — 1 Kluczy.

Najprostszym drzewem jest 2-3-4 drzewo (wspomniane w sekcji 3.4.1), ktore posiada
stopient = 2 [8] (rys. 3.4).
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1" 20 | 28 | 37
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Rys. 3.4 B-Drzewo 2-3-4 o glebokosci 2

Wysokos¢ drzewa jest kluczowym parametrem, ktéry wptywa na szybko$c
przeszukiwania, zgodnie ponizszym wzoremwysokos$¢ drzewa nigdy nie przekracza:
n+1

h < log;
gdzie:
h — wysoko$¢ drzewa (gleboko$¢ lisci),
t — minimalny stopien drzewa (t > 2),
n — liczba w¢ztow.

Na tej podstawie mozna zaobserwowac korzysci, jakie ptyng ze stosowania struktur B-
Drzew. Przy poréwnaniu obu wysoko$ci mozna stwierdzi¢, ze wysoko§¢ B-Drzewa
jest w przyblizeniu wprost proporcjonalnie mniejsza o log, w stosunku do RBT [7].

3.4.3. Operacje na B-Drzewach

B-Drzewo umozliwia przeprowadzenie podstawowych operacji takich jak:
e Wstawianie (Insert)
e Wyszukiwanie (Search)
e Usuwanie (Remove)

Wstawianie

Wstawianie nowej wartosci do B-Drzewa odbywa si¢ w czasie jednego
przebiegu, czyli bedzie wymaga¢ maksymalnie O(t log,n) operacji (na podstawie
maksymalnej wysokosci drzewa). Proces wstawiania odbywa si¢ rekurencyjnie, a
drzewo ros$nie w dot to znaczy, ze kolejne warto$ci wstawiane sg w lisciach na samym
dole drzewa. Przebieg operacji wstawiania przedstawiony zostal na podstawie
przyktadu wstawiania liczb, gdzie ustalono kontekst, jako poréwnanie standardowe.

Przyktad 3.1
Rozwazano puste 2-3-4 drzewo, do ktorego nalezato wstawic¢ nastepujgce liczby:
6, 19, 17,11, 3, 12, 8, 20, 22, 23, 21, 26

o @
o Do Ooo



Rys. 3.5 Operacje wstawiania do B-Drzewa (6, 19, 17)

Rozwazane B-Drzewo posiada minimalny stopien 2, co znaczy, ze ilo$¢ dzieci
wychodzacych z poszczegdlnego wezta nie moze przekroczy¢ 4. W przypadku
dodania do pustego drzewa liczb 6,19, 17 sa one dodawane do korzenia.

(6] B 17[ 19 3|6 |[12[17]19

Rys. 3.6 Operacja rozdzielenia wegztow

Przy wstawianiu liczby 11 mozna zaobserwowaé przepelnienie wezta
wewnetrznego. Powoduje to podzielenie wezta na mniejsze czeSci. Gwarantuje to, ze
w przypadku zej$¢ rekurencyjnych do kolejnych weztow nigdy nie napotkamy wezta
petnego. Wezty uczestniczace w operacji zostaly oznaczone kolorem czerwonym.

316 ]|8]| [12]17]19

Rys. 3.7 Operacje wstawiania wraz z operacja podwojnego rozdzielenia

W trakcie dodawania liczby 26 mozna zaobserwowaé dwukrotny podzial
rekurencyjny. W pierwszym kroku rozbijany jest wezet [21,22,23], z ktorego w gore
drzewa przechodzi warto$¢ 22 (kolor czerwony), ktéra powoduje przepetnienie wezta
wyzszego 1 wykonanie kolejnego rozdzielenia weztéw (kolor fioletowy)

Wyszukiwanie
Operacja wyszukiwania danych w B-Drzewie jest analogiczna do standardowej

operacji wyszukiwania w drzewie binarnym, przy czym rodznica polega na tym, ze
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w kazdym wezle dokonywany jest wybor poddrzewa (kierunku), w ktérym nastapia
dalsze poszukiwania w zalezno$ci od rezultatu porownania wewnatrz wezta.

Przyktad 3.2
Znalez¢é wartosé 21 w B-Drzewie z przyktadu 3.1

1 20| 22

316 8[]12||19]|21]]23|26

Rys. 3.8 Wyszukiwanie w B-Drzewie

Mozna zaobserwowacé, ze operacja wyszukania wymagata wykonania dwdch
operacji porownania i dwoch przejé¢, co w poréwnaniu z listg daje wynik znacznie
szybciej.

Usuwanie
Operacja usuwania jest podobna do operacji wstawiania i rowniez realizowana
przy pomocy rekurencji. Ponizej przedstawiony zostal algorytm postepowania:
e Jesli usuwany klucz k jest w wezle X i X jest lisciem, to usuwamy klucz k.
e Jesli usuwany klucz nalezy do wezta x 1 X jest weztem wewnetrznym, to:
o X’ niech bgdzie synem X, poprzedzajacym k. Je§li x’ posiada co
najmniej t kluczy, to nalezy wyznaczy¢ poprzednika klucza k jako k.
Nastepnie przesuwamy klucz £” w miejsce klucza k.

Przyktad 3.3
Usung¢ 11
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Rys. 3.9 Usuwanie z liscia

o Jesli wezetl bedacy poprzednikiem nie posiada co najmniej t kluczy
sprawdzenie wykonuje si¢ na wezle, ktory jest nastgpnikiem.
W przypadku spelnienia warunku stosujemy analogiczng operacj¢ jak
w poprzednim punkcie, przy czym przenosimy klucz bedacy
nastepnikiem usuwanego klucza.

o Jesli obaj synowie y bedacy poprzednikiem i z bedacy nastepnikiem
maja t-1 kluczy, to nalezy wykona¢ operacje taczenia. Nalezy przeniesé
caly wezet bedacy nastepnikiem i wraz z kluczem k wpisaé w wezle y,
a nastepnie rekurencyjnie usuna¢ klucz k z wezta y.

Przyktad 3.4
Usungé 12
8 11720 8 120
316 2 19 2112223 316 17 |19 21122123

Rys. 3.10 Usuwanie z operacja taczenia

3.5.AVB Drzewa rozszerzeniem B-Drzew

AVB-Drzewa naleza do struktur drzewiastych i zostaly zaprojektowane przez dr.
hab. Adriana Horzyka [2]. Sa one naturalnym uogodlnieniem B-Drzew specjalnie
zaprojektowanych dla asocjacyjnych struktur grafowych. AVB-Drzewa mozna
wyrazi¢ jako B-Drzewa zawierajace tylko unikalne wartosci. Dodatkowo struktura
automatycznie agreguje i zlicza pojawiajace si¢ duplikaty, co jest wykorzystywane
przy zapytaniach agregujacych, takich jak COUNT. Przechowywane informacje
0 duplikatach nie zmniejszajg ilosci informacji dotyczacej wezta, natomiast
umozliwiajg w pozniejszym czasie jego poprawne usuni¢cie. AVB-Drzewa sg zwykle
mniejsze niz B-Drzewa oraz B+Drzewa [2][8], ktore nie agreguja duplikatow ze
wzgledu na zwigkszong liczbe potaczen pomiedzy weztem, a docelowymi
referencjami do obiektow. Przypisanie do pojedynczej wartosci znaczaco przyspiesza
odwotanie podczas wykonywania zapytan, co jest gldwnym celem tej struktury.
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3.5.1. Operacje na AVB-Drzewach

Operacje wykonywane na AVB-Drzewach sg bardzo podobne do standardowych
wykonywanych na B-Drzewach. W przypadku przeszukiwania wykorzystywany jest
standardowy mechanizm omoéwiony w poprzedniej sekcji, natomiast operacjami, ktore
wymagaja dodatkowego omoéwienia jest wstawianie oraz usuwanie elementow.
Procesy te zostaly omdéwione w postaci opisowej. Na koniec sekcji omoéwione zostang
gtowne réznice pomigdzy obiema zaproponowanymi strukturami [2].

Wstawianie
Operacja wstawiania jest bardzo podobna do tej, ktora wykonywana jest na B-
Drzewach, przy czym uwzglednia ona dodatkowo zliczanie duplikatéw, co umozliwi
W pozniejszym czasie efektywne usuwanie wartosci bez utraty informacji. Algorytm
zostanie omowiony na podstawie AVB-Drzewa o stopniu 2 (maksymalnie 2 klucze
w wezle oraz maksymalnie 3 synow).
Wstawianie klucza k nalezy rozpocza¢ od korzenia, a nastepnie rekurencyjnie
schodzi¢ w dot zgodnie z nastgpujacymi zasadami [2]:
o Jeslik jest mniejszy niz lewy klucz rodzica, nalezy przejs¢ do lewego syna;
o Jeslik jest wiekszy niz prawy klucz rodzica, nalezy przejs¢ do prawego syna;
e Jesli k znajduje si¢ pomiedzy dwoma ww. kluczami, to nalezy przejs¢ do syna
srodkowego;
o Jesli k jest rowny jednemu z kluczy w wezle, to zwiekszy¢ licznik tego klucza
I zakonczy¢ operacjg;

W przypadku osiggnigcia lisScia, gdy wezel bedacy lisciem nie posiada
maksymalnej liczby kluczy, to nalezy doda¢ k do liscia.

Jesli w wezZle-liSciu jest juz przechowywana maksymalna liczba kluczy, to nalezy
zasymulowaé dodanie klucza k do wezta, a nastepnie podzieli¢ wezet na pot w taki
sposob, ze srodkowa warto$¢ trafia jako klucz do rodzica natomiast wezly lewy oraz
prawy stajg si¢ automatycznie jego lewym i prawym synem.

W przypadku, gdy w rodzicu, do ktérego dodawany jest srodkowy klucz, istnieje
juz maksymalna liczba kluczy, to nalezy powtdrzy¢ operacje, analogicznie do punktu
3. Operacja dzielenia wykonywana jest do skutku.

W przypadku, gdy w liSciu istnieje juz dodawany klucz K, to nalezy zwigkszy¢ licznik

[2].

Jak mozna zaobserwowa¢ zaprezentowane $ciezki wstawiania dla AVB-Drzew,
jak réwniez B-Drzew sa podobne, a roznica polega gléwnie na istnieju licznika
kluczy, ktore si¢ powtarzajg. Obydwa rodzaje drzew dbajg o zachowanie balansu w
drzewie.

Usuwanie

Usuwanie w AVB Drzewie odbywa si¢ analogicznie jak w przypadku B-Drzew,
przy czym uwzgledniane sg dodatkowo liczniki duplikatow, co powoduje jedynie
dekrementacje¢ licznika, przy zachowaniu obecnej struktury. Dopiero usunigcie



ostatniej istniejgcej wartosci klucza (ostatniego duplikatu warto$ci) uruchamia
mechanizm usuwania analogiczny do B-Drzew.

3.5.2. AVB Drzewa w strukturze AGDS

Po wprowadzeniu do B-Drzew oraz AVB-Drzew mozna przystgpi¢ do zamiany
uzytych list ww. struktury. Wykonanie takiej transformacji jest obarczone pewnym
poczatkowym kosztem, ktory przy duzej ilosci danych zwraca si¢ z nawiazka.
Kluczowa kwestig jest wybranie stopnia drzewa. Przeksztatcenie relacyjnych baz
danych z uzyciem grafow AGDS oraz struktury AVB-Drzew i wykorzystanie
neuronow asocjacyjnych ASN w miejsce weztdow prowadzi do powstania glebokiego
asocjacyjnego grafu neuronowego (DASNG), ktory zostanie omowiony w kolejnym
podrozdziale. Graf ten przy zaimplementowanych dodatkowo wagach umozliwia nie
tylko przeszukiwania horyzontalne, ale réwniez wertykalne. Dzigki agregacji
duplikatow 1 wagowego potaczenia pomiedzy weztami mozna definiowa¢ wihasne
zapytania oparte o podobienstwo, gdzie np. dla wcze$niej rozwazanej bazy danych
Oddziatu specjalistycznego mozliwe bytoby zdefiniowanie zapytania:

Przyktad 3.5
Znajdz mi wszystkich lekarzy, ktorzy majg dyzury w podobnych salach.

Kazda warto$¢ bylaby powigzana waga, np. ,sala zotta jest podobna do
pomaranczowej, a podobnienstwo to jest wyrazone przez wage x’.

3.6. Gleboki asocjacyjny graf neuronowy (DASNG)

Niniejsza sekcja opisuje gleboki asocjacyjny graf neuronowy, ktéry jest
rozszerzeniem AGDS poprzez zastosowanie wspolczynnika czasu i utworzenie
struktury neuronowej. Struktura ta nie kompensuje informacji o przetwarzanych
relacjach. Graf DASNG [2] moze by¢ skonstruowany z dowolnej struktury
bazodanowej na podstawie relacji klucz podstawowy — klucz obcy, ktore opisujg
semantyczne podobienstwo pomigdzy rekordami. Dzigki powyzszej konstrukcji
mozliwe jest tworzenie relacji podobienstwa nie tylko ze wzgledu na bezposrednie
potaczenia, lecz réwniez w oparciu o podobne cechy pomigdzy potaczeniami
posrednimi. Umozliwia to znaczne rozszerzenie funkcjonalno$ci w obrgbie metod
inzynierii wiedzy, jak rowniez sztucznej inteligencji. W rezultacie uzytkownik moze
dowolnie zdefiniowa¢ dowolny podobny zbiér wartosci, ktoéry zostanie odtworzony w
strukturze grafowej. W konsekwencji kazda klasa obiektow moze zosta¢ szybko
odnaleziona w DASNG, poniewaz poprzez stymulacj¢ podgrupy weztow powoduja
one aktywacje podobnych neurondéw najbardziej spetniajacych zadane relacje 1
ograniczenia.

Model grafu DASNG moze by¢ réwniez reprezentowany przez inne relacje,
oparte na czasie lub wspotrzednych, gdzie dwa pordéwnywane obiekty znajduja si¢
w niewielkiej odlegtos$ci od siebie lub obiekty wystepuja w niedalekim odstepie
czasowym. W glebokim asocjacyjnym grafie mozliwe jest roOwniez zastosowanie
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wspolczynnika wagowego, ktory pozwoli na jednoznaczno$¢ powigzan w zaleznosci
od wybranego kontekstu. W przypadku modelu DASNG neurony sa potaczone
Zcechami, do ktorych si¢ odnosza oraz innymi neuronami podobnymi. Dzigki
zastosowaniu dodatkowo omowionego wczesniej czynnika czasowego mozliwe jest
okreslenie sily relacji, co rowniez dostarcza informacji o sile powigzania klucz obcy-
klucz podstawowy w okreslonym kontekscie.

Zastosowanie sensorow reaktywnych oraz neuronéw zamiast biernych
rejestrow bazy danych jak to zostalo zrobione w przypadku zwyktego grafu AGDS
pozwala na szybkie 1 automatyczne uzyskiwanie informacji w kontekscie
stymulowanym przez wybrany podzbior neuronow. Przy budowie grafu DASNG nie
ma tworzenia weztow dla tabel ztaczeniowych, poniewaz sg one wykorzystywane
jedynie do potaczenia juz istniejacych czesci grafu ze sobg. W przypadku neuronow
reprezentujagcych wartosci liczbowe tworzone jest pomi¢dzy nimi potaczenie zgodnie
ze zdefiniowang regula sortujaca, dzigki czemu nie ma potrzeby sortowania danych
po zakonczeniu budowy grafu [1][2].

Agregacja, ktora jest ogromng zaleta omawianych struktur moze w pewnych
przypadkach okaza¢ si¢ wada, kiedy wymagamy, aby rekordy o doktadnie tym
samym zestawie warto$ci byly pomigdzy sobg rozrdznialne. Rozwigzaniem
wykorzystanym w grafie DASNG jest wyodrgbnienie w neuronach klucza bedacego
unikalnym identyfikatorem rekordu. Warto$¢ taka moze zosta¢ przedstawiona jako
funkcja analityczna, ktérej nie mozna zredukowaé podczas agregacji. Taka strategia
wymagana jest w przypadku odpytywania grafu na podstawie jego unikalnego
identyfikatora. Jako przykltad moze postuzy¢ potrzeba wyszukania w grafie
informacji o fakturze z konkretnym numerem. Grafy DASNG oprocz agregacji
danych réwniez wykorzystuja AVB-Drzewa, ktore zostaly omowione w poprzednim
podrozdziale jako specjalna dedykowana struktura danych, przy czym zamiast
weztow przechowuja one sensory sieci DASNG. Pozwala to na pominigcie
sortowania w procesie wstawiania nowych sensoréw i neuronow [2][5].

Dzieki obustronnym potaczeniom uzytkownik posiada szybki i bezposredni
dostep do cech reprezentowanego obiektu. Mozliwe jest dzieki temu zdefiniowanie
klastrow, ktore beda wyraza¢ cechy podobne dla dowolnych kryteriow. Poprzez
stymulacj¢ podzbioru cech podobnych, ich zakresu lub dowolnego podzbioru
obiektow nastepuje stopniowa indukcja oraz aktywowanie potaczonych neurondéw
zwigzanych z obiektami powigzanymi. Kazda stymulacja grafu DASNG ma staly
czas, co jest duzg przewagg w poroéwnaniu do podobnych tego typu metod [1][2].



4. Implementacja

Niniejszy rozdziat opisuje implementacje¢ algorytmu przeksztatcajacego relacyjng baze
danych do postaci struktury grafowej AGDS. Aplikacja wykonana zostata na platformie
NET przy uzyciu jezyka C#. Czg$¢ implementacyjna zostata podzielona na pigé
wynikajacych z siebie czesci:

e implementacja warstwy danych,

e implementacja struktury grafowej AGDS,

e implementacja mechanizmu serializacji zapytan SQL.

Calos¢ wykonana zostala zgodnie z najnowszymi standardami z wykorzystaniem
elementéw programowania obiektowego oraz wzorcow projektowych.

4.1.Warstwa danych

Warstwa danych aplikacji stuzy do unifikacji danych wejSciowych na posta¢
odpowiednig do dalszego przetwarzania przez algorytm. Zaprojektowany mechanizm
oparty zostat o jeden z najpopularniejszych wzorcéw projektowych wykorzystywany
do potaczenia z baza danych — fasada. W tym celu zaprojektowano dedykowany
interfejs udostepniajacy niezbedne metody odczytu. W przedstawionej aplikacji
uwzgledniono tylko baz¢ danych SQL Server. Do odczytu surowych danych
I parametrow bazy wykorzystano standardowy mechanizm z przestrzeni nazw
System.Data oraz dodatkowo wykorzystano zewnetrzna bibliotekg SQL Server
Management Object (SMO), ktora jest oficjalng biblioteka wspierang przez Microsoft.
Motywacjg do jej zastosowania byta lepsza obstuga informacji 0 kluczach obcych
w RDBMS. Projekt warstwy danych nie przewidywal modyfikowania danych,
a jedynie ich odczyt. Zaproponowana hierarchia klas zostala przedstawiona ponize;j:

DatabaseGateway

Klasa DatabaseGataway jest najwazniejsza istotng czgScig aplikacji.
Odpowiada ona za potaczenie z baza danych oraz za konwersje do struktury
AgdsGraph oraz AgdsGraphCollection. Zdefiniowane sg w niej metody Convert, ktore
w zalezno$ci od przyjetych parametréw zwracaja odpowiednie struktury. Motywacja
stworzenia powyzszej klasy bylo ukrycie implementacji bazy danych, jak réowniez
uniemozliwienie uzytkownikowi odczytywania wartosci z tabel. Zapobiega to
wprowadzaniu zmian z zewnatrz oraz gwarantuje spojnos¢ strukturom AGDS.

Rola klasy DatabaseGateway ogranicza si¢ do tworzenia grafow AGDS na
zadanie, jak rowniez wywotywania zapytan SQL zwracajaCych catkiem nowe
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niezalezne instancje obiektow, co uniemozliwia zmiany w strukturze. Przy

projektowaniu klasy wykorzystano wzorzec projektowy Fasada, ktory uniemozliwia
korzystanie z bazy danych z pominigciem wyzej wymienionej klasy [10].

IDbProvider

Kluczowa czgscig powyzszej struktury jest interfejs IDbProvider(rys 4.1),
ktory udostepnia kluczowe funkcje odczytu danych i parametréw z bazy. W tabeli 4.1
zostalo omowione ich zastosowanie. Klasa SqlServerProvider implementuje ten
interfejs przeksztalcajac dane zwracane przez baze danych SQL Server.

<=Interface=>
IDbProvider

+ GetDbTableNames(): IList=siring=

+ GetDbAtiributeColumns(string): IDictionary=string, Type=

+ GetDbPrimaryKeyColumns(siring): IDictionary=string, Type=
+ GetDbPrimaryKeyColumnNames(siring): IList=string=

+ GetDbKeys(string, KeyType): IList=string=

+ GetDbReferencedTables(string): IDicticnary=siring, string>=
+ GetDbKeys(string): IDictionary=siring, KeyType=

+ GetDbRows(string): RowCollection

DatabaseGateway

+ Convert(string): AgdsGraph
+ Convert(IEnumerable<siring=): AgdsGraphCollection
+ Convert(): AgdsGraphCollection

\ 4

SqlServerProvider

+ _database: Database

+SqlServerProvider{siring}

Rys. 4.1 Architektura warstwy danych

Tabela 4.1. Metody IDbProvider

IDbProvider

GetDbTableNames() Funkcja zwraca liste tabel dostgpnych w rozwazanej bazie danych

Funkcja zwraca list¢ kolumn (bez kluczy glownych) na podstawie table

GetDbAttributeColumns(string table) W postaci <nazwa_kolumny: typ_kolumny>

GetDbPrimaryKeyColumns(string table) typ_kolumny>

GetDbPrimaryKeyColumnNames(string Funkeja zwraca liste nazw Kluczy

table)
GetDbKeys(string table, KeyType Zwracana jest lista kluczy w zaleznosci od parametru keyType
keyType) (PrimaryKey/ForeignKey)

Funkcja zwraca list¢ kluczy gtownych tabeli w postaci <nazwa_kolumny;

GetDbReferencedTables(string table);

Funkcja zwraca liste tabel powigzanych z table w postaci slownika o budowie
<tabela_powigzana;powiqzanie>, gdzie powiqzanie jest typem string o
budowie — ,.kluczObcyTable columnaTabelaPowigzana”

Zwraca liste kluczy w postaci stownika z uwzgledniem typu jakiego jest

GetDbKeys(string table) klucz <nazwa klucza;typ klucza>

GetDbRows(string table) Zwraca rekordy w postaci RowCollection

RowCollection i Row

Kolejnym krokiem, ktéry nalezato zrealizowac, byla konwersja standardowej
kolekcji System.Data.DataRowCollection na struktur¢ posiadajagca wbudowane
informacje o kolumnach. Zostata zaprojektowana klasa RowCollection (rys 4.2), ktora
byta obiektem typu DTO (Data Table Object), ktory przetwarzal dostarczong tabele
i udostepniat dane tylko do odczytu. Nalezy zwrdci¢ uwage na wlasciwosé IsVirtual,
ktorej zadaniem bylo okreslenie, czy wszystkie atrybuty tabeli sg kluczami obcymi,




wtasno$¢ ta bedzie miata kluczowe znaczenie przy budowaniu ztozonej struktury
AGDS Iaczacej wiele tabel. Jako pojedynczy rekord wykorzystano strukture Row,
ktora poza przechowywaniem danych o rekordzie tworzyta roéwniez jego
»zdegenerowang posta¢”, ktoéra nastepnie wykorzystywana byla w zbudowanej
strukturze AGDS jako referencja.

RowCollection
Row

+ Columns: string[]
+ Reference: RecordReference + PrimaryKeys: string[]
+ Item: Dictionary<=string,object= + ForeignKeys: string[]

0. >

==property== + PrimaryKey: string[] ==property=> + Count: int
==property== + Attributes: string(] ==property== +Length: int
+ Row(RecordReference, Dictionary=string,object= ==property== +IsVirtual: bool

+ RowCollection(Table)

Rys. 4.2 Projekt klas typu DTO Row i RowCollection

Powyzsze klasy nie zawieraja logiki biznesowej, a stluzg jedynie do odczytu
wartosci 1 istnieja tylko w czasie tworzenia grafu AGDS. Po przetw orzeniu obiekty sa
usuwane, a w dalszym wyszukiwaniu 1 przetwarzaniu wykorzystywane sg juz tylko
obiekty typu RecordReference.

RecordReference
Projekt klasy RecordReference byt kluczowy w dalszej implementacji,
poniewaz od jego postaci zalezal proces przebiegu algorytmu (Rys 4.3).

RacordRefersnca

+ _table: string

+ _keys: Dictionary=string,object>

+ _referencedRecords: IList=RecordReference=
+ _values: Dictionary=string, ISubsetVeriex=

+ _id: string

==property== + IsPrimary: bool
+ ConnectBilateral{RecordReference): void
+ RecordReference(string, IEnumerable=<string=, IDictionary<string.object=)

Rys. 4.3 Referencja do rekordu RecordReference

W klasie RecordReference wykorzystano strukture typu HashTable, jaka jest
Dictionary. Sa to struktury niezwykle efektywne przy odczycie danych na podstawie
klucza, co bedzie miato ogromne znaczenie w pdzniejszym dziataniu struktury AGDS
przy przeszukiwaniu. Kazdy ,,zdegenerowany rekord” sktada si¢ z dwoch stownikow,
z ktorych jeden zawiera pary klucz-warto$¢, natomiast drugi sktada si¢ z nazwy
kolumny oraz wskaznika do obiektu ISubsetVertex (jest to wezet zawierajacy wartosé
dla danego parametru, szersze omoéwienie znajduje si¢ w sekcji ,,Implementacja
Struktury Grafowej AGDS). Na listingu 4.1 i 4.2 przedstawione zostaty kluczowe
sekcje kodu (konstruktor wraz z indekserem).

Na listingu 4.1 znajduje si¢ implementacja indeksera, ktory zwraca wartos¢

W zalezno$ci od podanego atrybutu. Przy odczycie sprawdzany jest warunek klucza,
co implikuje obiekt, z ktorego ma zosta¢ odczytana warto$¢ (stownik
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atrybutéw/stownik kluczy). W przypadku podania nieistniejgcej wartosci atrybutu
zwracana jest warto§¢ NULL.

\ Listing 4.1 RecordReference Indexer

public object this[string attr]

{
get {
try {
if (IsPrimary(attr))
return _keys[attr];
else
return _values[attr];
}
catch { return null; }
}
}

W konstruktorze (Listing 4.2) oprocz tworzenia czystej referencji (bez wartosci
atrybutow, tylko klucze) tworzony jest réwniez identyfikator, ktory pozwoli na
identyfikacje referencji do rekordu na podstawie tekstu i znajdzie zastosowanie przy
wzajemnym tgczeniu rekordow na podstawie kluczy obcych.

Listing 4.2 RecordReference Constructor

public RecordReference(string table, IEnumerable<string> primaryKey,
IDictionary<string,object> rowVval) {
_keys = new Dictionary<string,
object>(StringComparer.InvariantCultureIgnoreCase);
_referencedRecords = new List<RecordReference>();
_values = new Dictionary<string, ISubsetVertex>();
_table = table;

string id = String.Format("[{@}]", table);
foreach (var key in primaryKey) {
_keys.Add(key, rowVval[key]);
id += String.Format("[{0}_{1}]1", key, rowVall[key]);
}
_id = id;
//Przyktad:
//table: "Tabelal" ; primaryKey: {id1, id2} ;
//rowVal: {idl=1;id2=5;0bj=object}
//=> ID: [Tablel][id1l 1][id2_2]
}

Dzigki powyzszej implementacji warstwy danych udato si¢ uzyska¢ spojny kod
o duzej rozszerzalnosci. W przysztej implementacji mozliwe bedzie bezstratne
dodanie nowej bazy danych, jak np. Oracle lub PostgreSQL. Ograniczeniem, ktore
zastosowano w ponizszej implementacji jest mozliwo$¢ przetwarzania jednoczes$nie
pojedynczej bazy danych. Wykorzystanie interfejsow w powyzszych implementacjach
znacznie ulatwia rozszerzalno$é, a napisany kod zgodny jest z obowigzujacymi

praktykami.



4.2. Struktura Grafowa AGDS

Kolejnym etapem implementacji bylo utworzenie Asocjacyjnej Grafowe;j
Struktury Danych AGDS. Implementacja zostata podzielona na dwie czg¢$ci, ktore sa
od siebie zalezne:

e implementacja grafu AgdsGraph,
e implementacja kolekcji grafowej AgdsGraphCollection.

Struktura AgdsGraph wyraza graf utworzony na podstawie pojedynczej tabeli.
W przypadku wystapienia w tabeli kluczy informacje o nich zapisywane sg wewnatrz
grafu, co w pozniejszym czasie pozwoli na polaczeniu grafu z innym. Pierwszym
krokiem jest wydzielenie rodzajoéw tabel mogacych wystapi¢ w powyzszej realizacji:
e tabela prosta — tabela nie posiadajgca kluczy obcych,
e tabela ztozona — tabela zawierajaca klucze obce,
e tabela wirtualna (tabela ztaczeniowa) — sktada si¢ wytacznie z kluczy obcych.

Dla kazdej z wymienionych wyzej tabel otrzymamy inng posta¢ struktury
AGDS. W pierwszym etapie omowiona zostata klasa AgdsGraph, ktora jest gtdéwng
sktadowg klasy AgdsGraphCollection.

AgdsGraph

Klasa AgdsGraph, jak zostalo wczeSniej podkreslone, odnosi si¢ do
pojedynczej tabeli. Przy implementacji zwracano uwage na zasad¢ ,,pojedynczej
odpowiedzialnosci”, co doprowadzilo do wuzaleznienia jedynie od klasy
RowCollection. W pozniejszych przypadkach mozliwe bedzie rozszerzenie danych
wejsciowych, np. o plik XML. Tak jak zostato to zaznaczone w poprzednich sekcjach,
duze znaczenie przywigzano do podstawowych struktur danych, ktéore miaty
najwickszy wpltyw na dziatanie algorytmu. Wykorzystano pola typu IDictionary, ktore
sa niezwykle szybkie do odczytu [9]. Kolejnymi obiektami sktadowymi klasy
AgdsGraph jest obiekt typu ValueVertexCollection, ktory jest odpowiednikiem
zbiorem wierzchotkéw ValueVertex omowionych w sekcji dotyczacej Asocjacyjnych
Struktur. W kolekeji tej zagniezdZzone sa obiekty SubsetVertex, ktore sa konkretnymi
wartoSciami  przypisanymi do parametru. W ponizej hierarchii (Rys. 4.3)
uwzglednione zostaty w postaci skrétow klasy z poprzedniej sekeji.
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AgdsGraph

+ _keys: IDictionary<=string KeyType=
valugVertexCollsction + _records: IDictionary=string, RecordReference=
+ _referencedAgds: IDictioanry=string KeyValuePair=string, AgdsGraph==

+ Add(IValueVertex)

+ Proceed(Row} + Init{IDictionary=string Type=
+ InitReference(IDictionary=string,string=)
I sirng: Name I + ProcessRecords(RowCollection)
+TryConneci{AgdsGrapj)
I T l
<<nterface== \alus\ertex L!
IValueVertex

+ _name : string
} | z
+ _type: T

==property== + Name : string
+ Exists(object) : bool

+ Add(object) l T value |

{ + ==interface=>

I;<g3f€ffé\'lce>> - —] 1SubsertVertex
ubsertVertex

==property== + Records: IList=RecrodReference=

==property== + Value : T ==property== + Value : object

+ Putin(RecordReference)

I'_]T
Subsefvertex -
0.
RecoroReference
+ type: T [ s

Rys. 4.3 Hierarchia dla kasy AgdsGraph

Kolejnym krokiem jest omowienie dwoch najwazniejszych sktadowych ValueVertex
oraz SubsetVertex.

ValueVertexCollection i ValueVertex<T>

Motywacja utworzenia klasy ValueVertexCollection byla potrzeba dodania
dodatkowych funkcjonalno$ci obejmujacych caty zbior ValueVertex. Umozliwito to
dodatkowo odwotywanie si¢ do konkretnych parametrow na podstawie polecenia
ValueVertexCollection[name], gdzie ValueVertexCollection jest w tym przypadku
konkretng instancjg obiektu.

Klasa ta zastosowaniem pokrywa si¢ z definicjg wezta ValueVertex oméwiong
W rozdziale teoretycznym dotyczacym struktur AGDS. Przechowuje ona nazwe
parametru wraz zreferencjami do wszystkich warto$ci, ktore w ramach niego
wystgpily. Klasa ValueVertex jest klasg generyczng, poniewaz kazdy z
przetwarzanych typoéw bazodanowych moze by¢ dowolnego typu. Do konwersji typow
bazodanowych utworzono statyczng klase SglConverter, ktora pobierata typ kolumny
z bazy danych i zwracala typ z przestrzeni nazwy System. Konwersja odbywata si¢ na
poziomie IDbProvider, aby nie przenosi¢ typéw SQL w glab aplikacji. Problemem,
ktory wystapil podczas tworzenia obiektow byta statyczno$¢ typow. Jezyk C# posiada
statyczng kontrole typow, co oznacza, ze dokladny typ kazdego obiektu musi byc
znany na etapie kompilacji [9]. Komplikowato to etap tworzenia parametrow,
poniewaz z goéry nie byly znane typy parametréw, z ktorych bedzie sktadaé sie



przetwarzana tabela. Listing 4.3 przedstawia proces tworzenia zbioru parametrow
ValuVertex<T>, gdzie T jest typem kolumny SQL przekonwertowanej na System.Type
poprzez uzycie metody MakeGeneric z przestrzeni nazw System [dokumentacja
Microsoft]. Umozliwiala ona tworzenie obiektow danego typu w czasie dziatania
aplikacji. Mozna zauwazy¢, ze najpierw tworzony jest wlasciwy typ, np.
ValueVertex<int>, a nast¢gpnie na tym obiekcie wywotywany jest konstruktor [9].

| Listing 4.3 Inicjalizacja AgdsGraph

public void Init(IDictionary<string,Type> columns) {
if (_valueVertices != null)
throw new InvalidOperationException("vertexCollection can't be assigned twice");

_valueVertices = new ValueVertexCollection();
foreach (var column in columns) {
Type type = typeof(ValueVertex<>).MakeGenericType(new[] { column.Value });
_valueVertices.Add((IValueVertex)Activator.CreateInstance(type, column.Key));
}
}

Po zainicjalizowaniu pustych wezlow ValueVertex (posiadaty jedynie nazwe
I typ) mozna bylo przystapi¢ do przetwarzania rekordow i wstawiania ich w konkretne
miejsca. Mozna przyja¢ jedng z dwoch $ciezek przetwarzania — pierwsza z nich
przypisuje wartosci na podstawie kolumn, druga natomiast na podstawie wierszy. Ze
wzgledu na specyfike danych otrzymywanych z serwera SQL (wartos$ci rekordu miaty
posta¢ object[]) konieczne bytoby dodatkowe przejscie przez dwuwymiarowg tablice.
Funkcja, ktora realizowala przypisanie realizowana byta poprzez wywotanie metody
ValueVertexCollection.Proceed(Row) (Listing 4.4).

Dzigki zastosowaniu indekserow oraz slownikéw mozna szybko odwotywacé
si¢ do konkretnych warto$ci (przyktad w listingu). Zastosowanie ww. funkcji
MakeGeneric umozliwitlo wstawianie warto$ci o zdefiniowanym typie T zamiast
object (Rekordy zawieraja tylko wartosci typu object). Metoda przechodzi po
wszystkich warto$ciach atrybutow (bez kluczy podstawowych) i sprawdza, czy
w wezle ValueVertex istnieje juz dana warto$¢ rekordu, jesli tak, to dla tej wartosci
dodawana jest referencja do rekordu, w przeciwnym wypadku nowa warto$¢ jest
dodawana w zbiorze SubsertVertex<T>, a nastgpnie do tej wartosci przypisywana jest
referencja do rekordu.

| Listing 4.4 ValueVertexCollection Proceed

public void Proceed(Row row) {
foreach (string c in row.Attributes) {
object val = row[c];
if (Vertices[c].Exists(val))
Vertices[c][val].PutIn(row.Reference);
else {
Vertices[c].Add(row[c]);
Vertices[c][val].PutIn(row.Reference);
}
}

//Przyktad:
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//Row : {Name=Jan ; City=Krakéw ; Age=19}
//Vertices[Name][Jan] => Row

}

SubsetVertex<T>

Funkcjonalno$¢ klasy SubsetVertex<T> pokrywa si¢ z definicjg przedstawiong
W teoretycznym omowieniu AGDS. Przechowuje ona liste rekordéw powigzanych
warto$cig danego parametru. Dodatkowo dzigki zdefiniowanemu polu Parent
umozliwia wsteczne poruszanie si¢ po grafie rozpoczynajac od konkretnego rekordu
konczac na wierzchotku grafu. Klasa ta implementuje interfejs IComparable<T>
dzigki czemu mozna w prosty sposob poréwnywac typy na podstawie typu T, a nie
poprzez object [9].

AgdsGraphCaollection
Jest to kolekcja, ktora jest zbiorem elementow AgdsGraph. Poprzez
wykorzystanie AgdsGraphCollection mozliwe jest tworzenie ztozonych grafow AGDS
sktadajacych si¢ z wielu zaleznych (niezaleznych) od siebie tabel. Proces tworzenia
mozna podzieli¢ ze wzgledu na istnieje odniesien pomi¢dzy grafami:
e Istniejg referencje pomi¢dzy obiektami AgdsGraph.
e Obiekty sg catkowicie niezalezne.

W przypadku utworzenia kolekcji obiektow niezaleznych nie bedzie mozliwe
wykonywanie zapytan SQL typu JOIN. Hierarchia klasy zostata przedstawiona
ponizej:

AgdsGraphCollection

Py Add!AgdS: sing: name AgdSGf!ph
+TryConnect()

Rys. 4.4 Hierarchia dla kasy AgdsGraphCollection

Struktura AgdsGraphCollection moze zosta¢ stworzona na dwa sposoby:
e W postaci pustej struktury, do ktorej dodawane sg kolejne rekordy (obiekty sa
calkowicie niezalezne).
e Na podstawie podanej bazy danych (automatycznie definiowane sg zaleznos$ci
mig¢dzy rekordami).

Ponizej omoéwiona zostata metoda TryConnect, ktora odpowiada za utworzenie
potaczen pomigedzy niezaleznymi strukturami grafowymi. Przyjete zostaly dwie
strategie polaczen — pierwsza dotyczyla tabel zlozonych, gdzie polaczenia
wykonywane byly w petli 1 do 1, druga natomiast odnosita si¢ do tabel wirtualnych,
gdzie potaczenie odbywalo sie na podstawie trzech tabel (listing 4.5).



| Listing 4.5 TryConnect (Dla calej bazy)

public void TryConnect() {
foreach(var agds in AgdsCollection) {
if (agds.IsSimple)
continue;
else if (lagds.IsVirtual) {
foreach (var refAgds in agds.ReferencedAgdsNames)
agds.TryConnect (this[refAgds]);
}
else
agds.TryConnectVirtual(this);

Listing 4.6 TryConnect Virtual

public void TryConnectVirtual(AgdsGraph agdsGraphSource, AgdsGraph agdsGraphDest) {
string refKey, vrtAttrl, sourceAttr, vrtAttr2, destAttr;
string[] keys;
KeyValuePair<string, AgdsGraph> agdsKeyGraphSource, agdsKeyGraphDest;

if (_referencedAgds.TryGetValue(agdsGraphSource.Name, out agdsKeyGraphSource)
&& _referencedAgds.TryGetValue(agdsGraphDest.Name, out agdsKeyGraphDest))
{
refKey = agdsKeyGraphSource.Key;
keys = refKey.Split('_");
vrtAttrl = keys[@]; sourceAttr = keys[1];

refKey = agdsKeyGraphDest.Key;
keys = refKey.Split('_");
vrtAttr2 = keys[0@]; destAttr = keys[1];

foreach (var rec in Records) {
object sourceVal = rec[vrtAttril];
object destVal = rec[vrtAttr2];
IList<RecordReference> sourceRecords = agdsGraphSource[sourceAttr, sourceval];
foreach(RecordReference sourceRec in sourceRecords)
sourceRec.ConnectBilateral (agdsGraphDest[destAttr, destval]);

}

agdsKeyGraphSource = new KeyValuePair<string, AgdsGraph>(agdsKeyGraphSource.Key,
agdsGraphSource);
ReplaceReferencedAgds (agdsKeyGraphSource) ;

agdsKeyGraphDest = new KeyValuePair<string, AgdsGraph>(agdsKeyGraphDest.Key,
agdsGraphDest);
ReplaceReferencedAgds (agdsKeyGraphDest) ;

Obie metody taczenia dziataja na podobnej zasadzie i sprowadzaja si¢ do
odczytania Rekordow z obu grafow na podstawie odpowiednich kolumn, a nastepnie
polaczenia ich wzgledem wartosci okreslonych w tabeli taczenia. Proces ten zostat
omoéwiony w czesci teoretycznej dotyczacej tworzenia grafow AGDS. Implementacja
struktury grafowej oraz warstwy danych umozliwia juz w petlni funkcjonalne
korzystanie z grafu. Kolejne cze$ci dotyczy¢ bedg parsowania jezyka zapytan SQL, co
umozliwi efektywne pordwnanie otrzymywanych wynikéw poprzez definiowanie
pojedynczego zapytania.
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4.3.Parser SQL
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Implementacj¢ parsera zapytan z jezyka SQL na strukture grafowag AGDS mozna
podzieli¢ na dwie glowne czesci:

e Parsowanie zapytania SQL na posta¢ funkcji dla grafu AGDS.

e Implementacja funkcji dla grafu AGDS.

Parsowanie jezyka zapytan SQL jest zagadnieniem skomplikowanym i wigze si¢
Z elementami konstrukcji kompilatorow, co w znacznym stopniu wykracza po za
zakres niniejszej pracy. W zwigzku z tym podczas implementacji skorzystano z
gotowej biblioteki znalezionej na GitHubie. Pozwalala ona na parsowanie zapytania
SQL i pobierania kluczowych wartosci, jak aliasy oraz nazwy wymaganych kolumn
i uzywanych tabel. Wadg rozwigzania byla jego predko$¢ jednak w przypadku
samego parsera skupiono si¢ na funkcjonalno$ci. Biblioteka nazywata si¢ TSql Parser
i zostata napisana przez uzytkownika Bruce Dunwiddie.

Druga czg$¢ implementacji odnosita si¢ do implementacji funkcji
przetwarzajacych graf AGDS i na podstawie warunku WHERE oraz klauzuli SELECT
zwracanie gotowych danych. W tym celu wykorzystano wzorzec projektowy
Polecenie [9]. Wzorzec ten jest uznawany za jeden z najprostszych wzorcow
projektowych wyrdznianych w programowaniu obiektowym. Sktada si¢ na niego
pojedynczy interfejs 1SgiCommand, ktory zawiera jedng metod¢ Execute (Rys. 4.5).
Nastepnie stworzono implementacj¢ tego interfejsu w postaci klas SelectCommand,
JoinCommand oraz WhereCommand. Gtéwng ideg zastosowanego rozwigzania byto
utworzenie listy obiektow ISglCommand, ktore przetwarzalyby czgsci zapytania
W kolejnosci dodawania.

} ==Interface=>>
ISgiCommand

f
i + Execute(lAgdsSet): void

WhereCommand SelectCommand

+ TableLeft: string + Tables : Dictionary=string,string>
+ AttrLeft: string + Attributes: List=string=

+ TahleRight: string

+ AttrRight: string

+ Operator: OperatorType
+ Connector: Connector

Rys. 4.5 Hierarchia dla klas 1ISqgiCommand

Proces przetwarzania opieral si¢ na utworzeniu listy funkcji, ktore
rozpoczynaty si¢ od klauzuli WHERE, gdzie nastgpowala filtracja rekordow,
a nastepnie byly one wyswietlane na podstawie atrybutéw okreslonych w funkcji
SELECT.



Jak mozna zauwazy¢ dodatkowo w klasie WhereCommand znajdujg si¢ pola Operator
oraz Connector. Oznaczajg one odpowiednio operator poréwnania wykorzystywany
przy filtracji (zaimplementowano operatory <, >, =), natomiast connector oznacza
operator logiczny, jaki taczy obecne zapytanie z kolejnym (None, AND, OR).
Zaimplementowana klasa SELECT umozliwiala przetwarzanie danych do postaci
przyjaznej dla uzytkownika jednak w znacznym stopniu spowalniata przetwarzanie
zapytania, niz w przypadku gdy wykorzystywane byty tylko referencje do rekordow.
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5. Opracowanie wynikow

Po wykonaniu implementacji i przeprowadzeniu testow funkcjonalnych w celu
stwierdzenia poprawnosci dzialania przystgpiono do realizacji badan poréwnawczych.
Pierwsza cze¢$¢ rozdziatlu dotyczy¢ bedzie opisu instancji testowej oraz przebiegu
prowadzonych badan z uwzglednieniem ,,wgskich gardet”, czyli czgsci systemu, ktore
majg gléwny wptyw na czas przetwarzania:

e czas budowania grafu AGDS,
e porownanie czasu przeszukiwania grafu AGDS w stosunku do SQL Serwer oraz
frameworka Microsoft.SqlServer.Server.

Na koniec omoéwione zostang otrzymane rezultaty oraz potencjalne czynniki, ktore miaty
wplyw na przebieg badan.

5.1. Instancja testowa

Badania zostaly przeprowadzone przy wykorzystaniu przyktadowej bazy
danych dostarczonej przez Microsoft jakg jest AdventureWorks2012. Powyzsza
instancja pozwoli zbudowaé¢ w petni funkcjonalny graf AGDS.

Opis:

Adventure Works Cycle jest fikcyjng firma, na ktdrej oparta zostata powyzsza
baza. Jest to duza migdzynarodowa firma, ktora zajmuje si¢ produkcja i1 sprzedaza
rowerow metalowych i kompozytowych na rynkach komercyjnych w Ameryce
Pétnocnej, Europie oraz Azji. Gloéwna siedziba firmy znajduje si¢ w Stanach
Zjednoczonych w Bothell w stanie Waszyngton 1 zatrudnia 290 pracownikow.
Posiada rowniez kilka zespoldw sprzedazowych, ktdre rozmieszczone sg w calej
bazie rynkowe;j.

Powyzsza baza danych pozwala na przeprowadzenie kilku odrebnych scenariuszy:

e scenariusz sprzedazy i marketingu — opisuje Srodowisko sprzedazy, klientow
oraz promocje;

e scenariusz produktu — opis produktoéw wytwarzanych przez firme;

e scenariusz zakupu i dostawcy — opisuje zakup poszczegolnych czgsci oraz
relacje pomiedzy firmg i dostawcami;

e scenariusz produkcji — Opisuje srodowisko produkcyjne i proces
technologiczny.
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5.2. Czas budowania grafu AGDS

Czas budowy grafu AGDS na podstawie relacyjnej bazy danych, mimo ze nie
jest przedmiotem badan w niniejszej pracy, odgrywa niezwykle istotng role pod
wzgledem potencjalnego zastosowania przedstawionych implementacji w ramach
projektow komercyjnych. Ze wzgledu na istnienie grafu w czasie dziatania aplikacji
(runtime) lub ewentualne odczytywanie jego budowy z pliku czas jego tworzenia jest
niezwykle istotnym czynnikiem. Ponizej przedstawiono rezultaty badan dla kilku
przypadkow testowych. W rozwazaniach brano pod uwage liczbe kluczy obcych
tabeli (maja one wplyw na ilo§¢ tworzonych referencji pomigdzy grafami AGDS),
liczbe rekordéw oraz liczbe atrybutow.

Scenariusz testowy 1:

W pierwszej czgsci testu zbadany zostanie czas budowy odrebnych grafow
AGDS ze wszystkich tabel wystepujacych w bazie AdventureWorks2012.
Wyznaczone zostang przedzialy czasowe dla kazdej tabel z osobna z uwzglednieniem
powyzszych parametrow.

Do zobrazowania wynikéw wykorzystano srodowisko Matlab 2013b. Zgodnie
z przewidywaniami, gtowny czynnikiem oddziatuyjacym na czas przetwarzania byla
liczba rekordow w tabeli. Na uwage zastuguje fakt, iz liczba kluczy (obcych i
gtownych) nie miata wigkszego wplywu na otrzymywane czasy, co zostato
zaprezentowane przy tabelach 48 1 57, gdzie liczba rekordéw byla poréwnywalna, a
liczba Kluczy byta dwukrotnie wieksza (rys 5.1). Czas przetworzenia wszystkich tabel
nie przekraczat jednej minuty.

¥ 10 Records per Table

0 10 20 30 40 50 60 70
Keys per Table

I 1 1
0 10 20 30 40 50 60 70

Time proceed per Table [ms]
1006 ! ! ! ! ; !

5000

0 10 20 30 40 50 60 70

Rys. 5.1 Czasy przetwarzania tabel
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Scenariusz testowy 2:

Kolejnym krokiem byto sprawdzenie, w jakim czasie zostang potaczone poszczegdlne
grafy AGDS pomigdzy sobg. W tym celu uruchomiono proces wzajemnego taczenia
wszystkich grafow. Podczas przetwarzania tabeli Person.BusinessEntity napotkano na
pierwszy problem wydajno$ciowy. Tabela sktadata si¢ z 20 777 rekordow 1 posiadata
klucz obcy do samej siebie. Klucz obcy odpowiadat kluczowi gtownemu tabeli, co
implikowato unikalno$¢ wartosci w grafie AGDS. W celu przetworzenia powyzszej
tabeli wymagane byto 20 777 powigzan. Dla pozostatych tabel czasy utrzymywaty si¢
na akceptowalnym poziomie.

5.3. Czas budowania grafu AGDS
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Kolejnym, a zarazem kluczowym badaniem w odniesieniu do niniejszej pracy
byto poroéwnanie czasu przetwarzania zapytan SQL dla trzech réznych instancji:

e SQL Server 2012

e Grafy AGDS

e Microsoft.SQL.Server Framework

Pierwszym krokiem w trakcie badanie byto okreslenie zbioru testowego. W tym

celu przeanalizowano wszystkie tabele zawarte w bazie AdventureWorks2012,
a nastgpnie wybrano spos$rdd nich optymalny zbidr tabel wraz z relacjami, aby
mozliwe bylo wykonywanie skomplikowanych zapytan z uzyciem taczenia tabel
JOIN.
Przed rozpoczgciem testow nalezalo okresli¢ mierzony zakres wykonywanych dziatan
na strukturach grafowych. Przeprowadzona zostata analiza typu zwracanego przez
Microsoft.SQL.Server Framework, jakim jest DataSet. Obiekt ten obejmuje wszystkie
informacje na temat bazy danych, jednak jego kluczowa czg$ciag jest dwuwymiarowa
tablica ItemArray. Podj¢to decyzje projektowa o stworzeniu prostego obiektu, ktory
imitowalby strukture DataSet, lecz odnositby si¢ do grafow AGDS. Pozwolitoby to na
zrbwnowazenie otrzymywanych wynikow.

Poréwnanie  czasé6w  przeszukiwania ~wymaga  ustalenia  pewnych
niezmiennikow  (oprécz  tych omowionych wczesniej), ktére zwickszylyby
wiarygodno$¢ wynikow. Testy przeprowadzone zostang w 10 iteracjach, z ktorych po
odrzuceniu wyniku najgorszego 1 najlepszego wyciagnigta zostanie $rednia.
Spowoduje to zwigkszenie konkurencyjnosci relacyjnych baz danych, ktore posiadaja
mechanizm cache’u i podobne (te same) zapytania przetwarzajg szybciej z kazda
iteracja.

Ze wzgledu na ograniczong liczb¢ zaimplementowanych mechanizméw SQL w
grafach AGDS testy ogranicza si¢ do JOIN’6w standardowych (na podstawie kluczy
obcych), a zapytania nie bgda obejmowaé przeszukiwania ztaczonych tabel oraz
prostych jednoczesnie.



Select * From AdventureWorks2012.Production.WorkOrder as wo
JOIN AdventureWorks2012.Production.ScrapReason as sr
ON wo.ScrapReasonID = sr.ScrapReasonlID,

Przypadek testowy:
Relacja, ktora zostala wybrana do testow odnosita si¢ do rzeczywistego
scenariusza opartego na produkcji. W tym celu wybrano nastepujaca relacje:

Product
% ProductiD
WorkOrder Name
- ProductNumber
' WorkoOrderlD MakeFlag
ScrapReason ProductlD FinishedGoodsFlag
¥ ScrapReasoniD OrderQty Color
MName StockedQty SafetyStockLevel
ScrappedQty ReorderPoint
StartDate StandardCost
EndDate ListPrice
DueDate Size
ScrapReasoniD SizeUnitMeasure
WeitghtUnitMeasureCode
Weight
DaysToManufacture
Productline
Class
Style
ProductSubcategorylD
ProductModellD
SellStartDate
SellEndDate
DiscontinuedDate

Rys.5.2 Przypadek testowy — relacje

Ponizej przedstawione zostaly informacje na temat powyzszych tabel odczytane ze
zbudowanego grafu AGDS

Tabela 5.1. Informacje — AGDS ScrapReason

ScrapReason
Liczba rekordoéw 16
Czas budowania grafu 232 ms
Czas laczenia 0ms
Kolumna Typ (System) | Liczba Unikalnych wartosci | Rodzaj kolumny
ScrapReasonID | System.Int32 | 16 Klucz podstawowy
Name System.String | 16 Atrybut

Kluczem w powyzszej tabeli jest ScrapReasonID, dlatego liczba unikalnych
wartosci wynosi 16. Czas laczenia grafu wynidst Oms, poniewaz tabela nie posiadata
zadnych kluczy obcych.
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Tabela 5.2. Informacje — AGDS Product

Product
Liczba rekordéw 504
Czas budowania grafu 2258 ms
Czas laczenia 95 ms
Kolumna Typ (System) Liczba Unikalnych Rodzaj kolumny
warto$ci
ProductID System.Int32 504 Klucz
podstawowy
Name System.Object | 504 Atrybut
MakeFlag System.Object | 504 Atrybut
FinishedGoodsFlag System.Object | 504 Atrybut
Color System.String 9 Atrybut
SafetyStockLevel System.Int16 6 Atrybut
ReorderPoint System.Int16 6 Atrybut
StandardCost System.Decimal | 114 Atrybut
ListPrice System.Decimal | 103 Atrybut
Size System.String 18 Atrybut
SizeUnitMeasureCode System.String 1 Klucz obcy
WeightUnitMeasureCode | System.String 2 Klucz obcy
Weight System.Decimal | 127 Atrybut
DaysToManufacture System. Int32 4 Atrybut
ProductLine System.String 4 Atrybut
Class System.String 3 Atrybut
ProductSubCategorylD System.Int32 37 Klucz obcy
ProductModel ID System. Int32 119 Klucz obcy
SellStartDate System.Date 4 Atrybut
SellEndDate System.Date 2 Atrybut
DiscountedDate System.Date 0 Atrybut

Czas przetwarzania 1 proby taczenia wynika z istnienia kluczy obcych w tabeli.
Algorytm sprawdza, czy istnicja niezalezne grafy o identyfikatorze okreslonym przez

klucz obcy. Proces taczenia grafow zostanie przedstawiony przy tabeli WorkOrder.
Roéznica miedzy czasami tworzenia jest $ciS§le powigzana z liczba kolumn oraz

rekordow w tabeli.

Tabela 5.3. Informacje — AGDS Product

WorkOrder

Liczba rekordéw 72591

Czas budowania grafu 3313 ms

Czas laczenia 45510 ms

Kolumna Typ (System) Liczba Unikalnych wartosci | Rodzaj kolumny
WorkOrderID | System.Int32 72591 Klucz podstawowy
ProductID System.Int32 232 Klucz obcy




OrderQty System.Int32 903 Atrybut
StockedQty System.Int32 1013 Atrybut
ScrappedQty System.Int16 87 Atrybut
StartDate System.DateTime | 1093 Atrybut
EndDate System.DateTime | 1093 Atrybut
DueDate System.DateTime | 1093 Atrybut
ScrapReasonID | System.Int16 16 Klucz obcy

Graf WorkOrder idealnie oddaje korzysci ptyngce z wykorzystania struktur
AGDS. Dla okoto 70000 rekordow udato si¢ zredukowaé liczbe trzymanych
W pamigci unikalnych wartosci dla kolumny OrderQty do 232 w czasie 3,13 sekundy.
Dla powyzszego grafu istniejg dwa klucze obce, ktorych referencje do graféw istnieja,
dlatego algorytm przeprowadzit proces Iaczenia dla dwoch grafow (Product,
ScrapReason) i trwat on okoto 45 sekund. Czas taczenia i przetwarzania grafu byt
Scisle zwigzany z ilo$cig unikalnych wartosci dla grafu referencyjnego (w przypadku
grafu Product wykonane zostalo tgczenie dla 232 warto$ci na podstawie kolumny
ProductID).

Przeszukiwanie:

Wykonywane na zbiorze zapytania uszeregowano pod wzgledem
skomplikowania. Zwrdcono rowniez uwage, aby kazde kolejne bylo rozszerzeniem
poprzedniego. Pozwolitoby to na analiz¢ wzrostu czasu odpowiedzi na podstawie
dodatkowych ograniczen oraz dodatkowych tabel. Pierwszym typem zapytan bylo
pobieranie wartosci z jednej tabeli 1 obserwacja czasOw przetwarzania poprzez zmiang
warunku WHERE.

Zapytanie 1:

SELECT wo.WorkOrderID, wo.OrderQty, wo.ScrappedQty
FROM Production.WorkOrder AS wo
WHERE wo.OrderQty > 100

Tabela 5.4. Rezultat — Zapytanie 1

AGDS Microsoft.SqlServer | Microsoft SQL Server

00:00:00.0303747

00:00:00.0351704

00:00:00.0943492

00:00:00.0181001

00:00:00.0304608

00:00:00.1041748

00:00:00.0164440

00:00:00.0410319

00:00:00.0882853

00:00:00.0213440

00:00:00.0320031

00:00:00.0898707

00:00:00.0176794

00:00:00.0501788

00:00:00.0814772

00:00:00.0175265

00:00:00.0308298

00:00:00.0877583

00:00:00.0188606

00:00:00.0386351

00:00:00.0820236

00:00:00.0233754

00:00:00.0304664

00:00:00.0855246

00:00:00.0176118

00:00:00.0395820

00:00:00.1067833

00:00:00.0215462

00:00:00.0346686

00:00:00.0895176

19 [ms]

39 [ms]

90 [ms]

Srednia [ms] \
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Zapytanie 2:

SELECT wo.WorkOrderID, wo.OrderQty, wo.ScrappedQty
FROM Production.WorkOrder AS wo
WHERE wo.OrderQty > 100

AND wo.ScrappedQty =4

Tabela 5.5. Rezultat — Zapytanie 2

AGDS

Microsoft.SqlServer

Microsoft SQL Server

00:00:00.0129584

00:00:00.0376435

00:00:00.0758665

00:00:00.0035974

00:00:00.0271162

00:00:00.0606357

00:00:00.0055099

00:00:00.0365906

00:00:00.0621808

00:00:00.0037858

00:00:00.0248158

00:00:00.0591566

00:00:00.0036981

00:00:00.0334056

00:00:00.0581520

00:00:00.0036578

00:00:00.0256948

00:00:00.0629286

00:00:00.0050006

00:00:00.0373069

00:00:00.0544324

00:00:00.0044776

00:00:00.0277250

00:00:00.0597879

00:00:00.0037163

00:00:00.0325780

00:00:00.0592206

00:00:00.0038893

00:00:00.0267164

00:00:00.0554446

4 [ms]

30 [ms]

60 [ms]

Srednia [ms] ‘

Zapytanie 3:

SELECT wo.WorkOrderID, wo.OrderQty, wo.ScrappedQty
FROM Production.WorkOrder AS wo
WHERE wo.OrderQty > 100

AND wo.ScrappedQty =4

AND wo.StockedQty > 170

Tabela 5.6. Rezultat — Zapytanie 3

AGDS

Microsoft.SqlServer

Microsoft SQL Server

00:00:00.0182384

00:00:00.0454605

00:00:00.0504586

00:00:00.0079367

00:00:00.0398929

00:00:00.0455028

00:00:00.0069048

00:00:00.0271992

00:00:00.0409194

00:00:00.0076341

00:00:00.0377809

00:00:00.0490150

00:00:00.0075765

00:00:00.0259583

00:00:00.0450438

00:00:00.0073382

00:00:00.0330734

00:00:00.0438709

00:00:00.0076938

00:00:00.0281734

00:00:00.0457209

00:00:00.0064007

00:00:00.0334139

00:00:00.0405046

00:00:00.0090251

00:00:00.0259982

00:00:00.0445535

00:00:00.0068302

00:00:00.0387753

00:00:00.0489624

8 [ms]

33 [ms]

45 [ms]

Srednia [ms] ‘

Mozna zauwazyC, ze wraz ze wzrostem liczby warunkow malal czas
przetwarzania grafu AGDS. Przyczyng jest zmniejszajaca si¢ z kazdym warunkiem
liczba rekordow do dalszej analizy. Wptyw na czasy ma réwniez liczba ,,unikalnych

wartosci”

dla rozwazanego we¢zla,

poniewaz znacznie zmniejsza zakres do

przeszukania. Otrzymane wyniki obrazujg réznice w szybkosci, jednak nie wpltywaja
na czas wykonywania zapytania, poniewaz dla kazdego z przypadkow jest on



znikomy. Prawdopodobnie graf AGDS dziatalby jeszcze z wigksza predkoscia, gdyby
zwracane dane nie byty zapisywane w tablicy (analogicznej jak System.Data.DataSet).
W nastgpnym kroku przeprowadzono rzeczywiste testy ze ztgczeniami.

Zapytanie 4:

SELECT wo.WorkOrderID, wo.OrderQty, wo.ScrappedQty
From Production.WorkOrder as wo
JOIN Production.Product as pr

ON wo.ProductID = pr.ProductID

Tabela 5.7. Rezultat — Zapytanie 4

AGDS

Microsoft.SqlServer

Microsoft SQL Server

00:00:00.6120516

00:00:01.0707785

00:00:01.4886003

00:00:00.5714685

00:00:00.9752805

00:00:01.4011122

00:00:00.6518790

00:00:01.0331417

00:00:01.3774021

00:00:00.6108080

00:00:00.9531641

00:00:01.3884086

00:00:00.6205313

00:00:00.9247947

00:00:01.4119029

00:00:00.5330834

00:00:00.9896845

00:00:01.4067441

00:00:00.5584042

00:00:00.9803306

00:00:01.4248305

00:00:00.5156233

00:00:01.0121307

00:00:01.4256969

00:00:00.5241120

00:00:00.9572716

00:00:01.4440681

00:00:00.5891874

00:00:00.9733372

00:00:01.4022432

578 [ms]

986 [ms]

1417 [ms]

srednia [ms] \

Zapytanie 5:

SELECT wo.WorkOrderID, wo.OrderQty, wo.ScrappedQty, pr.Color
From Production.WorkOrder as wo
JOIN Production.Product as pr

ON wo.ProductID = pr.ProductID
WHERE pr.SafetyStockLevel > 600
AND pr.ProductNumber > 'FR’

Tabela 5.7. Rezultat — Zapytanie 5

AGDS

Microsoft.SqlServer

Microsoft SQL Server

00:00:00.0362518

00:00:00.2123119

00:00:00.0667718

00:00:00.0385564

00:00:00.2381249

00:00:00.0854891

00:00:00.0272509

00:00:00.2758490

00:00:00.0685824

00:00:00.0248592

00:00:00.3009283

00:00:00.0822295

00:00:00.0232663

00:00:00.1886931

00:00:00.0700978

00:00:00.0246420

00:00:00.1894184

00:00:00.0710346

00:00:00.0248924

00:00:00.1519045

00:00:00.0677856

00:00:00.0241019

00:00:00.1148362

00:00:00.0698150

00:00:00.0256833

00:00:00.1587679

00:00:00.0678926

00:00:00.0259725

00:00:00.1186616

00:00:00.0787719

31 [ms]

194 [ms]

66 [ms]

Srednia [ms] \
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W przypadku zapytania typu JOIN z ograniczeniami mozna zauwazyc
znaczacy spadek wydajnosci Microsoft.SQL.Server Framework. Na szczegdlng uwage
zastuguje fakt, ze Microsoft SQL Server przy JOINACH zaczat dziata¢ zdecydowanie
szybciej, prawdopodobnie wynika to z wykorzystania zaimplementowanych wewnatrz
mechanizmow optymalizujgcych. Mimo to przeszukiwanie przy pomocy grafu AGDS
wcigz jest 2x szybsze.

Przeprowadzono testy poszczegdlnych funkcji 1 okazato sig, ze gldownym
hamulcem przy przeszukiwaniu jest wykorzystanie prostej struktury DTO, do ktorej
zapisywane sg wyniki. W przypadku operowania na czystych referencjach osiagane
rezultaty byly znacznie powyzej oczekiwan 1 zmniejszyly czas przetwarzania o caly
rzad wielkosci ($rednio 2[ms]).

Dalsze testy powinny zosta¢ przeprowadzone w oparciu o rozszerzenie funkcji
standardowych SQL jak np. SUM, COUNT, AVG, MEDIAN. Mozna przypuszczaé,
ze na tym polu grafy AGDS réwniez wykazalyby si¢ nieporéwnywalnie lepszymi
rezultatami ze wzgledu na szybki dostep do wartosci granicznych. Obstuga petnego
zestawu operatorow SQL, jak rowniez zaimplementowanie Kopii mechanizmu
System.Data.DataSet dla graféw AGDS jest osobnym tematem.
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6. Podsumowanie

Niniejsza praca miata na celu wprowadzenie do zagadnien zwigzanych ze sztucznymi

systemami asocjacyjnymi oraz sztuczng inteligencja. Giéwng jej czescig bylo zapoznanie
czytelnika z zagadnieniem relacyjnych baz danych oraz mozliwo$ci ich zastapienia
poprzez wykorzystanie grafowej asocjacyjnej struktury danych AGDS.
Struktura AGDS to jedna z najprostszych struktur nalezacych do rodziny struktur
asocjacyjnych. Glowna zaleta, a zarazem ograniczeniem jest jej pasywna charakterystyka,
ktéra uniemozliwia dostosowywanie si¢ do zmiennych danych w czasie rzeczywistym. W
przypadku danych niemodyfikowalnych pozwala na stworzenie w pelni funkcjonalnej
mapy danych, ktorej przeszukiwanie byto niezwykle szybkie.

W trakcie lektury czytelnik przeprowadzony zostal przez petny proces myslowy od
momentu odczytu danych z relacyjnej bazy danych do momentu przeksztalcenia jej w
strukture AGDS z wykorzystaniem dodatkowych algorytméw optymalizacyjnych jak B-
Drzewa. Implementacja realizowana w $rodowisku .Net, z ktorym wigzato si¢ zalety jak
rowniez pewne ograniczenia. Dzigki zastosowaniu podej$cia obiektowego mozliwe byto
zaimplementowanie w pelni generycznego interfejsu, ktorzy przyjmowat dowolne tabele
(relacje tabel) jako wejScie 1 przeprowadzat ich transformacje.

Wyniki otrzymane w trakcie procesu testowania wykazaty przewage struktury AGDS
nad relacyjng baza danych. Wyniki mogty by¢ znacznie lepsze, gdyby nie symulacja
prostego obiektu typu DTO, ktory przeksztatcal wyniki do formatu zrozumiatego dla
uzytkownika. Na uwage zashuguje fakt, ze zarowno Microsoft. SQLServer Framework jak
rowniez oprogramowanie Microsoft SQL Server zostaly w peini zoptymalizowane, CO
sugeruje, iz w przysztosci implementacja struktury AGDS moze osiggaé jeszcze lepsze
rezultaty czasowe.

W niniejszej pracy zostaty zaimplementowane ograniczone funkcje jezyka SQL, ktore
ograniczaty si¢ do prostych operatorow logicznych AND oraz OR, jak rowniez
operatoréw poroéwnania =, <, >. Niniejsza implementacja moze zosta¢ w przysztosci
rozszerzona o dodatkowe funkcjonalnosci, jak np. AVG, SUM, MEDIAN, oraz o
dodatkowe algorytmy przeszukiwania i sortowania, ktore majg gtowny wpltyw na osiggane
rezultaty czasowe. Wraz ze strukturg AGDS mozna zaimplementowa¢ dodatkowo w pelni
funkcjonalny DataSet przeznaczony do powyzszej struktury grafowe;j.
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Kolejnym celem stawianym przed przedstawiong implementacjg jest wykonanie
interfejsu graficznego, ktoére obrazowalby omowiony proces myslowy oraz zrezygnowanie
z elementow jezyka zapytan LINQ dostepnego, dla jezyka C#, ktory charakteryzuje sie
prostotg oraz niekiedy sporym naktadem czasowym.

Omoéwiona struktura AGDS dzigki wykorzystaniu AVB-Drzew oméwionych w rozdziale
3 moze zosta¢ przeksztalcona do grafu DASNG, ktory posiada cechy grafu aktywnego
poprzez wykorzystanie modelu neuronu. Pozwolitoby to na znaczne rozszerzenie
dostepnych funkcji poprzez umozliwienie wnioskowania 1 wyszukiwania korelacji
pomiedzy danymi. Niniejsza praca ujawnita, iz systemy asocjacyjne oraz sztuczna
inteligencja moga by¢ kluczem do efektywnosci w zagadnieniach Big Data.
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